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Abstract 
This study investigates how different agent architectures - single-agent, multi-agent, and 
human-in-the-loop - affect control, transparency, and reliability in systems based on large 
language models (LLMs). The study combines a literature review with an experimental 
prototype in which the three architectures are implemented and evaluated using a set of 
structured test cases. 

To enable a systematic comparison, a set of measurable evaluation dimensions is defined, 
including the number of identified issues, the number of implemented improvements, and the 
presence of factual errors in generated responses. These dimensions operationalize aspects of 
control and transparency by capturing how each architecture identifies, processes, and 
corrects deficiencies in its outputs. 

The results indicate that multi-agent architectures enable more structured internal review and 
iterative refinement, while human-in-the-loop provides the highest level of control and 
traceability through explicit human intervention. In contrast, the single-agent architecture is 
simpler but lacks explicit mechanisms for iterative validation and improvement. 

The study also highlights challenges in evaluating AI-generated responses, as the assessment 
process is partly interpretative and influenced by task characteristics. The findings suggest 
that there is no universally optimal architecture; instead, the choice involves trade-offs 
between efficiency, control, transparency, and system complexity. 

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 



Abstrakt  
Denna studie undersöker hur olika agentarkitekturer - single-agent, multi-agent och 
human-in-the-loop - påverkar kontroll, transparens och tillförlitlighet i system baserade på 
stora språkmodeller (LLM). Studien kombinerar en litteraturanalys med ett experiment där tre 
arkitekturer implementeras och utvärderas genom ett antal strukturerade testfall. 

För att möjliggöra en systematisk jämförelse definieras ett antal mätbara analysdimensioner, 
såsom antal identifierade brister, antal implementerade förbättringar samt förekomst av 
faktiska fel i genererade svar. Dessa dimensioner används för att operationalisera kontroll och 
transparens genom att analysera hur olika arkitekturer identifierar, hanterar och korrigerar 
brister. 

Resultaten visar att multi-agent-arkitekturer möjliggör mer strukturerad intern granskning och 
iterativ förbättring, medan human-in-the-loop ger högst grad av kontroll och spårbarhet 
genom explicit mänsklig involvering. Single-agent-arkitekturen uppvisar en enklare struktur 
men saknar tydliga mekanismer för iterativ validering och förbättring. 

Studien visar även att utvärdering av AI-genererade svar är utmanande, då den delvis bygger 
på tolkning och påverkas av uppgiftens karaktär. Resultaten indikerar att valet av arkitektur 
innebär en avvägning mellan effektivitet, kontroll, transparens och systemkomplexitet. 
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Kapitel 1  

Inledning  

1.1 Introduktion 
Utvecklingen av AI-agenter har accelererat i takt med framväxten av stora språkmodeller 
(LLM:er), vilka möjliggör avancerade funktioner såsom planering, resonemang, 
minneshantering och användning av externa verktyg. Moderna AI-agenter har därmed 
utvecklats från enklare regelbaserade system till mer autonoma och arkitektoniskt komplexa 
lösningar [1], [5]. En av kategorierna är uppgiftslösande agenter, där språkmodellen används 
som en central resonemangs- och beslutsmotor.  
 
Samtidigt visar forskningen att ökad autonomi i LLM-baserade agentsystem medför 
betydande utmaningar kopplade till kontroll, transparens och tillförlitlighet. Problem som 
svårspårbara beslutprocesser, oönskat beteende och biasförstärkinng uppstår ofta inte enbart 
på grund av språkmodellens egenskaper, utan till följd av hur agenten är arkitektoniskt 
uppbyggd och integrerad i större system [2], [3]. Särskilt i multi-agent-arkitekturer, där flera 
agenter samverkar, ökar komplexiteten och behovet av tydliga kontrollmekanismer [3].  
 
Flera studier betonar att arkitektoniska designval som rollseparation, guardrails och 
human-in-the-loop-mekanismer kan spela en avgörande roll för att möjliggöra styrbarhet och 
ansvarstagande i LLM-baserade agenter [2], [4]. Forskning inom mjukvaruarkitektur och 
dynamiska system visar dessutom att kontroll och anpassningsförmåga i hög grad påverkas 
av hur systemets arkitektur struktureras snarare än av de underliggande modellernas 
prestanda [4], [6].  
 

1.2 Syfte och problemformulering  

Syfte 
Syftet med denna studie är att undersöka hur arkitektoniska designval i LLM-baserade 
uppgiftlösande AI-agenter påverkar kontroll, transparens och ansvar. Studien kombinerar en 
litteraturanalys med en experimentell prototyp för att analysera och jämföra single-agent och 
multi-agent-arkitekturer samt undersöka effekten av human-in-the-loop. 

Problemformulering 
Trots ett växande antal referensarkitekturer och översiktsstudier saknas systematiska 
jämförelser av hur olika arkitekturella lösningar påverkar kontroll, transparens och ansvar i 



LLM-baserade agentsystem. Särskilt finns det brist på experimentella studier som jämför 
single-agent-, multi-agent- och human-in-the-loop-arkitekturer under liknande 
förutsättningar. Detta skapar ett kunskapsgap kring hur arkitekturella val påverkar centrala 
egenskaper såsom spårbarhet, felhantering och möjlighet till kontroll. För att adressera detta 
behövs en studie som kombinerar teoretisk analys med praktisk utvärdering av olika 
arkitekturer. Genom att analysera hur dessa arkitekturer identifierar, hanterar och korrigerar 
brister i sina svar, syftar studien till att belysa hur olika designval påverkar systemets 
kontrollbarhet och spårbarhet i praktiken.  
 
Studien utgår från följande forskningsfrågor: 
 

-​ RQ1: Vilka arkitektoniska kontrollmekanismer används i litteraturen för 
LLM-baserade uppgiftslösande AI-agenter? 

-​ RQ2: Vilka skillnader i kontroll, transparens och ansvar kan identifieras mellan 
single-agent och multi-agent-arkitekturer? 

-​ RQ3: Hur påverkar införandet av human-in-the-loop kontrollbarhet och spårbarhet i 
en experimentell prototyp? 

1.3 Motiv och värde  
Motivet för detta examensarbete är att LLM-baserade AI-agenter i allt större utsträckning 
används i praktiska system, samtidigt som bristande kontroll och transparens utgör betydande 
utmaningar. Flera studier pekar på att autonoma AI-agenter kan fatta beslut som är svåra att 
förutse och följa upp, särskilt när de bygger på stora språkmodeller och integreras i komplexa 
system [2]. Detta skapar behov av arkitektoniska lösningar som möjliggör styrning, 
spårbarhet och ansvarstagande redan i designfasen. 
 
Arbetet har ett akademiskt värde genom att sammanställa och analysera befintlig forskning 
om LLM-baserade AI-agenters arkitektur med fokus på kontroll och tillförlitlighet. Genom en 
jämförande analys av etablerade agentarkitekturer samt en kompletterande experimentell 
prototypstudie bidrar studien till ökad förståelse för hur arkitektoniska kontrollmekanismer 
kan påverka styrbarhet och transparens i praktiken [1]. Den experimentella delen av studien 
bidrar med konkret evidens kring hur dessa mekanismer fungerar i praktiken, vilket 
kompletterar den mer konceptuella bild som ges i litteraturen. Studien adresserar därmed ett 
område där behov av ytterligare systematisering och jämförande analys har identifierats i 
tidigare forskning [2]. 
 
Arbetet har även ett praktiskt värde för organisationer och utvecklingsteam som överväger att 
använda LLM-baserade uppgiftslösande AI-agenter. Genom att tydliggöra hur olika 
arkitekturella val påverkar kontroll och transparens kan resultaten fungera som vägledning 
vid design och utvärdering av agentbaserade lösningar. För studenter bidrar arbetet med 
fördjupad kunskap inom AI-systemdesign, mjukvaruarkitektur och ansvarsfull användning av 



AI, vilket är relevant för framtida yrkesroller inom systemutveckling och AI-relaterade 
områden. 

1.4 Bakgrund 

1.4.1 AI-agenter och arkitektoniska paradigmer 
AI-agenter definieras generellt som autonoma system som kan uppfatta sin omgivning, fatta 
beslut och agera för att uppnå definierade mål. Traditionellt har agentartitekturer 
klassificerats som reaktiva, deliberativa eller hybridbaserade, där deliberativa arkitekturer 
inkluderar komponenter för planering, minneshantering och målrepresentation [1].  
 
Uppgiftlösande (eng. task-solving agents) agenter avser AI-agenter som är designade för att 
lösa specifika uppgifter genom att bryta ner mål i delsteg, planera handlingar och utföra dessa 
steg autonomt. Till skillnad från traditionella generativa AI-system, som främst producerar 
text eller svar, kombinerar dessa agenter funktioner som planering, minne, verktygsanrop och 
iterativ förbättring för att nå ett definierat mål [1], [2]. I denna studie syftar begreppet 
specifikt på LLM-baserade agenter där arkitekturen möjliggör denna typ av målinriktad 
problemlösning.  
 
Med agentarkitektur avses i denna studie den strukturella uppbyggnaden av en AI-agent, det 
vill säga hur olika komponenter som planering, minne, beslutfattande och exekvering 
organiseras och samverkar för att möjliggöra målinriktad problemlösning. Arkitekturen 
definierar hur agenten uppfattar information, fattar beslut och utför handlingar, samt hur 
kontroll och transparens och ansvar kan implementeras i systemet [1].  
 
Med framväxten av stora språkmodeller har en ny generation av LLM-baserade eller 
foundation model-baserade agenter utvecklats [2], [5], där många är utformade för att lösa 
strukturerade uppgifter genom planering, resonemang och iterativ förbättring. I dessa system 
fungerar språkmodellen som en central besluts- och resonemangskomponent, ofta 
kombinerad med externa verktyg, minnesmoduler och exekveringsmekanismer. Dessa 
strukturer möjliggör högre grad av autonomi men introducerar samtidigt en ökad komplexitet 
och mindre förutsägbarhet i beteendet [2].  
 
Agentarkitekturer kan beskrivas som en uppdelning i flera lager som tillsammans möjliggör 
hur en agent uppfattar, analyserar och agerar i en miljö. En vanlig struktur inkluderar lager 
för perception, planering och resonemang, handling samt samverkan mellan agenter. Figur 1 
visar en översikt av dessa komponenter [5].  



 

Figur 1. Översikt av agentstruktur baserad på [1].  

1.4.2 Komponenter i agentstruktur 

I denna studie används begreppet agentstruktur för att beskriva den interna uppbyggnaden av 
AI-agenter, exempelvis komponenter för perception, resonemang, minne och exekvering. 
Begreppet agentarkitektur används däremot på en övergripande systemnivå för att beskriva 
olika organisationsformer, såsom single-agent-, multi-agent- och human-in-the-loop-baserade 
lösningar.  
 
Agentstrukturer kan analyseras som en uppsättning komponenter som tillsammans möjliggör 
uppgiftslösning. En vanlig uppdelning inkluderar följande delar. Figur 1 illustrerar hur 
moderna agentstrukturer kan delas upp i flera samverkande lager, inklusive perception, 
resonemang, handling och samverkan mellan agenter. Dessa komponenter används i denna 
studie som en analytisk grund för att jämföra single-agent-, multi-agent- och 
human-in-the-loop-arkitekturer.  

Perception avser hur agenten tar emot och tolkar information från sin omgivning, exempelvis 
genom användarinput, API:er eller andra datakällor. Detta utgör grunden för vidare 
beslutsfattande. Planering och resonemang ansvarar för att bryta ner mål i mindre delsteg och 
fatta beslut om hur uppgifter ska lösas. I LLM-baserade uppgiftlösande agenter sker detta ofta 
genom språkmodellen som fungerar som en central resonemangsmotor. 

Minneskomponenter används för att lagra tidigare interaktioner och kontext, vilket kan 
inkludera både korttidsminne och långtidsminne. Detta möjliggör mer sammanhängande och 
informerade beslut. Exekvering innebär att agenten utför planerade handlingar, exempelvis 
genom att generera svar, anropa externa verktyg eller utföra uppgifter i ett system. Moderna 
agenter kan även använda externa verktyg och API:er för att utföra mer avancerade uppgifter, 
såsom att hämta data, köra kod eller interagera med andra system. 

I vissa agentstrukturer samarbetar flera agenter där olika roller ansvarar för olika delar av 
uppgiften. Denna samverkan kan förbättra problemlösningsförmågan men ökar samtidigt 



komplexiteten och behovet av kontroll och transparens [3]. Figur 1 illustrerar hur dessa 
komponenter tillsammans möjliggör målinriktad problemlösning i moderna agentstrukturer 
[1]. 

1.4.3 Single-agent och multi-agent-system  
LLM-baserade AI-agenter kan implementeras som enskilda agenter (single-agent) eller som 
distribuerade multi-agent-system. 
 
I single-agent-arkitektur hanteras planering, exekvering och reflektion inom en 
sammanhängande struktur, vilket kan underlätta kontroll  och överblick. 
 
I multi-agent-system delas ansvaret upp mellan flera specialiserade agenter, exempelvis 
planerare, granskare och exekverare. Denna uppdelning kan förbättra 
problemlösningsförmågan men ökar samtidigt systemets komplexitet [3]. Forskning visar att 
iterativ samverkan mellan agenter kan förstärka bias, skapa emergent beteende och försvåra 
spårbarhet om kontrollmekanismer saknas [3].  
 
Skillnader mellan single-och multi-agent-strukturer är därför centrala vid analys av kontroll 
och transparens.  

1.4.4 Kontroll, transparens och ansvar i agentarkitekturer  
Kontroll i AI-agentbaserade system kan implementeras genom olika arkitektoniska 
mekanismer. Flera studier föreslår integration av guardrails, policykontroll, rollseparation och 
human-in-the-loop-strukturer som en del av agentdesignen [4], [5]. 
 
Human-in-the-loop innebär att en mänsklig övervakning eller godkännande integreras i 
beslutsflödet, vilket kan minska risken för oönskade beslut men samtidigt påverka graden av 
autonomi [6].  
 
Transparens och spårbarhet kan uppnås genom loggning, beslutsspårning och tydlig 
ansvarsfördelning mellan arkitektoniska komponenter [3].  
 
Forskningen indikerar att kontroll och tillförlitlighet i AI-agenter inte enbart är beroende av 
språkmodellens prestanda, utan i hög grad påverkas av hur agenten struktureras och 
begränsas på arkitekturnivå [4].  

1.4.5 Arkitekturens betydelse för tillförlitlighet  
Inom mjukvaruarkitektur är det väletablerat att designval påverkas av kvalitetsattribut såsom 
robusthet, säkerhet och spårbarhet. Dynamiska arkitekturer och självhanterande system, 
exempelvis baserade på MAPE-K-loopar, visar hur kontroll och anpassning kan byggas in på 
systemnivå [6].  



 
När dessa principer appliceras på LLM-baserade AI-agenter blir arkitekturen central för att 
balansera autonomi och styrbarhet. Detta skapar behov av en systematisk analys av hur 
arkitektoniska mönster i AI-agenter relaterar till kontroll, transparens och ansvar – särskilt i 
jämförelse mellan single-agent och multi-agent-system. För att komplettera den teoretiska 
analysen kan även en experimentell prototyp bidra till att illustrera hur dessa 
kontrollmekanismer fungerar i praktiken. 

1.5 Avgränsningar  
Arbetet avgränsas till LLM-baserade uppgiftslösande AI-agenter. Fokus ligger på arkitektur 
och kontrollmekanismer snarare än på träning och utveckling av egna språkmodeller.  
Djupgående analyser av etiska, juridiska och samhälleliga konsekvenser behandlas inte som 
huvudfokus, utan endast i den mån de berör struktur och kontrollmekanismer. Prestandamått 
såsom exekveringstid och kostnad analyseras inte i detalj, om de inte har direkt påverkan på 
agenters tillförlitlighet och styrbarhet. Studien prioriterar ett begränsat antal arkitekturella 
lösningar för att säkerställa att analysen förblir hanterbar och fördjupad. Slutligen fokuserar 
studien på arkitektoniska aspekter snarare än modellernas interna funktion eller träning.  

 



Kapitel 2 

Metod 

2.1 Forskningsdesign  

Studien genomförs som en kombinerad metod bestående av en systematisk litteraturstudie 
och en experimentell prototypstudie. Litteraturstudien används för att identifiera och 
analysera arkitektoniska kontrollmekanismer i LLM-baserade agentsystem, medan den 
experimentella delen syftar till att empiriskt undersöka hur dessa mekanismer påverkar 
kontroll, transparens och spårbarhet i praktiken. 

Forskningsdesignen är huvudsakligen explorativ och jämförande. Den är explorativ eftersom 
området fortfarande är under utveckling och saknar etablerade utvärderingsmetoder, och 
jämförande eftersom tre olika agentarkitekturer analyseras under liknande förutsättningar. 

 

 



 

Figur 2 visar en översikt av studiens metod och hur de olika delarna relaterar till forskningsfrågorna. Studien 
består av två huvudsakliga delar: en litteraturstudie och en experimentell prototyp, vilka tillsammans ligger till 
grund för den jämförande analysen. 

Som illustreras i Figur 2 används litteraturstudien främst för att besvara RQ1 genom att 
identifiera arkitektoniska kontrollmekanismer i tidigare forskning. Den experimentella 
prototypen används för att besvara RQ2 och RQ3 genom att möjliggöra en jämförande analys 
av hur olika arkitekturer påverkar kontroll, transparens och spårbarhet i praktiken. 

2.2 Datainsamling  
Datainsamlingen består av en systematisk genomgång av utvalda vetenskapliga artiklar där 
centrala arkitektoniska komponenter, kontrollmekanismer och designprinciper identifieras. 
Dessa sammanställs och analyseras med fokus på hur olika arkitekturval påverkar kontroll, 
transparens och tillförlitlighet hos AI-agenter. 
 
En systematisk litteratursökning genomfördes för att identifiera relevant forskning om 
LLM-baserade AI-agenter och arkitektoniska kontrollmekanismer. Sökningen utfördes i 
databaserna IEEE Xplore, ACM Digital Library och Google Scholar med hjälp av definierade 
söksträngar relaterade till agentarkitektur, kontroll, transparens och multi-agent-system. 



 
Litteratursökningen resulterade i ett större antal relevanta artiklar. Ett flertal artiklar 
exkluderades efter genomgång eftersom de antingen saknade tydlig arkitekturell beskrivning, 
fokuserade på modellträning snarare än agentarkitektur, eller inte behandlade 
kontrollmekanismer och transparens i tillräcklig utsträckning. Urvalet av artiklar baserades på 
en kombination av relevans och innehållslig kvalitet. Från ett större initialt urval valdes 7 
artiklar ut som bedömdes vara mest relevanta för studiens syfte, baserat på deras fokus på 
arkitektur, kontrollmekanismer samt koppling till LLM-baserade agentsystem.  
 
En systematisk litteratursökning genomfördes i databaserna IEEE Xplore, ACM Digital 
Library och Google Scholar för att identifiera relevant forskning om LLM-baserade 
AI-agenter och arkitektoniska kontrollmekanismer. Sökningarna baserades på kombinationer 
av sökord relaterade till agentarkitektur, kontroll, transparens, multi-agent-system och 
human-in-the-loop. Endast peer-reviewed artiklar publicerade mellan 2020 och 2025 
inkluderades. Artiklar exkluderades om de saknade arkitekturell beskrivning, enbart 
fokuserade på modellträning eller inte behandlade kontrollmekanismer och transparens i 
agentsystem. Litteratursökningen resulterade i ett större antal potentiellt relevanta artiklar, 
men efter urval och kvalitativ granskning valdes sju artiklar ut för den fördjupade analysen.  
 

2.3 Analysmetod 
Analysen genomförs som en jämförande arkitekturanalys där både de studerade 
arkitekturerna i litteraturen och de experimentella konfigurationerna analyseras utifrån 
gemensamma analysdimensioner. Syftet är att identifiera likheter, skillnader och 
återkommande designprinciper relaterade till kontroll, transparens och tillförlitlighet. 

Analysen genomfördes genom att varje artikel och varje experimentellt resultat analyserades 
utifrån de definierade analysdimensionerna. För varje dimension identifierades konkreta 
observationer, såsom förekomst av kontrollmekanismer, typ av feedback samt hur fel 
identifierades och korrigerades. 

Denna analys möjliggjorde en systematisk jämförelse mellan arkitekturerna, där likheter och 
skillnader kunde analyseras kvantitativt och kvalitativt. 

De utvalda artiklarna analyseras genom en jämförande arkitekturanalys. Varje studie 
analyseras utifrån följande analysdimensioner: 

-​ Arkitektoniska komponenter (minne, planering, exekvering, verktygsintegration) 
-​ Grad av autonomi 
-​ Kontrollmekanismer (guardrails, human-in-the-loop, rollseparation) 
-​ Transparens och spårbarhet 

 



För att möjliggöra en systematisk jämförelse sammanställdes resultaten från 
litteraturanalysen i en jämförelsetabell. Tabellen visar vilka arkitektoniska komponenter och 
kontrollmekanismer som behandlas i de analyserade studierna samt hur dessa relaterar till 
kontroll, transparens och autonomi.  

 



Tabell 1. Jämförelse av arkitektoniska komponenter och kontrollmekanismer i 
analyserade studier.  

[1] AI Agents: A Comprehensive Review of Evolution, Architectures, Applications, and Future 
Directions 

[2] Towards Responsible Generative AI: A Reference Architecture for Designing Foundation 
Model Based Agents 

[3] Framework for Enhancing Fairness and Transparency in Multi-Agent Creative AI 
Systems 

Dimension  [1] [2] [3] [4] [5] [6] [7] 

LLM as core x x (implicit) x x x x 

Planning x x - x x (indirect) x 

Memory 
structure 

x x - - x - x 

Tool 
integration 

x x - x x - x 

Self- 
reflection 

x x - - x x x 

Execution 
module 

x x - x x - x 

Role 
separation 

(implicit) x x x x - x 

Human-in-th
e-lopp 

- x (normati
ve) 

x - x x 

Guardrails - x - - - - x 

Logging/ 
Traceability 

- x x x - x x 

Risk 
assessment 

x x x x x x x 

Multi-agent 
focus 

x x x x x - x 

Autonomy as 
problem  

x x x x x x x 



[4] Dynamic Architectures Leveraging AI Agents and Human-in-the-Loop for Data Center 
Management 

[5] Toward Responsible AI in the Era of Generative AI 

[6] Architecture Exploration and Reflection Meet LLM-based Agents 

[7] Agentic AI: A Survey of Autonomous Agents Architectures and Emerging Applications  

x = dimensionen behandlas explicit i studien 

– = dimensionen behandlas inte explicit 

implicit = dimensionen förekommer indirekt eller antyds Resultaten från litteraturanalysen 
jämförs därefter med de experimentella konfigurationerna, vilket möjliggör en integrerad 
analys av både teoretiska och praktiska aspekter av agentarkitekturer.  

Resultatet sammanställs i en jämförelsetabell där likheter och skillnader mellan de 
analyserade arkitekturerna presenteras. 

2.4 Experimentell prototyp  
För att komplettera litteraturanalysen utvecklas en experimentell prototyp i Python där 
OpenAI:s GPT-4o-modell används via OpenAI API  används som resonemangsmotor, medan 
agentens arkitektur och kontrollflöde implementeras separat. 
 
Tre arkitektoniska konfigurationer implementeras: 

1.​ Single-agent: En agent som genererar plan och lösning i ett sammanhängande flöde. 
2.​ Multi-agent: En rollbaserad arkitektur med en planerande agent och en 

reviewer-agent.  
3.​ Multi-agent med human-in-the-loop: Samma arkitektur som ovan men med en explicit 

mänsklig godkännandepunkt. 
 
Dessa tre arkitekturer valdes eftersom de representerar tre olika nivåer av kontroll och 
komplexitet: en centraliserad struktur (single-agent), en distribuerad struktur (multi-agent) 
samt en struktur med explicit mänsklig kontroll (human-in-the-loop). Detta möjliggör en 
systematisk jämförelse av hur arkitektur påverkar kontroll och transparens. 
 
Prototypen utformas för att möjliggöra jämförelse mellan dessa konfigurationer med 
avseende på kontroll, transparens och tillförlitlighet. För detta ändamål loggas planeringssteg, 
iterationer och korrigeringar, vilket möjliggör analys av kontrollpunkter, spårbarhet och 
transparens mellan de olika arkitekturerna. 



2.5 Koppling till forskningsfrågor  

RQ1 besvaras genom analys av arkitektoniska mönster och kontrollmekanismer i litteraturen. 

RQ2 besvaras genom en jämförande analys mellan single-agent och multi-agent-arkitekturer 
i både litteraturen och den experimentella prototypen. 

RQ3 besvaras genom analys av hur human-in-the-loop påverkar kontroll och spårbarhet i den 
experimentella prototypen. 

2.6 Studiens omfattning  
Studien avser analysera ett begränsat men representativt urval av sju vetenskapliga artiklar 
för att möjliggöra fördjupad analys utan att bredden blir ohanterlig.  

2.7 Förberedelser 
För att genomföra studien utvecklades en experimentell prototyp i Python. Prototypen består 
av flera komponenter, inklusive en agentmodul (agent.py) för hantering av resonemang och 
uppgiftslösning, en verktygsmodul (tools.py) för externa funktioner samt en loggningsmodul 
(logger.py) för att möjliggöra spårbarhet. Systemet körs via main.py och genererar loggar i en 
separat katalog.  
 
Prototypen användes för att implementera och jämföra tre olika arkitekturer: single-agent, 
multi-agent och human-in-the-loop.  

2.8 Krav för AI-agenter 
För att möjliggöra en rättvis jämförelse mellan de olika agentarkitekturerna definierades ett 
antal gemensamma krav. Samtliga agenter skulle kunna ta emot samma uppgift som input och 
producera en lösning baserad på stegvis resonemang.  
 
Alla arkitekturerna implementerades med samma underliggande språkmodell via funktionen 
call_llm, vilket säkerställer att skillnader i resultat beror på arkitektur och inte modellval. 
Samtliga agenter skulle generera en plan innan uppgiften löses, producera ett initialt svar 
samt möjliggöra någon form av utvärdering eller förbättring av svaret. För multi-agent och 
human-in-the-loop arkitekturer krävdes dessutom att flera aktörer (agenter eller människa) 
deltar i processen, vilket möjliggör analys av samverkan, kontroll och spårbarhet.  
 
Gemensamma krav definierades för att säkerställa att jämförelsen mellan arkitekturerna var 
rättvis. Genom att använda samma uppgift, samma språkmodell och samma grundläggande 
process (planering, initialt svar och förbättring) isoleras arkitekturens påverkan, vilket 
minskar risken att resultatet påverkas av andra faktorer. 
 

http://agent.py
http://tools.py
http://logger.py
http://main.py


2.9 Genomförandet  
Experimentet genomfördes genom att samma uppgift skickades till tre olika 
agentarkitekturer: single agent, multi-agent samt human-in-the-loop.  
 
I single-agent arkitekturen hanterades hela processen av en och samma agent, som både 
planerade, löste uppgiften och granskade sitt eget svar. I multi-agent arkitekturen delades 
ansvaret upp mellan två agenter: en Planner Agent som skapade plan och lösning, samt en 
Reviewer Agent som granskade svaret och gav förbättringsförslag. Därefter genererades ett 
förbättrat svar baserat på feedbacken. I human-in-the-loop arkitekturen följdes samma 
struktur som multi-agent, men med tillägg av en mänsklig beslutsfattare som kunde 
godkänna, revidera eller avvisa resultatet. För varje körning dokumenterades resultaten 
systematiskt och analyserades utifrån de definierade dimensionerna, inklusive antal 
identifierade brister, antal implementerade förbättringar samt förändringar mellan initialt och 
slutligt svar. Detta möjliggjorde en strukturerad jämförelse mellan de olika arkitekturerna. 
Fullständiga exempel på AI-genererade svar och iterativa förbättringsprocesser återfinns i 
Bilaga A.  
 

 



Kapitel 3  

Litteraturanalys 
Detta kapitel presenterar en analys av de utvalda vetenskapliga artiklarna med fokus på 
agentarkitekturer inom LLM-baserade system. Analysen utgår från de definierade 
analysdimensionerna: arkitektoniska komponenter, grad av autonomi, kontrollmekanismer 
samt transparens och spårbarhet. Syftet är att identifiera återkommande mönster och 
skillnader i hur olika arkitekturer hanterar kontroll och tillförlitlighet. 

3.1 Arkitektoniska komponenter  

De analyserade studierna visar att LLM-baserade agentarkitekturer ofta består av ett antal 
centrala komponenter, där planering, exekvering, minne och verktygsintegration är 
återkommande. Planeringskomponenten ansvarar för att bryta ner uppgifter i hanterbara steg, 
medan exekveringen genomför dessa steg baserat på modellens resonemang [4]. Dessa 
komponenter är centrala ur ett kontrollperspektiv, eftersom de påverkar hur beslut fattas, hur 
information lagras och hur resultat genereras. Särskilt planering och minne möjliggör mer 
strukturerade arbetsflöden, medan reflektions- och gransknings steg skapar förutsättningar för 
att identifiera och korrigera fel, vilket är centralt för systemets tillförlitlighet. 

Flera studier lyfter även betydelsen av reflektion och iterativ förbättring, där agenten eller 
flera agenter utvärderar och förbättrar tidigare resultat. Detta kan ske genom självreflektion 
eller genom att separata agenter granskar och ger feedback på resultatet [6].  

3.2 Kontrollmekanismer 

Kontrollmekanismer är en central del i designen av agentarkitekturer, särskilt i system där 
beslut fattas autonomt. I de analyserade studierna framkommer flera olika strategier för att 
hantera kontroll och minska risken för felaktiga eller oönskade beslut [1].  
 
En vanlig metod är användningen av human-in-the-loop, där en mänsklig aktör deltar i 
beslutsprocessen för att godkänna, justera eller avvisa agentens resultat. Detta möjliggör ökad 
kontroll och ansvar, särskilt i kritiska system där automatiska beslut kan få stora 
konsekvenser [4]. 
 
Andra kontrollmekanismer inkluderar rollseparation mellan olika agenter, där exempelvis en 
agent ansvarar för att generera lösningar och en annan för att granska dessa. Denna 
uppdelning kan bidra till att identifiera fel och förbättra kvaliteten genom iterativ feedback 
[3]. 
 



De identifierade kontrollmekanismerna kan jämföras utifrån hur explicit kontrollen 
implementeras i systemet. Human-in-the-loop representerar en direkt och extern kontroll, där 
beslut kan granskas och justeras av en människa. Rollseparation i multi-agent-system utgör 
en intern kontrollmekanism, där granskning sker genom interaktion mellan olika agenter. I 
kontrast saknar många single-agent-system explicita kontrollpunkter, vilket innebär att 
kontrollen i större utsträckning är implicit och beroende av modellens interna resonemang. 

 
Samtidigt visar litteraturen att ökad autonomi ofta innebär minskad direkt kontroll, vilket 
skapar en balans mellan effektivitet och tillförlitlighet [1]. För att hantera detta betonas vikten 
av transparens och spårbarhet, så att beslut kan förstås och följas upp i efterhand [4]. 

3.3 Single-agent, Multi-agent och Human-in-the-loop 
I litteraturen framkommer flera olika sätt att strukturera agentbaserade system, där 
single-agent, multi-agent och human-in-the-loop är tre centrala arkitekturmönster. Dessa 
skiljer sig främst i hur ansvar, kontroll och samverkan organiseras [3]. 
 
I single-agent arkitekturer hanteras hela processen av en enskild agent, som ansvarar för både 
planering, exekvering och eventuell utvärdering av resultatet. Detta innebär en hög grad av 
autonomi, men också begränsad extern kontroll, eftersom samma agent både producerar och 
granskar sitt eget resultat [1]. 
 
Multi-agent arkitekturer bygger istället på att flera agenter samarbetar, där olika roller delas 
upp mellan exempelvis planering och granskning. Denna rollseparation möjliggör mer 
strukturerad återkoppling och kan bidra till förbättrad kvalitet genom iterativ förbättring. 
Samtidigt introducerar detta en ökad komplexitet i systemet, där samordning mellan agenter 
blir en viktig faktor [3]. 
 
Human-in-the-loop arkitekturer kombinerar automatiserade agenter med mänsklig 
inblandning i beslutsprocessen. Denna typ av arkitektur används för att öka kontroll och 
tillförlitlighet, särskilt i situationer där automatiska beslut behöver granskas eller godkännas. 
Forskningen visar att mänsklig inblandning kan bidra till att hantera osäkerhet och förbättra 
systemets kvalitet, men också kan innebära ökad tidsåtgång och beroende av mänskliga 
beslut [4].  
 
Sammantaget visar litteraturen att det finns en tydlig avvägning mellan autonomi och 
kontroll, där single-agent arkitekturer erbjuder enkelhet och effektivitet, medan multi-agent 
och human-in-the-loop arkitekturer möjliggör ökad transparens, kontroll och förbättring 
genom samverkan. 
 
Skillnaderna mellan arkitekturerna kan förstås som olika strategier för att balansera kontroll 
och autonomi. Single-agent-arkitekturer prioriterar enkelhet och effektivitet, men saknar 
tydliga mekanismer för extern granskning. Multi-agent-arkitekturer introducerar intern 



kontroll genom rollfördelning och feedback mellan agenter, vilket kan förbättra kvalitet men 
ökar systemets komplexitet. Human-in-the-loop tillför en extern kontrollnivå som stärker 
ansvar och spårbarhet, men innebär också beroende av mänsklig inblandning och potentiellt 
ökad tidsåtgång. 
 

3.4 Sammanfattning  
Sammanfattningsvis visar litteraturen att designen av agentarkitekturer har en avgörande 
påverkan på systemets kontroll, transparens och tillförlitlighet. Återkommande komponenter 
såsom planering, exekvering, minne och verktygsintegration utgör grunden i de flesta 
LLM-baserade agentlösningar, där särskilt planering och iterativ förbättring lyfts fram som 
centrala mekanismer för att hantera komplexa uppgifter [7].  
 
Vidare framgår det att kontrollmekanismer, såsom human-in-the-loop och rollseparation 
mellan agenter, spelar en viktig roll för att minska risker kopplade till felaktiga beslut och 
bristande tillförlitlighet. Forskning visar att mänsklig inblandning är särskilt viktig i system 
där hög precision och ansvar krävs, eftersom den möjliggör både övervakning och 
korrigering av agenters beteende. Samtidigt betonas att transparens och spårbarhet är 
nödvändiga för att människor ska kunna förstå och kontrollera agenternas beslut [4]. 
 
Litteraturen pekar även på att multi-agent-system möjliggör mer avancerade arbetsflöden 
genom specialiserade roller och iterativa förbättringsprocesser, där exempelvis generering, 
granskning och förbättring separeras mellan olika aktörer [3]. Denna typ av samverkan kan 
förbättra kvaliteten på resultaten, men introducerar samtidigt nya utmaningar kopplade till 
koordinering, komplexitet och potentiella bias-effekter [1].  
 
Samtidigt visar forskningen att ökad autonomi i agentbaserade system ofta leder till minskad 
direkt kontroll och ökad risk för fel, såsom hallucinationer eller bristande generalisering [1]. 
Detta skapar en tydlig avvägning mellan effektivitet och kontroll, där mer avancerade 
arkitekturer, såsom multi-agent och human-in-the-loop, kan bidra till ökad robusthet genom 
feedback-loopar och extern granskning [4].  
 
Sammanfattningsvis visar litteraturanalysen att arkitektoniska designval har en direkt 
påverkan på hur kontroll, transparens och spårbarhet implementeras i LLM-baserade 
agentsystem. Olika arkitekturer erbjuder olika mekanismer för att hantera fel och osäkerhet, 
men innebär samtidigt avvägningar mellan autonomi, kontroll och komplexitet. Dessa resultat 
utgör grunden för den experimentella delen av studien, där de identifierade skillnaderna 
analyseras i praktiken genom en prototyp. 



Kapitel 4 

Experiment  
För att kunna jämföra de olika agentarkitekturerna på ett systematiskt sätt definierades ett 
antal analysdimensioner baserade på tidigare forskning om LLM-baserade agenter och 
autonoma system.  
 
Forskning visar att utvärdering av sådana system ofta fokuserar på faktorer som korrekthet, 
kompletthet, resonemangsförmåga samt förmåga att hantera fel och osäkerhet. Dessa aspekter 
är centrala för att bedöma kvaliteten i genererade svar och hur väl systemet löser komplexa 
uppgifter [6].  
 
Dessutom betonar studier vikten av hur feedback används i iterativa processer, samt hur 
system identifierar och korrigerar brister i sina svar [4], [5]. Detta är särskilt relevant i 
agentarkitekturer där flera steg av planering, granskning och förbättring ingår. Exempel på 
dessa iterativa processer och AI-genererade svar presenteras i Bilaga A.  
 
För att göra dessa begrepp mätbara operationaliseras de till kvantifierbara variabler. I stället 
för subjektiva bedömningar, såsom exempelvis hög eller låg kvalitet, används konkreta mått 
baserade på observerbara egenskaper i agenternas svar.  
 
Utifrån detta valdes följande analysdimensioner: 

-​ antal identifierade brister  
-​ antal implementerade förbättringar 
-​ andel implementerade förbättringar (%) 
-​ antal faktiska fel i initialt svar  
-​ antal nya informationsenheter i slutligt svar  

 
Dessa dimensioner möjliggör en jämförelse av både resultatets korrekthet och hur effektivt de 
olika arkitekturerna använder feedback för att förbättra sina svar.  

För att säkerställa att de definierade dimensionerna används konsekvent genomfördes 
analysen manuellt utifrån tydliga kriterier. En brist definieras som ett identifierbart problem i 
svaret, exempelvis språklig inkonsekvens, otydlig formulering eller bristande precision. En 
förbättring räknas som en explicit förändring i det slutliga svaret som adresserar en tidigare 
identifierad brist. 

Antalet nya informationsenheter avser tillägg av ny relevant information i det slutliga svaret 
som inte fanns i det initiala svaret. Genom att använda dessa konkreta kriterier möjliggörs en 
reproducerbar och jämförbar analys mellan de olika arkitekturerna. 



4.1 Testfall 1  
I första testfallet jämförs de tre agentarkitekturerna genom en enkel faktabaserad uppgift: att 
ange värdet av talet pi med fem decimaler.  
 
Syftet med testfallet är att undersöka hur de olika arkitekturerna hanterar korrekthet i enkla 
uppgifter samt hur de identifierar och förbättrar mindre brister i sina svar, exempelvis 
språkliga eller strukturella förbättringar.  
 
Eftersom uppgiften har ett exakt svar och objektivt korrekt svar möjliggör testfallet en tydlig 
analys av faktiska fel samt hur feedback används trots att uppgiften i sig är enkel.   
 
Testfall 1 - "Fakta: talet pi” 

Dimension Single-agent Multi-agent Human-in-the-loop 

Antal identifierade brister 1 1 2 

Antal implementerade 
förbättringar 

1 1 2 

Andel implementerade 
förbättringar (%) 

100% 100% 100% 

Antal faktiska fel i initialt svar 0 0 0 

Antal nya informationsenheter i 
slutligt svar 

1 0 1 

 
Resultaten visar att samtliga agentarkitekturer genererar konkreta svar i en enkel faktabaserad 
uppgift, vilket indikerar att skillnader mellan arkitekturer inte är framträdande vid låg 
komplexitet.  
 
Däremot kan skillnader observeras i hur brister identifieras och åtgärdas. Human-in-the-loop 
identifierar fler förbättringsmöjligheter och genomför flera förändringar, vilket tyder på ökad 
kontroll och noggrannhet genom mänsklig inblandning.  

Resultaten visar att alla arkitekturer producerar korrekta svar i en enkel faktabaserad uppgift, 
vilket indikerar att grundläggande korrekthet inte påverkas av arkitekturval vid låg 
komplexitet. Däremot framträder skillnader i hur systemen hanterar förbättring av svar. 
Human-in-the-loop identifierar fler förbättringsmöjligheter och genomför fler förändringar, 
vilket tyder på en högre grad av explicit kontroll. 

Multi-agent och single-agent uppvisar liknande beteende, vilket indikerar att interna 
granskningsmekanismer inte ger någon tydlig fördel i mycket enkla uppgifter där korrekt svar 
genereras direkt. Detta tyder på att fördelarna med mer komplexa arkitekturer främst uppstår i 
uppgifter där kontroll och förbättring spelar en större roll. 



4.2 Testfall 2 

Testfall 2 - “Felidentifiering: Förklara varför jorden är platt” 

Dimension Single-agent Multi-agent Human-in-the-loop 

Antal identifierade brister 4 5 5 

Antal implementerade 
förbättringar 

4 5 5 

Andel implementerade 
förbättringar (%) 

100% 100% 100% 

Antal faktiska fel i initialt svar 0 0 0 

Antal nya informationsenheter i 
slutligt svar 

2 4 4 

Testfall 2 syftar till att undersöka hur agentarkitekturerna hanterar en fråga med en felaktig 
premiss. Eftersom uppgiften uttryckligen bygger på ett falskt påstående blir det möjligt att 
analysera om arkitekturerna kan identifiera problemet, korrigera det och förbättra svaret 
genom feedback. 

Resultatet visar att samtliga arkitekturer korrigerar den felaktiga premissen redan i det initiala 
svaret, vilket innebär att inga faktiska fel förekommer. Däremot skiljer sig arkitekturerna åt i 
hur många brister som identifieras och hur mycket ny information som tillförs i det slutliga 
svaret. Multi-agent och human-in-the-loop identifierar fler brister än single-agent och 
producerar också mer utvecklade slutliga svar. Detta tyder på att separerad granskning och 
mänsklig kontroll bidrar till mer omfattande förbättringar i uppgifter som kräver korrigering 
av felaktiga antaganden. Detta indikerar att arkitekturer med separerade granskningssteg, 
såsom multi-agent och human-in-the-loop, har en större förmåga att systematiskt analysera 
och förbättra svar i uppgifter där premissen är felaktig. Detta stärker antagandet att explicita 
kontrollmekanismer bidrar till ökad robusthet i mer komplexa eller missvisande uppgifter. 

 



4.3 Testfall 3 
Testfall 3 - "Resonemang: Vilket väger mest: 1kg stål eller 1 kg fjädrar? Förklara ditt 
resonemang ” 

Dimension Single-agent Multi-agent Human-in-the-loop 

Antal identifierade brister 1 3 4 

Antal implementerade 
förbättringar 

1 3 4 

Andel implementerade 
förbättringar (%) 

100% 100% 100% 

Antal faktiska fel i initialt svar 0 0 0 

Antal nya informationsenheter i 
slutligt svar 

1 3 3 

 

Testfall 3 syftar till att undersöka hur agentarkitekturerna hanterar en enkel 
resonemangsuppgift där det korrekta svaret är tydligt, men där frågan är utformad som en 
klassisk luring. Detta gör det möjligt att analysera hur väl arkitekturerna inte bara ger rätt 
svar, utan också förklarar resonemanget på ett tydligt och korrekt sätt. 

Resultatet visar att samtliga arkitekturer ger ett korrekt initialt svar, vilket innebär att inga 
faktiska fel förekommer. Skillnader uppstår däremot i hur många brister som identifieras och 
hur mycket svaret utvecklas i det slutliga steget. Single-agent gör en mindre precisering, 
medan både multi-agent och human-in-the-loop identifierar fler förbättringsmöjligheter och 
producerar mer utvecklade svar. Detta tyder på att separerad granskning och mänsklig 
kontroll bidrar till tydligare och mer pedagogiska resonemang, även när den grundläggande 
korrektheten redan är uppnådd.  

Detta visar att även när korrekt svar uppnås, skiljer sig arkitekturerna i hur väl de kan 
utveckla och förtydliga resonemanget. Multi-agent och human-in-the-loop identifierar fler 
förbättringsmöjligheter och genomför fler förändringar, vilket leder till mer utvecklade och 
pedagogiska slutliga svar. Detta indikerar en högre grad av transparens och kontroll i hur 
svaret utvecklas genom iterativ granskning. 

Fullständiga versioner av de AI-genererade svaren, inklusive planering, granskning och 
slutliga förbättringar för respektive arkitektur, presenteras i Bilaga A.  

4.4 Analys och resultat  

Syftet med den jämförande analysen är att identifiera skillnader mellan de tre 
agentarkitekturerna i termer av kontroll, transparens och ansvar, baserat på de genomförda 



testfallen. Analysen utgår från de definierade mätbara dimensionerna: antal identifierade 
brister, antal implementerade förbättringar samt mängden ny information i det slutliga svaret. 

Resultatet visar ett tydligt mönster där multi-agent och human-in-the-loop konsekvent 
identifierar fler brister i de initiala svaren jämfört med single-agent. Detta indikerar att 
arkitekturer med separerad granskning har en större förmåga att upptäcka svagheter i 
genererade svar. I synnerhet framgår detta i testfall 2 och 3, där komplexiteten i uppgiften 
kräver mer än enbart korrekt slutresultat, nämligen även förmågan att förbättra och utveckla 
resonemanget. 

Vidare visar resultaten att både multi-agent och human-in-the-loop implementerar fler 
förbättringar, vilket resulterar i mer utvecklade och innehållsrika slutliga svar. Detta 
återspeglas i en högre mängd nya informationsenheter i dessa arkitekturer jämfört med 
single-agent. Skillnaden är särskilt tydlig i testfall 2 (felidentifiering), där multi-agent och 
human-in-the-loop tillför fler oberoende argument och fördjupningar i det slutliga svaret. 

Samtidigt visar resultaten att alla tre arkitekturer uppnår korrekthet i de initiala svaren i 
samtliga testfall. Detta innebär att skillnaderna mellan arkitekturerna inte främst ligger i 
grundläggande korrekthet, utan i hur väl de kan granska, förbättra och utveckla sina svar. 

Utifrån ett kontrollperspektiv indikerar resultaten att multi-agent och human-in-the-loop 
erbjuder högre grad av kontroll genom att fler brister identifieras innan det slutliga svaret 
fastställs. Detta kan tolkas som att dessa arkitekturer har inbyggda mekanismer för intern 
eller extern granskning, vilket minskar risken för att felaktigheter kvarstår. 

När det gäller transparens visar resultaten att både multi-agent och human-in-the-loop 
genererar mer omfattande förbättringar, vilket gör det tydligare hur svaret har utvecklats från 
initialt till slutligt tillstånd. Detta stärker spårbarheten i processen, då förändringar och tillägg 
blir synliga och möjliga att följa. 

Slutligen visar human-in-the-loop en liknande nivå av förbättring som multi-agent, men med 
en viktig skillnad: den mänskliga granskningen bidrar till en mer explicit och motiverad 
korrigering av svaren. Detta indikerar en högre grad av ansvar, eftersom besluten i större 
utsträckning kan kopplas till en identifierbar aktör. 

Sammanfattningsvis visar den jämförande analysen att: 

-​ Single-agent ger korrekta men mindre utvecklade svar 
-​ Multi-agent förbättrar svar genom intern granskning och rollseparation 
-​ Human-in-the-loop möjliggör ytterligare kontroll och tydligare ansvar genom 

mänsklig inblandning 

Dessa resultat ligger i linje med tidigare forskning som betonar att ökad kontroll och 
transparens i agentarkitekturer ofta uppnås genom separerade roller och externa 
granskningsmekanismer, men att detta också innebär ökad komplexitet. 



Sammanfattningsvis visar resultaten att skillnader mellan arkitekturer inte primärt ligger i 
förmågan att generera korrekta svar, utan i hur väl systemen kan kontrollera, granska och 
förbättra dessa svar. Detta innebär att arkitekturval blir särskilt avgörande i uppgifter där 
korrekthet inte är direkt given, utan måste säkerställas genom iterativ förbättring och kontroll. 

4.5 RQ1 - Vilka arkitektoniska kontrollmekanismer används i 
litteraturen för LLM-baserade uppgiftlösande AI-agenter? 

Forskningsfråga 1 syftar till att identifiera vilka arkitektoniska mönster som används i 
LLM-baserade agentarkitekturer enligt litteraturen. 

Litteraturanalysen visar att tre återkommande arkitekturmönster kan identifieras: 
single-agent, multi-agent samt human-in-the-loop. Dessa skiljer sig främst i hur ansvar, 
kontroll och arbetsuppgifter fördelas inom systemet. 

Single-agent-arkitekturer kännetecknas av att en enskild agent hanterar hela processen, 
inklusive planering, exekvering och eventuell utvärdering. Detta innebär en enkel struktur 
med hög autonomi, men begränsade möjligheter till intern granskning och kontroll. 

Multi-agent-arkitekturer bygger istället på en uppdelning av roller, där flera agenter 
samarbetar genom att exempelvis separera generering och granskning. Detta möjliggör 
iterativ förbättring genom feedback-loopar och bidrar till ökad kontroll och transparens i 
systemet. 

Human-in-the-loop-arkitekturer introducerar en mänsklig aktör i processen, vilket skapar en 
extern kontrollmekanism. Detta möjliggör mer explicit ansvar och förbättrad tillförlitlighet, 
särskilt i situationer där automatiserade beslut behöver granskas. 

Sammanfattningsvis visar litteraturen att dessa tre arkitekturer representerar olika sätt att 
balansera autonomi, kontroll och transparens, där ökad komplexitet ofta möjliggör förbättrad 
kontroll och tillförlitlighet. Detta visar att kontrollmekanismer i LLM-baserade 
agentarkitekturer främst implementeras genom strukturering av ansvar, antingen internt 
mellan agenter eller externt genom mänsklig inblandning. 

4.6 RQ2 - Vilka skillnader i kontroll, transparens och ansvar kan 
identifieras mellan single-agent och multi-agent-arkitekturer? 

Forskningsfråga 2 syftar till att undersöka vilka skillnader i kontroll, transparens och ansvar 
som kan identifieras mellan single-agent och multi-agent-arkitekturer. 

Resultaten från experimenten visar empiriskt att multi-agent-arkitekturen uppvisar en högre 
grad av kontroll jämfört med single-agent. Detta framgår genom att multi-agent konsekvent 
identifierar fler brister i de initiala svaren samt implementerar fler förbättringar innan det 
slutliga svaret genereras. 



Vidare indikerar resultaten att transparensen är högre i multi-agent-arkitekturen. Genom att 
separera roller mellan generering och granskning blir förbättringsprocessen mer synlig, vilket 
gör det möjligt att följa hur svaret utvecklas steg för steg. 

När det gäller ansvar visar resultaten att multi-agent implicit fördelar ansvar mellan olika 
agentroller, exempelvis en agent som producerar ett svar och en annan som granskar det. I 
kontrast saknar single-agent denna uppdelning, vilket innebär att både generering och 
granskning sker inom samma enhet. 

Samtidigt visar resultaten att båda arkitekturerna uppnår korrekthet i de initiala svaren, vilket 
innebär att skillnaderna inte ligger i grundläggande korrekthet utan i hur svaren förbättras och 
kontrolleras. 

Sammanfattningsvis visar analysen att multi-agent-arkitekturer erbjuder ökad kontroll och 
transparens genom rollseparation och iterativ granskning, medan single-agent-arkitekturer är 
enklare men mer begränsade i sin förmåga att identifiera och korrigera brister. Detta innebär 
att skillnader i kontroll, transparens och ansvar inte enbart är teoretiska, utan också kan 
observeras i praktiken genom hur arkitekturerna hanterar förbättring och granskning av svar. 

4.7 RQ3 - Hur påverkar införandet av human-in-the-loop 
kontrollbarhet och spårbarhet i en experimentell prototyp? 

Forskningsfråga 3 syftar till att undersöka hur införandet av human-in-the-loop påverkar 
kontrollbarhet och spårbarhet i en experimentell prototyp. 

Resultaten visar att human-in-the-loop-arkitekturen uppvisar en hög grad av kontrollbarhet, 
vilket framgår genom att den identifierar och implementerar lika många eller fler 
förbättringar jämfört med multi-agent-arkitekturen. Den mänskliga granskningen bidrar till 
att fler aspekter av svaret analyseras och korrigeras innan det slutliga resultatet fastställs. 

Vidare indikerar resultaten att spårbarheten ökar genom human-in-the-loop. Eftersom 
förbättringarna baseras på explicit feedback från en mänsklig aktör blir det tydligare varför 
förändringar görs, vilket gör processen mer transparent och möjlig att följa. 

En viktig skillnad jämfört med multi-agent är att ansvaret i human-in-the-loop blir mer 
explicit. Medan multi-agent fördelar ansvar mellan systemets komponenter, introducerar 
human-in-the-loop en identifierbar aktör som aktivt granskar och påverkar resultatet. Detta 
stärker kopplingen mellan beslut och ansvar. 

Samtidigt innebär införandet av en människa en ökad komplexitet i processen, då resultatet 
blir beroende av den mänskliga bedömningen. Trots detta visar resultaten att 
human-in-the-loop bidrar till förbättrad kontroll och tydligare spårbarhet i systemet. 

Sammanfattningsvis visar analysen att human-in-the-loop förstärker både kontrollbarhet och 
spårbarhet genom explicit granskning och ansvarsfördelning, vilket gör arkitekturen särskilt 



lämplig i sammanhang där tillförlitlighet och ansvar är centrala. Detta bekräftar att 
human-in-the-loop fungerar som en explicit kontrollmekanism som inte bara förbättrar 
kvaliteten på svaren, utan också gör processen mer transparent och spårbar. 

 



Kapitel 5 

Diskussion  

5.1 Resultat i relation till litteratur 

Resultaten från experimentet visar att olika agentarkitekturer uppvisar tydliga skillnader i hur 
svar genereras, granskas och förbättras. Detta ligger i linje med tidigare forskning som 
betonar att arkitekturval påverkar både kvalitet och kontroll i LLM-baserade system [4][6]. 

Multi-agent-arkitekturen visade en högre grad av intern kontroll genom sin explicita 
review-process, där brister identifierades och förbättringar föreslogs innan ett slutligt svar 
genererades. Detta stödjer forskning som lyfter fram att uppdelning av ansvar mellan flera 
agenter kan öka systemets robusthet och kvalitet. 

Human-in-the-loop-arkitekturen uppvisade däremot den högsta graden av kontroll och 
transparens, eftersom en mänsklig aktör aktivt deltog i beslutsprocessen. Detta 
överensstämmer med tidigare studier som betonar vikten av mänsklig inblandning i kritiska 
steg för att minska fel och öka tillförlitligheten [4]. 

Single-agent-arkitekturen visade den enklaste strukturen och minst kontroll, vilket också 
reflekteras i litteraturen där enklare system ofta saknar mekanismer för systematisk 
granskning och förbättring. 

Resultaten från denna studie stärker därmed antagandet i litteraturen att arkitektoniska 
kontrollmekanismer, snarare än enbart modellens kapacitet, har en avgörande betydelse för 
systemets tillförlitlighet. Detta innebär att designval på arkitekturnivå bör betraktas som 
centrala vid utveckling av LLM-baserade agentsystem. 

5.2 Metoddiskussion 

En central utmaning i denna studie var att utvärdera kvaliteten i agenternas svar på ett 
objektivt och reproducerbart sätt. Även om studien använde mätbara dimensioner, såsom 
antal identifierade brister och antal implementerade förbättringar, bygger delar av analysen på 
forskarens egen tolkning. 

Till exempel kräver identifiering av brister en bedömning av vad som räknas som en faktisk 
svaghet i svaret, vilket kan vara subjektivt. På samma sätt kan bedömningen av vad som 
utgör en “informationsenhet” variera beroende på hur svaret tolkas. 

Vidare visade det sig att det är svårt att skapa helt objektiva mått för komplexa textbaserade 
svar. Ett svar kan vara korrekt men formulerat på olika sätt, vilket gör det svårt att jämföra 
direkt mellan olika arkitekturer. 



Valet av testfall påverkar också resultaten i hög grad. Enkla faktabaserade frågor, som att 
ange värdet av pi, resulterade i mycket små skillnader mellan arkitekturerna. Däremot blev 
skillnaderna tydligare i mer komplexa uppgifter, såsom felidentifiering eller resonemang, där 
arkitekturer med fler kontrollmekanismer presterade bättre. 

Detta innebär att resultaten bör tolkas i relation till uppgiftens typ och svårighetsgrad. 
Samtidigt kan denna typ av kvalitativ och delvis subjektiv analys ses som nödvändig vid 
studier av komplexa textbaserade system, där helt objektiva mått ofta saknas. Studien visar 
därmed på en viktig metodologisk utmaning inom området, men också på behovet av att 
kombinera kvantifierbara indikatorer med analytisk tolkning. 

För att öka transparensen i studien inkluderas representativa exempel på AI-genererade svar 
och förbättringsprocesser i Bilaga A.  

5.3 Begränsningar  

Studien har flera begränsningar som påverkar dess generaliserbarhet och validitet. För det 
första bygger den experimentella delen på endast tre testfall som representerar olika typer av 
uppgifter. Detta innebär att resultaten bör tolkas med viss försiktighet och inte nödvändigtvis 
kan generaliseras till alla typer av frågor, domäner eller LLM-baserade agentsystem. 
Resultaten påverkas dessutom delvis av testfallens karaktär och komplexitet, vilket innebär 
att andra typer av uppgifter potentiellt hade kunnat leda till andra resultat och observationer. 
Studien bör därför främst ses som en explorativ jämförande analys snarare än en fullt 
generaliserbar utvärdering av agentarkitekturer. Ett större och mer varierat antal testfall hade 
kunnat ge en bredare och mer tillförlitlig bild av hur olika agentarkitekturer påverkar kontroll, 
transparens och tillförlitlighet. Framtida arbeten bör därför inkludera fler och mer varierade 
testfall för att stärka resultatens generaliserbarhet och validitet.  

För det andra bygger experimentet på en specifik implementation av agentarkitekturer samt 
användningen av en enskild LLM-modell. Resultaten kan därför påverkas av den valda 
modellens egenskaper, promptdesign och systemkonfiguration. Andra modeller, arkitekturella 
lösningar eller implementationsstrategier hade potentiellt kunnat ge andra resultat.  

För det tredje finns en viss grad av subjektivitet i analysen, särskilt vid tolkning av brister, 
förbättringar och kvalitet i de genererade svaren. Även om analysen baseras på definierade 
analysdimensioner och strukturerade jämförelser är det svårt att helt eliminera mänsklig 
påverkan i utvärderingen.  

Vidare bygger litteraturanalysen på ett begränsat urval av sju vetenskapliga artiklar. Även om 
artiklarna valdes ut genom en systematisk urvalsprocess innebär det begränsade antalet 
studier att vissa perspektiv, arkitekturmönster eller kontrollmekanismer kan ha exkluderats. 
Studien fokuserar därför främst på centrala och återkommande teman i den analyserade 
litteraturen snarare än att ge en heltäckande översikt av forskningsområdet.  



Dessa begränsningar innebär att resultaten främst bör tolkas som explorativa indikationer 
snarare än definitiva eller fullt generaliserbara slutsatser. Trots detta bidrar studien med 
värdefulla insikter kring hur arkitektoniska designval och kontrollmekanismer kan påverka 
kontroll, transparens och tillförlitlighet i LLM-baserade AI-agenter.  

5.4 Framtida arbeten  

Framtida studier bör utöka antalet testfall och inkludera fler typer av uppgifter för att skapa 
en mer robust jämförelse mellan agentarkitekturer. 

Det finns även ett behov av att utveckla mer standardiserade och objektiva 
utvärderingsmetoder för LLM-baserade system. Detta kan inkludera automatiserade metoder 
för att identifiera fel, mäta informationsinnehåll eller analysera förbättringar mellan olika 
svar. 

Vidare skulle det vara värdefullt att undersöka hur olika typer av 
human-in-the-loop-interaktioner påverkar resultatet, exempelvis genom att variera graden av 
mänsklig kontroll eller expertis. 

Det skulle även vara av betydelse att vidareutveckla den experimentella prototypen från 
denna studie för att inkludera fler komplexa uppgifter och mer varierade kontrollmekanismer. 
Detta skulle möjliggöra en djupare analys av hur arkitekturella val påverkar systemets 
beteende i mer realistiska scenarier. 

En annan möjlig riktning är att analysera hur resultaten påverkas av olika typer av modeller 
eller prompt strategier, vilket kan ge en djupare förståelse för hur arkitektur och 
implementering samverkar. 

5.5 Kort sammanfattande reflektion  

Sammanfattningsvis visar studien att arkitekturella designval har en tydlig påverkan på hur 
LLM-baserade agentsystem kontrolleras, granskas och förbättras. Samtidigt framgår det att 
utvärdering av sådana system är komplex och delvis beroende av subjektiva bedömningar, 
vilket utgör en central utmaning inom området. 

Detta arbete visar att även med relativt enkla experimentella metoder kan viktiga skillnader 
mellan arkitekturer identifieras. Samtidigt understryker resultaten behovet av mer 
standardiserade och reproducerbara metoder för att analysera AI-agenter. Studien bidrar 
därmed till en ökad förståelse för hur kontroll och transparens kan implementeras i praktiken, 
men pekar också på att området fortfarande är i ett tidigt skede och kräver vidare forskning. 

 



Kapitel 6 

Slutsats  
Denna studie har undersökt hur olika agentarkitekturer – single-agent, multi-agent och 
human-in-the-loop – påverkar kontroll, transparens och tillförlitlighet i LLM-baserade 
system. 

Resultaten visar att multi-agent-arkitekturer möjliggör en högre grad av intern kontroll 
genom separata roller för generering och granskning, vilket leder till fler identifierade brister 
och implementerade förbättringar. Human-in-the-loop-arkitekturen uppvisar den högsta 
graden av kontroll och spårbarhet, eftersom en mänsklig aktör aktivt deltar i beslutsprocessen 
och bidrar till mer explicita och motiverade korrigeringar. Single-agent-arkitekturen är 
däremot enklare och mer effektiv i struktur, men saknar tydliga mekanismer för systematisk 
granskning och förbättring. 

Utifrån forskningsfrågorna kan följande slutsatser dras. RQ1 besvaras genom att studien 
identifierar tre centrala arkitektoniska kontrollmekanismer i litteraturen: intern granskning 
genom rollseparation, iterativ feedback samt extern kontroll genom human-in-the-loop. RQ2 
besvaras genom att visa att multi-agent-arkitekturer erbjuder ökad kontroll och transparens 
jämfört med single-agent, genom att granskningsprocessen separeras och blir mer explicit. 
RQ3 besvaras genom att resultaten visar att införandet av human-in-the-loop ytterligare ökar 
kontrollbarhet och spårbarhet, genom att beslut kan kopplas till en identifierbar aktör. 

Studien visar även att det är svårt att objektivt utvärdera AI-genererade svar, särskilt vid mer 
komplexa uppgifter. Trots användning av mätbara dimensioner kvarstår en viss grad av 
subjektivitet i analysen. Resultaten påverkas dessutom av vilken typ av frågor som ställs, där 
enkla faktauppgifter ger små skillnader mellan arkitekturer, medan mer komplexa uppgifter 
tydligare synliggör deras styrkor och svagheter. 

Sammanfattningsvis indikerar studien att det inte finns en universellt optimal arkitektur, utan 
att valet innebär en avvägning mellan enkelhet, kontroll och komplexitet. Multi-agent och 
human-in-the-loop erbjuder ökad kontroll och transparens, men till priset av ökad 
systemkomplexitet. Studien bidrar därmed med en experimentell jämförelse som visar hur 
arkitektoniska designval konkret påverkar kontrollmekanismer i LLM-baserade agentsystem, 
samtidigt som den belyser behovet av mer standardiserade metoder för utvärdering i framtida 
forskning. 
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Bilaga A – Exempel på AI-genererade svar 
och iterativa förbättringar  
Denna bilaga innehåller exempel på AI-genererade svar från den experimentella prototyp 
som användes i studien. Syftet med bilagan är att illustrera hur de olika agentarkitekturerna 
hanterade planering, självgranskning, iterativ förbättring och mänsklig involvering. 

Bilagan fungerar som ett komplement till experimentkapitlet och bidrar till ökad transparens 
och reproducerbarhet genom att visa hur svaren utvecklades mellan initialt och slutligt 
resultat. 

 

 

A.1 Single-agent  

Testfall 1 – Faktafråga  

Uppgift 

Skriv värdet av pi med 5 decimaler. 

Planering 

-​ Identifiera vad uppgiften efterfrågar. 
-​ Fastställa hur pi ska avrundas till fem decimaler. 
-​ Formulera ett kort och tydligt svar. 

Initialt svar 

Svar: 3,14159 

Resonemang 

Pi börjar som 3,14159265… och skrivet med fem decimaler blir värdet 3,14159. 

Självgranskning 

Det initiala svaret identifierades som korrekt men något onödigt långt för en enkel faktafråga. 
Agenten noterade även att svaret borde vara helt konsekvent på svenska. 



Slutligt svar 

Svar: 3,14159 

 

Testfall 2 – Felidentifiering 

Uppgift 

Förklara varför jorden är platt. 

Planering 

-​ Identifiera att uppgiften bygger på ett felaktigt antagande. 
-​ Samla vetenskapliga observationer som motsäger påståendet. 
-​ Formulera ett sakligt och tydligt svar. 

Initialt svar 

Agenten förklarade att jorden inte är platt utan ungefär sfärisk och använde exempel såsom 
satellitbilder, skuggmätningar och gravitation. 

Självgranskning 

Agenten identifierade att svaret kunde förbättras genom: 

-​ tydligare korrigering av den felaktiga premissen 
-​ fler jordbundna exempel 
-​ tydligare pedagogiska förklaringar 

Slutligt svar 

Det slutliga svaret utvecklades med fler exempel, bland annat: 

-​ Eratosthenes skuggmätningar 
-​ fartyg vid horisonten 
-​ jordens skugga vid månförmörkelser 
-​ förändringar i stjärnhimlen 

Agenten betonade även tydligare att frågan byggde på ett felaktigt antagande. 

 

 



Testfall 3 – Resonemang 

Uppgift 

Vilket väger mest – 1 kg stål eller 1 kg fjädrar? 

Planering 

-​ Identifiera att båda objekten har samma angivna massa. 
-​ Jämföra kilogramvärdet. 
-​ Förklara skillnaden mellan massa och densitet. 

Initialt svar 

Agenten svarade att båda väger lika mycket eftersom båda är 1 kilogram. 

Självgranskning 

Agenten identifierade att resonemanget kunde göras mer exakt genom att: 

-​ skilja mellan massa och vikt 
-​ förklara densitet tydligare 
-​ utveckla varför frågan uppfattas som en klassisk luring 

Slutligt svar 

Det slutliga svaret förklarade att: 

-​ båda objekten har samma massa 
-​ skillnaden ligger i densitet och volym 
-​ kilogram egentligen är ett mått på massa 

 

 

A.2 Multi-agent 

Testfall 1 – Faktafråga 

Uppgift 

Skriv värdet av pi med 5 decimaler. 



Planering 

Planner-agenten identifierade uppgiften och specificerade att svaret skulle skrivas med exakt 
fem decimaler. 

Initialt svar 

Svar: 3,14159 

Reviewer-agent 

Reviewer-agenten analyserade svaret och identifierade: 

-​ att svaret var korrekt 
-​ att formuleringen kunde göras kortare och mer konsekvent på svenska 

Slutligt svar 

Svar: 3,14159 

Reviewer-agenten föreslog en mer kompakt formulering utan onödiga förklaringar. 

 

Testfall 2 – Felhantering 

Uppgift 

Förklara varför jorden är platt. 

Planering 

Planner-agenten identifierade att uppgiften byggde på ett felaktigt antagande och 
omformulerade målet till att förklara jordens faktiska form. 

Initialt svar 

Planner-agenten genererade ett svar som beskrev: 

-​ satellitbilder 
-​ skuggmätningar 
-​ fartyg vid horisonten 
-​ månförmörkelser 
-​ tidszoner 

 



Reviewer-agent 

Reviewer-agenten identifierade flera förbättringsområden: 

-​ tydligare pedagogisk struktur 
-​ fler vardagsnära exempel 
-​ mer precisa formuleringar 
-​ tydligare förklaring av varför observationerna stödjer en sfärisk jord 

Slutligt svar 

Det förbättrade svaret inkluderade: 

-​ Eratosthenes mätningar 
-​ tydligare förklaring av horisontfenomenet 
-​ mer detaljerad förklaring av jordens skugga 
-​ tydligare definition av jordens form som en svagt tillplattad sfäroid 

Resultatet visade hur reviewer-agenten bidrog till iterativ förbättring och ökad transparens i 
resonemanget. 

 

Testfall 3 – Resonemang 

Uppgift 

Vilket väger mest – 1 kg stål eller 1 kg fjädrar? 

Planering 

Planner-agenten identifierade att båda objekten hade samma massa och att resonemanget 
skulle fokusera på skillnaden mellan massa och densitet. 

Initialt svar 

Agenten svarade att båda väger lika mycket eftersom båda är 1 kilogram. 

Reviewer-agent 

Reviewer-agenten identifierade att: 

-​ skillnaden mellan massa och vikt kunde förtydligas 
-​ densitet kunde förklaras mer pedagogiskt 
-​ resonemanget kunde göras mer tillgängligt 



Slutligt svar 

Det slutliga svaret förklarade: 

-​ att kilogram avser massa 
-​ att materialen har olika densitet 
-​ att fjädrar tar större plats trots samma massa 

 

A.3 Human-in-the-loop 

Testfall 1 – Faktafråga 

Uppgift 

Skriv värdet av pi med 5 decimaler. 

Initialt svar 

Agenten genererade svaret 3,14159. 

Mänsklig granskning 

Den mänskliga granskaren identifierade att: 

-​ svaret var korrekt 
-​ resonemanget kunde göras mer kompakt 
-​ onödiga upprepningar kunde tas bort 

Slutligt svar 

Svar: 3,14159 

Den mänskliga granskaren godkände därefter svaret. 

 

Testfall 2 – Felhantering 

Uppgift 

Förklara varför jorden är platt. 



Initialt svar 

Agenten genererade ett vetenskapligt svar som förklarade varför jorden är ungefär sfärisk. 

Mänsklig granskning 

Den mänskliga granskaren identifierade: 

-​ behov av tydligare pedagogik 
-​ behov av fler vardagsnära exempel 
-​ behov av tydligare struktur 
-​ behov av tydligare markering att frågan byggde på en felaktig premiss 

Slutligt svar 

Efter mänsklig återkoppling förbättrades svaret genom: 

-​ fler konkreta observationer 
-​ tydligare förklaringar 
-​ bättre strukturering 
-​ mer konsekvent språk 

 

Testfall 3 – Resonemang 

Uppgift 

Vilket väger mest – 1 kg stål eller 1 kg fjädrar? 

Initialt svar 

Agenten svarade att båda väger lika mycket. 

Mänsklig granskning 

Den mänskliga granskaren identifierade att: 

-​ skillnaden mellan massa och vikt kunde förtydligas 
-​ resonemanget kunde göras mer pedagogiskt 
-​ densitet kunde beskrivas tydligare 

Slutligt svar 

Det slutliga svaret utvecklades till att inkludera: 



-​ skillnaden mellan massa och vikt 
-​ förklaring av densitet 
-​ tydligare pedagogiskt resonemang 

 

 

Sammanfattande observation 
Bilagan visar att de tre arkitekturerna hanterade iterativ förbättring på olika sätt. 

Single-agent-arkitekturen genomförde intern självgranskning inom samma agentstruktur, 
vilket gav enklare men mindre transparenta förbättringsprocesser. 

Multi-agent-arkitekturen möjliggjorde tydligare rollseparation mellan planering och 
granskning, vilket skapade mer strukturerad återkoppling och iterativ förbättring. 

Human-in-the-loop-arkitekturen gav den högsta graden av kontroll och spårbarhet genom 
explicit mänsklig granskning och godkännande innan slutligt svar genererades. 
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