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Populärvetenskaplig sammanfattning  
 

Med hjälp av tillgång till offentlig data och statistiska metoder har arbetet resulterat i ett 

verktyg för att uppskatta den årliga ekonomiska indikatorn bruttoregionalprodukten (BRP). 

Genom att använda sig av vårt verktyg behöver exempelvis politiker inte längre vänta ett år 

på första publiceringen av BRP räkenskaperna mätt i kronor, vilket tills nu har varit ett 

problem. Tack vare vårt arbete tillhandages en uppskattning av BRP inom sex månader 

med en felmarginal på ungefär fem procent för de flesta länen, vilket kan gynna samhället 

genom att påskynda analyser, politiska beslut samt diskussioner på nationell och regional 

nivå.  

 

Sammanfattning 
 

Arbetet har utforskat möjligheten och precisionen av BRP-prediktion för tre statistiska 

metoder; linjär regression, regressionsträd och modellträd. För modellutvärdering har 

testfelsskattning erhållen genom korsvalidering och en jämförelse mot Statistiska 

Centralbyråns (SCB) prognos av BRP används. Resultatet visar att regressionsträd inte 

lämpar sig för BRP-prediktion, medan de andra två lyckas med rimlig felmarginal. 

Procentuell avvikelse för metoden som ligger närmast SCB:s prognos har 0,3 i genomsnitt 

och standardavvikelse 3,0.  

 

Abstract 
 

Title: Prediction of Gross Regional Domestic Product  

 

This paper has explored the possibility and precision of Gross Regional Domestic Product 

(GRDP) prediction for the three statistical methods; linear regression, regression trees and 

model trees. For model evaluation an estimate of test error obtained by cross validation and 

a comparison to Statistics Sweden´s (SCB) forecast of GRDP is used. The results show that 

regression tree is not suitable for GRDP-prediction, while the other two succeed with 

reasonable margin of error. The method with least margin of error, measured as percentage 

deviation from SCB´s forecast has an average of 0.3 and standard deviation 3.0. 
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Inledning 
 

Bruttonationalprodukten (BNP) är ett mått på den ekonomiska aktiviteten inom nationen 

och definieras som total konsumtion av varor och tjänster. Statistiska centralbyrån (SCB) 

rapporterar BNP kvartalsvis 60 dagar från referensperioden. 

 

Bruttoregionalprodukten (BRP) är motsvarigheten till BNP fast på regional nivå. Den 

officiella rapporteringen av BRP sker inte lika frekvent utan med 24 månaders fördröjning 

från referensperioden.  

 

Inom samhällsdiskussioner, makroanalyser och för utvärdering av politiska insatser är BNP 

och BRP viktiga mått, dessa används ständigt inom både den offentliga sektorn och 

näringslivet för beslutsfattande. Tillgång till aktuell information både underlättar korrekta 

beslut och påskyndar processen.     

 

SCB publicerade 2014 för första gången en prognos av BRP, det skedde tolv månader efter 

referensåret och leder till frågeställningen om tidsgapet går att minska ytterligare. 

 

Problemformulering 
  

Prognosen av BRP dröjer tolv månader vilket försvårar analyser, politiska beslut och 

diskussioner på nationell och regional nivå.  

 

Syfte 
  

Uppsatsens syfte är att minska tidsgapet mellan prognos och officiell BRP utifrån dagens 

tillgängliga information. 
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Avgränsningar och begränsningar 
 

På grund av uppsatsens tidsomfattning har datainsamlingsprocessen avgränsats till 17 april 

2015. En annan aspekt som har begränsat data är tillgången, SCB erbjuder regionala 

korttidsindikationer vilka vi tror skulle vara gynnsama för arbetets syfte. Dessa indikationer 

är bara tillgängliga mot en kostnad och av denna anledning har vi inte använt oss av dem. 

Förlusten ser vi inte som avgörande, då vi har samlat in ett flertal andra variabler på mikro- 

och makronivå som vi tror bör vara tillräckliga för att prediktera BRP. 

 

I tidigt skede av datainsamlingsprocessen upptäckte vi att tillgången till användbar data var 

begränsad i och med att beräkningarna av BRP har gjorts med olika regelverk. SCB 

tillhandahåller uppgifter om BRP mellan åren 1993-2013, vårt arbete är avgränsat med data 

från åren 2001-2012 då regelverken skiljer sig åt markant. Fler observationer hade 

förmodligen förbättrat våra modeller och möjliggjort att fånga upp större delen av 

variationen. Ett sätt att öka antalet observationer hade varit att konvertera det gamla 

regelverket till det nya, men vi insåg i ett tidigt skede att det inte var ett alternativ, det var 

alldeles för tidskrävande.  

 

Under arbetets gång har vi pratat med tidigare forskare inom regionalvetenskap och fått 

intrycket att det finns ett intresse för prognoser av BRP och att de är av betydelse. SCB har 

minskat tiden mellan rapporteringen av BRP från tre till två år och för första gången släppt 

en prognos. Om detta beror på påtryckningar utifrån eller eget initiativ kan vi inte svara på. 

Ur ett forskningsperspektiv hade det varit intressant att kunna jämföra sina egna resultat 

med tidigare arbeten, men vi har inte funnit några tidigare studier som behandlat prediktion 

av BRP.  Av denna anledning har en jämförelse av våra resultat mot en extern källa blivit 

begränsat till SCB:s prognos som endast är tillgänglig för ett år.  

 

Med anledning av tidsaspekten har vi avgränsat antalet metoder till främst de vi har 

kännedom om sedan tidigare med tillägg av en ny. Av de metoderna det här arbetet berör så 

har vi främst fokuserat på den nya. 

 

Storleken på BRP ett år beror på vad storleken var föregående år och det är tydligt att 

observationerna har ett tidsberoende. Vi kommer inte använda oss av ett tidsindex eller 

liknande för att ta hänsyn till det. Vår metod går istället ut på att hitta samband mellan 

förklaringsvariabler och BRP som gäller oavsett tidpunkt. De förklaringsvariabler som 

varierar med tiden kommer därmed indirekt modellera responsvariabelns tidsberoende.  

 

För arbetets syfte hade det varit intressant att skatta BRP för 2014 då det inte finns någon 

prognos för det året ännu. På grund av att våra modeller bygger på data som väntas 

publiceras i juni så har en skattning inte varit möjlig. 

 

 

  



4 

 

National- och regionalräkenskaperna 
 

Som ett led i motiveringen till valet av förklaringsvariabler kommer vi i den här delen av 

arbetet ge en kortare förklaring av beräkningen av BNP. 

 

För beräkning av BNP finns det tre olika metoder: 

 

Produktionsmetoden - med denna metod är BNP det samlade förädlingsvärdet
1
. 

Inkomstmetoden - BNP är lika med summa av alla primära inkomster. 

Utgiftsmetoden - BNP är summan av alla utgifter för slutlig användning. 

 

Samtliga metoder resulterar i den samlade produktionen av varor och tjänster för slutgiltig 

användning, det vill säga BNP.  Anledningen till att det finns olika metoder som ger samma 

resultat är exempelvis bristfällig och fördröjd statistik [1]. 

 

För beräkning av BNP används BNP-identiteten: 

 

                    
 

   Privat konsumtion 

   Investeringar 

    Lagerinvesteringar 

   Offentliga utgifter för konsumtion och investeringar 

    Nettoexport 

 

Som vi nämnde i inledningen så är BRP motsvarigheten till BNP, fast på regionalnivå. BRP 

kan definieras som den samlade produktionen av varor och tjänster för slutgiltig 

användning inom en specifik region.  

 

  

                                                
1
 Förädlingsvärde består av företagens unika värdeökande produktion.  
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Data 

 

Utifrån BNP-identiteten och vår egen uppfattning samt tidigare förkunskaper inom 

ekonomi har vi samlat in data främst på regional nivå som kan tänkas prognostisera BRP.  

 

Datamaterialet består av 252 observationer från samtliga 21 län under tolv år. En del av 

variablerna är mätta på nationalnivå (markerade med *) och gemensamma för samtliga län 

under ett år.  

 

Då uppsatsens huvudsyfte är att minimera tidsgapet mellan de officiella BRP-siffrorna och 

en prognos så har vi främst använt oss av data som är tillgängligt inom sex månader från 

referensåret. Större delen av uppgifterna finns redan inom tre månader men det kan variera 

beroende på informationskälla och från år till år. De variabler vi använt oss av finns 

sammanfattat i tabell 1.  

 
Tabell 1. Variabelsammanfattning. 

Variabelförklaring Variabelnamn     Informationskälla 

Total BRP i löpande priser  brp.lopande SCB 

Antal nystartade företag tot.nystart Bolagsverket 

TCW index - kronans styrka mot en korg av andra variabler TCW.Index* Riksbanken 

OMX30 stängningskurs för referensåret svenskindex* Riksbanken 

Genomsnittlig reporänta under året reporanta* Riksbanken 

Antal öppet arbetslösa oppet.arbetslosa Arbetsförmedlingen 

Offentlig konsumtion i kronor för referensåret offentlig.kons* SCB 

Antalet nyanmälda platser hos arbetsförmedlingen nyanmaldaplatser Arbetsförmedlingen 

Medianinkomst i kronor för referensåret Medianinkomst Ekonomifakta 

Inflation för referensåret Inflation* Riksbanken 

Hushållens konsumtion i kronor hushallens.kons* SCB 

Antal personer mellan 16-64år folkmangd.arbetsfor SCB 

Antal personer  folkmangd SCB 

Antal nybyggda lägenheter fardig.lgh.nybygg SCB 

Antal personer med ekonomiskt stöd Ekonomiskt.bist Socialstyrelsen 

Antal utfärdade bygglov bygglov.nybyggnad SCB 

Bruttoinvesteringar i kronor brutto.invester* SCB 

Antal anmälda brott Antal.brott BRÅ 

Andel av folkmängd med högskoleutbildning Andel.hogskoleutbildade Ekonomifakta 
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Datainsamlingsbias  
 

Alan Bryman [2] nämner olika orsaker av bias som kan uppstå vid kvantitativ 

forskning, bland annat: 

 

- Datainsamlingsfel 

- Bearbetningsfel vid hantering av datamaterial  

 

Det data arbetet bygger på är inte insamlat av oss och därmed kan vi inte påverka det 

primära datainsamlingsfelet. Vi har i den mån det gått använt oss av originalkällan för att 

kontrollera uppgifterna när vi har ansett att datauppgifterna varit tveksamma. Genom att 

främst använda oss av statliga myndigheter såsom SCB, socialstyrelsen och 

arbetsförmedlingen som källor anser vi att datainsamlingsfelet är minimalt och att 

datamaterialet håller både hög trovärdighet och reliabilitet.  

 

Under datainsamlingsprocessen blev vi tvungna att sammanställa all data i ett dokument 

eftersom allting inte fanns tillgängligt under en och samma informationskälla. Det innebar 

att vi fick klippa och klistra mellan ett tjugotal olika dokument. Genom att alltid utföra 

detta tillsammans har vi minskat risken bearbetningsfel. För en del data programmerades 

även funktioner för omformatering och infogning i det samlade dokumentet för att minska 

risken för fel.  
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Deskriptiv statistik  

 

Avsnittet inleds med en presentation av BRP:s fördelning. Därefter undersöks variablernas 

korrelation och vi konstaterar att folkmängd är en confounder. Vid undersökning av länsvis 

fördelning av BRP och BRP per capita ser vi att det senare är ett bättre alternativ till 

responsvariabel. Slutligen presenteras ett sammanfattande mått på BRP:s årliga variation.  

 

BRP  
 

Vi har 252 observationer av BRP och fördelningen presenteras i figur 1.  
 

 
Figur 1. Histogram av BRP (Mkr).  

 

I figur 1 ser vi att fördelningen av BRP är kraftigt skev till höger. Det är få observerade 

värden över 200000.  
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Korrelation 
 

Vi vet att BRP ökar med folkmängd och misstänker att även ett flertal av 

förklaringsvariablerna gör det. För att undersöka effekten av folkmängd som confounding 

variabel tittar vi på två korrelationskartor, en med oförändrade variabler och en där samtliga 

variabler som misstänks påverkas av folkmängd uttrycks per capita.  

 

 

 
Figur 2. Korrelationskartor. Till vänster är karta för variabler uttryckta i nominellt belopp och till höger 

uttryckts en del av variablerna istället per capita. 

 

Till vänster i figur 2 kan vi se att många variabler är högt korrelerade och flertalet är nära 

ett. I höger del av figur 2 är de förklaringsvariabler som misstänks påverkas av folkmängd 

uttryckta per capita, medan responsvariabeln finns med som både BRP och BRP per capita. 

Vi ser att korrelationen mellan många av variablerna har minskat vilket ger stöd för 

misstanken om folkmängd som confounding variabel. De variabler som påverkas av 

folkmängd kommer i modellbyggandet vara uttryckta per capita. Åtgärden eliminerar dock 

inte all korrelation mellan variablerna vilket vi återkommer i metoddelen.  

 

 

BRP per capita är högst positivt korrelerad med medianinkomst (0,86), totalt antal 

nystartade företag per capita (0,78) och nyanmälda platser på arbetsförmedlingen per capita 

(0,67). BRP per capita är högst negativt korrelerad med reporäntan (-0,30), medelålder      

(-0,29) samt öppet arbetslösa per capita(-0,28).  
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Länens folkmängd varierar mycket och det finns ett starkt samband mellan folkmängd och 

BRP. Sammantaget innebär det stor variation av länens BRP, där framförallt 

storstadsregionerna Skåne, Stockholm och Västra Götaland avviker från resten av länen. 

Eftersom vi bygger en modell för samtliga län kan det vara ett problem. Detta bör till  

största del lösas genom att använda sig av BRP per capita som responsvariabel. Nedan 

visas en figur som jämför fördelningen av BRP och BRP per capita mellan länen.  

 

 
 
 
Figur 3. Responsvariabeln som BRP och BRP per capita.  
 

I figur 3 ser vi att BRP per capita är mer jämt fördelat mellan länen än  

BRP. Därmed bör även länens inflytande på modellerna vara mer jämt fördelat. I och med 

att enskilda extrema län får mindre inflytande på modellerna bör prediktionsförmågan bli 

bättre överlag då BRP per capita används som responsvariabel.  
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För utvärdering av modellernas prediktionsförmåga anser vi att det är bra om 

prediktionsfelet kan sättas i relation till responsvariabelns variation. För att få en 

uppfattning om det studerade vi årlig procentuell volymförändring av BRP för åren 2001-

2012, vilket summeras i tabellen nedan. 
 
 

  
 

    

Län Min Max Medel Län Min Max Medel 

Stockholm 0,2 5,7 3,0 V. Götaland -7,4 6,4 2,1 

Uppsala -5,3 8,8 2,2 Värmland -11,4 9,1 1,0 

Södermanland -12,8 14,4 2,0 Örebro -5,3 7,1 2,0 

Östergötland -2,4 5,6 1,9 Västmanland -8,3 8,2 0,8 

Jönköping -11,9 7,7 1,1 Dalarna -8,7 5,5 0,9 

Kronoberg -11,5 12,1 1,7 Gävleborg -9,4 6,8 0,6 

Kalmar -11,9 8,0 0,5 Västernorrland -2,5 5,0 1,0 

Gotland -4,8 6,0 0,8 Jämtland -8,1 13,0 1,1 

Blekinge -9,1 8,3 0,7 Västerbotten -5,9 6,9 1,8 

Skåne -5,9 8,9 1,8 Norrbotten -15,2 17,4 1,0 

Halland -8,2 8,7 2,2         
 

I tabell 2 ser vi att Stockholm har störst genomsnittlig årlig procentuell volymförändring av 

BRP på tre procent. Förutom Stockholm har endast fyra län ett medelvärde över två 

procent. Störst positiv procentuell volymförändring hittar vi för Norrbotten, följt av 

Södermanland, Jämtland och Kronoberg. Norrbotten och Södermanland har relativt stora 

negativa värden. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

Tabell 2. Sammanfattning av årlig procentuell volymförändring av BRP. 
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Metod 

 

Avsnittet inleds med presentation av och motivering till valda prediktionsmetoder. Därefter 

följer en sammanfattning av den matematiska teori som metoderna bygger på och en 

genomgång av deras algoritmer. Slutligen följer en genomgång av korsvalidering och övrig 

metod vi använder oss av för utvärdering och jämförelse av modellernas 

prediktionsförmåga.  

 

Modeller 
 

Vi kommer göra prediktionsmodeller som modellerar responsvariabeln   som funktion av 

en vektor förklaringsvariabler   vilket kan formuleras som:  

 

   ( )     

 

där   är en slumpterm som i samtliga prediktionsmodeller antas vara oberoende och 

likafördelade. 

 

Som metod för prediktion har vi i första hand valt modellträd. Intuitivt kan metoden ses 

som att den rör sig på en skala mellan två extremfall, där det ena är regressionsträd, det 

andra modellträd och fallen däremellan en kombination av båda. Algoritmen M5’ som vi 

valt för att konstruera modellträdet gör en ansats att hitta det modellträd som ger bäst 

prediktionsförmåga. Antag att algoritmen gör det på ett bra sätt, vilket skulle vara att skatta 

den bästa möjliga modellen för det “sanna” sambandet mellan en responsvariabel och ett 

antal förklaringsvariabler. Då kan vi använda ett skattat modellträd som en indikator på 

vilken av de två metoderna linjär regression och regressionsträd som fungerar bäst på ett 

visst data. Därför har vi valt linjär regression och regressionsträd som komplement till 

modellträdet.  

 

Linjär regression  
 

Linjär regression är en parametrisk modell som antar ett linjärt samband mellan en 

responsvariabel   och en vektor av      förklaringsvariabler   (          ). Det är en 

vanlig statistisk metod som beskrivs i många böcker, bland annat i Introduction to 

statistical learning [3]. Sambandet kan formuleras som: 
 

 ( )                   

 

Där    är modellens intercept och         är lutningsparametrar till förklaringsvariablerna 
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Det finns ett flertal sätt att skatta parametrarna där det vanligaste är minsta kvadratmetoden 

[4], vilket vi kommer att använda oss av. Metoden väljer de parametrar som minimerar 

residualkvadratsumman:  

 

   ( ̂)  ∑(   ( ̂   ̂            ̂    )
 

 

   

 

 

Där  ̂  ( ̂   ̂     ̂ ) är den skattade parametervektorn,    är värdet för observation   

och   är antalet observationer.  

 

Regressionsträd 
 
Träd är ett namn på en datastruktur och ett sätt att representera en statistisk modell. Träd 

organiserar en mängd element i en hierarkisk struktur av noder som kopplas samman av 

grenar. Om noderna i trädet skapats vid olika tidpunkter kan hierarkin exempelvis vara 

tidsordning. Den första tidpunkten är då högst i hierarkin och noderna ordnas från den 

första till den senaste.  

 

Den första noden i ett träd kallas rot och innehåller de element som ligger högst i hierarkin. 

En nod som ligger direkt under en annan nod kallas för den ovanstående nodens barn och 

den ovanstående noden kallas för den nedanstående nodens förälder.  Rotens barn ligger 

alltså näst högst i hierarkin medan rotens barns barn ligger på tredje plats i hierarkin och så 

vidare. En nods anfäder är de noder som är föregångare till och ligger över noden. En nods 

avkommor är alla de noder som kommer efter och ligger under en nod. Ett delträd är 

mängden av en nod tillsammans med dess avkommor. Noderna längst ner i trädet har inga 

barn och kallas löv.  

 

Figur 4. Författarnas illustration av ett regressionsträd. 

 

I figur 4 ser vi ett exempel på en grafisk representation av ett träd. Trädet har fem 

numrerade noder. Nod 1 är roten och har två barn, 2 och 3. På motsvarande sätt är 1 

förälder till 2 och 3. Nod 4 och 5 har inga barn och är därmed trädets löv. Nod 2, 4 och 5 

utgör ett delträd, där 2 är delträdets rot.  
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Regressionsträd bygger på att datamaterialet delas i homogena grupper med avseende på 

responsvariabeln med hjälp av förklaringsvariablerna. Antag en uppdelning av en mängd 

observationer i            disjunkta delmängder, vilka kallas noder. Regressionsträd 

modellerar responsvariabeln som en konstant    i varje nod. Vilket formuleras som: 

 

 ( )  ∑    (    )

 

   

 

 

där   är en vektor av förklaringsvariabler och   är en indikatorvariabel som är 1 om de 

observerade värdena på   tillhör observationerna i noden   . 

 

För ett givet   är den teoretiskt bästa uppdelningen av datamaterialet den som minimerar 

sammanlagd RSS i samtliga noder, vilket ges av: 

 

       ∑ ∑(    ̅ ) 

 

    

 

   

 

 

där  ̅  är medelvärdet för observationerna i nod  .  

 

Vi skattar därmed    med  ̂    ̅ .  

 

I praktiken är det väldigt opraktiskt att beräkna samtliga möjliga kombinationer av 

uppdelningar för att minimera RSS. Arbetsgången för nodskapandet startar av denna 

anledning med en mängd som inkluderar samtliga observationer, varpå en följd av binära 

delningar följer som kallas recursive binary splitting (RBS). 

 

Antag att datamaterialet består av   observationer av p förklaringsvariabler och en 

responsvariabel. För varje steg i RBS-algoritmen måste algoritmen bestämma vilken 

variabel som ska delas och vid vilket värde.  

 

RBS börjar med att använda sig av all tillgänglig data och överväger en delningsvariabel 

samt ett delningsvärde i taget. Uppdelningen av noden    formuleras som: 

 

  (    )  {     }       (    )  {     }   
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Vi att söker hitta delningsvariabeln   och ett delningsvärde på den    som minimerar 

nodernas RSS enligt: 

 

       
 [  ∑ (    ̅ )

  

 

     (    )

∑ (    ̅ )
   

     (    )

] 

 

där: 

 

 ̅  
 

  
∑   

 

     (    )

       ̅   
 

  
∑   

 

     (    )

 

 

Genom att undersöka samtliga kombinationer av (    ) hittar vi den bästa uppdelningen av 

den noden. När den bästa uppdelningen är funnen delas noden och proceduren upprepas 

sedan på de två resulterande noderna. Noderna delas återigen upp och proceduren upprepas 

därefter på samtliga fyra resulterande noder och så vidare. Proceduren fortsätter tills en 

given begränsning träder in, antingen att ingen nod får bestå av färre än exempelvis 25 

observationer eller att RSS förbättras över en viss nivå. Anledningen till att en begränsning 

sätts är att trädet annars får lika många löv som observationer, så vida inte några 

observationer har exakt samma värde. Trädet kommer då gå mot en överpassad modell när 

tränings-RSS går mot noll [5].  

 

Nackdelen med RBS är att det än en suboptimal lösning då den inte utvärderar alla 

kombinationer av delningar. En jämförelse kan göras med parameterselektion som 

exempelvis kan göras via forward selection eller best subset. Forward selection söker efter 

den parameter som är bäst att inkludera i en modell givet de parametrar som redan ingår. I 

likhet med det försöker RBS hitta den bästa delningen att göra givet de delningar som redan 

gjorts. För att hitta den bästa lösningen krävs en metod som motsvarar 

parameterselektionens best subset och beräkning av samtliga kombinationer av delningar, 

något som i praktiken är väldigt tidskrävande.  
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För att hitta ett optimalt träd via RBS skapas utifrån tidigare nämnda begräsningar ett så 

stort träd som möjligt,   . Nästa steg är att trimma trädet från botten genom att minska 

antalet noder. Trimningen börjar med att definiera ett trimmat träd   som är en delmängd 

till   . Låt löven kallas   och representera nod   , samt     beteckna antalet löv i  . Låt:  

 

    *     + 
 

 ̅  
 

  
∑   

     

 

 

  ( )  ∑ (    ̅ ) 

     

 

 

samt betrakta kriteriet 

 

  ( )  ∑   ( )      

   

   

 

 

 

Iden är att för varje   hitta det        som minimerar   . Justeringsparametern   justerar 

avvägningen mellan trädets storlek och dess anpassning till träningsdata.   väljs oftast 

genom korsvalidering där korsvaliderings-RSS minimeras. Det slutliga trädet betecknas   ̂ 

och     resulterar i   . 

 

Modellträd och M5’  
 

Modellträd är en generalisering av regressionsträd och som regressionsträd så konstruerar 

metoden i ett första steg beslutsträd. Skillnaden mellan metoderna ligger i att 

regressionsträd använder medelvärdet av responsvariabeln för träningsobservationerna i 

löven för prediktion, medan modellträd använder linjära modeller. Vi kan därmed 

konstatera att regressionsträd är ett specialfall av modellträd, nämligen då lövens linjära 

modeller endast består av ett intercept. 

 

Antag att vi har en uppdelning av en mängd observationer i             disjunkta noder. 

Modellträd modellerar responsvariabeln med en linjär modell i varje nod, vilket kan 

formuleras som: 

 

 ( )  ∑(                     )   (    )

 

   

 

 

där     är förklaringsvariabel   i nod  ,   är en indikatorvariabel som är 1 om observerade 

värden av   tillhör observationerna i nod m och   är antalet förklaringsvariabler i nod  . 
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Antal variabler och vilka variabler som ingår i den linjära modellen i en nod kan variera 

mellan noderna. 

 

Att  -variabelrymden delas upp i disjunkta områden för vilka linjära modeller skattas gör 

modellträd analogt med piecewise regression. Om fler än en delning sker medför modellens 

trädstruktur att sambandet mellan   och   delvis uttrycks i form av någon eller några 

interaktioner mellan  -variablerna. Sammantaget medför det en mer flexibel metod än 

vanlig linjär regression, vilket kan resultera i mindre prediktionsbias, men kommer till 

priset av större prediktionsvarians.  

 

M5’ är den algoritm vi har valt för att konstruera modellträd. Den skapades av Yong Wang 

och Ian H. Witten [6] och är en vidareutveckling på M5 som publicerades av J. R. Quinlan 

1992 [7]. M5’ kan bland annat till skillnad från M5 använda sig av nominella variabler 

vilket är en fördel för oss eftersom en nominell variabel ingår i vårt data.  

 

Algoritmen för M5’ arbetar i tre steg. I det första steget byggs ett stort träd som i det andra 

trimmas ner och slutligen görs en viktad prediktion. Anledningen till att först bygga ett stort 

träd som sedan trimmas ner är samma som för regressionsträd. Ett för stort träd 

överanpassar sig till datamaterialet vilket försämrar prediktionsförmågan, men på grund av 

hur algoritmen är skapad går det inte att på förhand veta när det sker. I efterhand kan dock 

prediktionsförmågan kontrolleras och trädet trimmas till optimal storlek.  

 

Den viktade prediktionen i sista steget väger samman prediktionen från den linjära 

modellen i ett löv med fler prediktioner från modeller högre upp i trädet. Motivet för den 

viktade prediktionen är att kompensera för den diskontinuitet som följer av att modellen är 

analog med piecewise regression, men den kan även tänkas resultera i minskad 

prediktionsvarians.  

 

Steg 1. Bygga ett modellträd  
 

I det första steget bygger M5’ ett modellträd på samma sätt som ett regressionsträd, genom 

att iterativt göra binära uppdelningar av en mängd observationer i disjunkta noder. Målet 

med uppdelningen är att successivt minska modellens prediktionsfel. I steg 1 används 

responsvariabelns standardavvikelse för observationerna i en nod som skattning av nodens 

testfel. Beslutskriteriet för om uppdelning av en nod ska ske bygger på att minimera 

testfelsskattningen. Med ovanstående definition av fel är det ekvivalent med att minimera 

den sammanlagda standardavvikelsen för de resulterande noderna. Innan en nod delas upp 

beräknas och summeras därför för samtliga potentiella uppdelningar resulterande noders 

standardavvikelse. Därefter görs den uppdelning som maximerar reduktionen av den 

sammanlagda standardavvikelsen (sd), i litteraturen benämnt standard devation reduction 

(SDR), som beräknas med följande formel [8]: 

 

      ( )  ∑
    

   
   (  )
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där   är mängden av alla observationer av responsvariabeln,    är den resulterande 

delmängden observationer av den      potentiella uppdelningen,      är antal observationer 

i    och     är antal observationer av  .  

 

Uppdelningen fortsätter fram till SDR för en potentiell uppdelning är under en viss nivå, 

exempelvis andel av standardavvikelsen i den initiala mängden observationer, eller till 

antalet observationer i varje löv är under ett visst antal. 

 

Steg 2. Trimma ett modellträd  
 

Att trimma ett träd innebär att ersätta ett delträd med delträdets rot. För att besluta om det 

bör göras så krävs ett mått som möjliggör en jämförelse mellan delträdet och dess rot.  

 

Måttet som M5’ använder bygger på en skattning av nodernas testfel. För att beräkna det så 

skattas en linjär modell i varje nod med restriktionen att modellen endast får använda sig av 

de förklaringsvariabler som ingår i nodens delträd. Det kan antingen vara 

förklaringsvariabler som ingår i modellerna i delträdets noder eller variabler som i delträdet 

nyttjats som delningskriterie.  På det viset garanteras att testfelskattningen i ett delträd och 

delträdets rot bygger på tillgång till samma information. I löven på det initiala trädet som 

byggdes i steg 1 kan således de linjära modellerna endast bestå av ett intercept, medan 

lövens föräldrar förutom ett intercept även kan använda sig av de variabler som nyttjats 

som uppdelningskriterie för att skapa löven. Vi illustrerar detta med figur 5.  

 

Figur 5. Illustration av trimningsfasen för ett modellträd. 

 

I figur 5 ser vi modellträdet som det kan tänkas se ut efter steg 1. Totalt har det sju noder 

som uppkommit som ett resultat av tre delningar på tre variabler. Varje nod innehåller en 

linjär modell och till vänster i figuren är ett urval av de linjära modellernas potentiella 

ekvationer utskrivna. Den andra siffran i parametrarnas index anger vilken nod de tillhör. 

Noderna har fått samma nummer som modellerna i noderna.  

 

x1 > s1 LM 7 x1 < s1

LM 5 x2 > s2 LM 6 x2 < s2

LM 3 x3> s3 LM 4 x3< s3

LM 1 LM 2
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Under löven har det inte skett några delningar, av det följer att lövmodellerna som LM1 och 

LM2 är exempel på endast består av ett intercept. I nod 4 har det gjorts en delning på 

variabeln    vilket medför att variabeln kan ingå i LM4. Vidare ser vi att LM 6 kan 

innehålla två variabler, eftersom att delningar har skett på eller att dessa variabler ingår i 

delträdet under nod 6. Om algoritmen skulle välja att ersätta delträdet under nod 6 med en 

linjär modell så skulle den kunna se ut som LM 6.  

 

Testfelet i noderna skattas med träningsfelet som beräknas som genomsnittet av 

absolutskillnaden mellan den linjära modellens predikterade värden och responsvariabelns 

observerade värden. I och med att prediktion görs på samma observationer som användes 

till att träna modellen så tenderar detta att underskatta testfelet. För att kompensera för det 

multipliceras träningsfelet med korrigeringsfaktorn (   ) (   )⁄  där   är antalet 

observationer i noden och   är antalet parametrar i modellen. Testfelskattningen beräknas 

med: 

 

   

   
 
∑      ̂  

 
   

 
 

 

Wong & Witten [8] undersöker effekten av korrigeringsfaktorn på det skattade testfelet 

genom att ersätta den med (     ) (   )⁄ .  Jämförelsen visar att       ger lägst 

skattat testfel för de undersökta datamaterialen. Författarna rekommenderar därefter ett litet 

värde på   när lågt prediktionsfel prioriteras. I Weka for R som är R-paketet vi använt oss 

av finns dock ingen funktion för att justera storleken på  . I Boken Data Mining - Practical 

Machine Learning Tools and Techniques som skrivits för att beskriva metoderna och 

algoritmerna i Weka så nämns inte heller någon justeringsparameter till korrigeringsfaktorn 

[10]. Det innebär att vi får utgå från att någon sådan inte är implementerad i Weka, och att 

(   ) (   ) ⁄ är den korrigeringsfaktor som används.  

 

När en skattning av varje nods testfel slutligen erhållits så trimmas trädet från löven och 

upp så länge testfelskattningen minskar. Felen från noderna jämförs med felen från 

delträden och för att jämföra dessa två så måste felen från noderna i delträdet slås ihop till 

ett värde. Det görs genom att vikta felen i delsträdets noder med antalet av delträdets 

observationer. Det sammanlagda felen för en nod är en linjär kombination av dessa vikter 

och tillhörande fel. 

 

Testfelsskattningen, som är en funktion av antalet parametrar, används även till att utesluta 

variabler ur de linjära modellerna. Variabler utesluts en och en så länge det resulterar i att 

testfelsskattningen minskar. På grund av den här variabelselektionen är det inte säkert att 

samtliga variabler som ingår i ett delträd kommer finnas i den linjära modellen i delträdets 

rot.  
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Steg 3. Viktad prediktion  
 

Eftersom modellträd är analogt med piecewise regression som ofta är en diskontinuerlig 

funktion så kan små förändringar av värdet på en variabel ibland ge stora förändringar i 

predikterat värde. För att hantera detta och förbättra prediktionsförmågan används viktad 

prediktion. Den görs genom att utgå från det predikterade värdet från en lövmodell och 

kombinera det med predikterade värden från modellerna som finns i noderna längs grenarna 

upp till trädets rot. Värdet beräknas med: 

 

   
     

   
 

 

där    är det predikterade värdet som skickas upp till noden ovanför,   är prediktionen som 

skickades till den här noden från noden under,   är värdet som predikterades av modellen i 

den här noden,   är antalet träningsobservationer i den här noden och   är en 

justeringsparameter
2
. 

 

Ett problem med piecewise regression är att bestämma var brytpunkterna för de olika 

linjära modellerna ska ligga. Detta är något som algoritmen för modellträd försöker lösa 

genom att hitta lämpliga brytpunkter.   

 

Variabler mätta enligt nominalskala  
 

M5’ hanterar variabler mätta enligt nominalskala genom att göra om dessa till dikotoma 

variabler. Omvandlingen sker som ett första steg i algoritmen och innan trädet byggs. För 

varje nominell variabel med k värden delas träningsdatamaterialet upp i k mängder, där 

varje delmängds observationer *     + är lika med avseende på den nominella variabeln, 

det vill säga att observationerna hör till samma grupp. Medelvärdet för responsvariabeln 

beräknas i varje delmängd, efter vilka den nominella variabelns   värden sedan sorteras. 

Därefter skapas k-1 dikotoma variabler, där den i:te är 0 om dess värde är bland de i första i 

ordningen och annars 1. Det värde på den nominella variabeln som motsvarar den grupp 

med det högsta medelvärdet av responsvariabeln medför därmed att samtliga k-1 dikotoma 

variabler antar värdet 0. Det värde som motsvarar det lägsta medelvärdet medför att 

samtliga dikotoma variabler antar värdet 1.  

 

Anta en nominell förklaringsvariabel (län) med     kategorier; Stockholm, Skåne och 

Västra Götaland. Anta vidare att medelvärdet på en responsvariabel (BRP) har beräknats 

för varje kategori. M5’ skapar       dikotoma variabler, där den i:te är 0 om det 

beräknade medelvärdet av BRP för en observation är bland de i första.  
 
Tabell 3. Författarnas exempel av dikotoma variabler.  

 

                                                
2
 Vi har inte funnit någon information om hur   väljs av Weka och har även skickat email till skaparna av 

paketet utan att få något svar.   

Län Stockholm Skåne Västra Götaland

Medelvärde BRP 10 7 5

0 1 1

0 0 1
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Den första dikotoma variabeln    är 0 endast då observationen ingår i den kategori som har 

ett medelvärde på responsvariabeln som är det första i ordningen, alltså endast det högsta 

medelvärdet i ordningen, och 1 för övriga kategorier. Om    är 1 innebär det att 

observationen inte kommer från det länet med högst BRP utan från något av de 2 sista 

länen.  

 

Den andra dikotoma variabeln    är 0 då en observation kommer från en kategori som har 

ett medelvärde på responsvariabeln som är bland de två första i ordningen och ett om den 

kommer från övriga kategorier. Om    är 1 innebär det att observationen inte kommer från 

något av de två första länen med högst BRP utan från det kvarvarande tredje.  

 

Multikollinearitet 
 

Som vi såg i den deskriptiva statistiken förekommer multikollinearitet mellan variablerna i 

datamaterialet. För regressionsträd saknar det betydelse eftersom endast en variabel i taget 

övervägs då regressionsträdet byggs. För linjär regression och även modellträd där linjära 

modeller ingår i trädets löv bör följande noteras. Prediktion som görs med värden på 

förklaringsvariablerna som ligger utanför det intervall av värden som modellen skattats på 

är alltid osäker, men vid multikollinearitet är det extra osäkert. Det kommer även råda stor 

osäkerhet för enskilda koefficientskattningar och statistiska test för dessa kommer vara 

opålitliga och potentiellt missvisande. Urskiljning av enskilda förklaringsvariablers bidrag 

till den samlade prediktionsförmågan kommer alltså inte vara möjlig. Däremot påverkas 

inte förklaringsvariablernas sammanlagda bidrag, alltså modellens prediktionsförmåga.  

[11] 
 

Enheter för modellskattning och prediktion 
 

Som vi nämnde i avsnittet deskriptiv statistik så kommer vi använda BRP per capita som 

responsvariabel för att motverka effekten av folkmängd som confounding variabel. 

Eftersom uppsatsens syfte är att prediktera BRP kommer vi som ett sista steg multiplicera 

responsvariabeln med länens folkmängd.  

 

Bedömning och jämförelse av modellernas prediktionsförmåga  
 

För att utvärdera modellernas prediktionsförmåga använder vi måttet root mean squared 

error (RMSE) tillsammans med korsvalidering. RMSE kommer även ställas i relation till 

respektive läns genomsnittliga storlek på BRP.  

 

Dessutom jämför vi modellernas prediktioner avseende 2013 med SCB:s prognos för 

samma år. För undersökning av prediktionsfelets betydelse kommer det jämföras med hur 

mycket BRP vanligtvis varierar mellan år.  

Korsvaliderings-RMSE kommer i vårt fall vara en skattning för genomsnittlig avvikelse av 

modellerna för samtliga län. Eftersom vi även är intresserade av hur väl modellerna 

presterar för enskilda län så kommer vi använda prediktioner erhållna genom 

korsvalidering för att beräkna RMSE för enskilda län.  
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BRP varierar mycket mellan länen och det är väntat att RMSE blir större för län med större 

BRP. Därför är det intressant att ställa RMSE för ett län i relation till länets BRP. RMSE 

för ett län är beräknat från prediktioner för åren 2001 till 2012. I och med anser vi att det 

mest lämpliga talet för jämförelse är medelvärdet av observerat BRP under samma år. 

 

Korsvalidering 
 

Om modellerna utvärderas på samma data som modellerna skattats på så införs ett 

systematiskt fel att överskatta modellernas prediktionsförmåga. Vi har valt korsvalidering 

för att undvika det systematiska felet. Metoden löser dessutom problemet som kan uppstå 

när datamaterialet är för litet för att skapa en modell från ett träningsdata och utvärdera på 

ett testdata.  

 

Med korsvalidering delas data slumpmässigt in i K lika stora delar. Med exempelvis     

ser uppdelningen ut enligt illustrationen nedan: 

 

 
 

En modell skapas utifrån delarna 1-4 och prediktionsfelet beräknas mot den uteblivna 

testdelen. Nästa steg skulle vara att exempelvis del 1 agerar testdel enligt illustrationen 

nedan: 

 

 
 

den här proceduren upprepas tills alla delar agerat testdel. Som skattning av testfel används 

medelvärdet av de fem prediktionsfelen.  

 

För att beräkna RMSE för enskilda län sparar vi prediktionerna gjorda enligt ovanstående 

korsvalidering. Dessa sorteras sedan länsvis för beräkning av RMSE i varje enskilt län.  

 

Uppföljningsstudie 
 

En annan metod för modellvalidering som statistikern David G. Kleinbaum [12] föreslår är 

att utföra en uppföljningsstudie. För en uppföljningsstudie samlas nytt data in och 

predikteras med den skattade modellen. Med den här metoden kan vi använda oss av mer 

träningsdata, däremot kan uppföljningsstudien endast utföras en gång per år i vårt fall. Då 

nytt data kommer släppas efter publicering av det här arbetet så avser vi att utföra en 

uppföljningsstudie efter publiceringen och fortsätta med det tills regelverket ändras, eller 

tills andra förändringar sker som gör vår modell inaktuell. 
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Arbetsgång  

 

För statistisk analys har programmet R använts medan Excel har varit verktyget för 

bearbetning av grafer och tabeller.  

 

Avsnittet deskriptiv statistik avslutades med ett konstaterande om att Stockholms BRP per 

capita avviker kraftigt från övriga län.  För att få en uppfattning om hur exkludering av 

Stockholms län påverkar modellernas prediktionsförmåga skattades testfelet av två 

modellträd med korsvaliderings-RMSE. Det ena modellträdet skattades på ett data där 

observationerna från Stockholms län ingick och det andra på ett data där samma 

observationer exkluderades. Resultatet av jämförelsen presenteras i tabell 4.  

 
Tabell 4. Jämförelse av korsvaliderad prediktionsförmåga mellan datamaterial.  

 

RMSE Standardavvikelse 

Data med Stockholms län 11823           4516   

Data utan Stockholms län 11214           4647   
 

Som framgår av tabell 4 är RMSE något lägre för modellen som skattats på data där 

observationerna från Stockholms län exkluderats. Samtidigt är skillnaden betydligt mindre 

än dess standardavvikelse och därmed beslöt vi oss för att observationerna från Stockholms 

län får vara kvar.  

 

I och med att algoritmen för modellträd ska hitta den bästa modellen själv valde vi att inte 

ändra på antalet ingående förklaringsvariabler i efterhand. Vi ändrade inte heller ingående 

förklaringsvariabler till regressionsträdet och den linjära modellen. Samtliga modeller 

skattades på samma datamaterial.  

 

Vi skrev en funktion för tiofaldig (    ) korsvalidering som returnerar en lista med tre 

element. Första elementet är en lista med genomsnittligt RMSE och standardavvikelsen för 

RMSE för prediktioner av både BRP och BRP per capita. Andra elementet är en lista med 

länsvis beräknad RMSE. Sista elementet är en lista med korsvalideringsprediktioner för de 

252 observationerna.  

 

För att få en uppfattning om hur väl modellerna fångade BRP:s utveckling över tid 

användes den fullständiga listan med korsvalideringsprediktioner som sorterades länsvis. 

De länsvisa prediktionerna för samtliga modeller ritades grafiskt upp med år som 

förklarande variabel och som jämförelse till dessa ritades de observerade värdena upp.  

 

Länens RMSE dividerades med genomsnittlig storlek av länens BRP. Det erhållna måttet 

användes som indikation på modellprestation. 
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Resultat  

 

I det här avsnittet presenteras först modeller skattade på hela data. Därefter följer en 

jämförelse av resultatet från de tre modellerna och slutligen presenteras en jämförelse 

mellan modellernas prediktioner för 2013 med SCB:s prognos för samma år.  

 

Skattat regressionsträd 
 

Skattningen av regressionsträdet resulterade i ett träd med 24 löv. De första delningarna var 

återupprepade delningar på medianinkomst samt delningar på variabeln lan2 och 

bruttoinvesteringar. 

 

 

 

 
Figur 6. Det skattade regressionsträdet. Syftet är att visa vilka variabler där uppdelning av 

datamaterialet skett och därmed har delningsvärden utelämnats. C1-C24 är skattade konstanter och 

finns i bilaga 1. lan1-lan5 är förkortningar för namnen på dikotoma variabler som M5’ skapat från 

variabeln län, variabelnamnen finns i bilaga 1.  

 

 

 

  

Skattat regressionsträd 
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Skattat modellträd 

 

Skattningen av modellträdet resulterade i ett träd med sex löv och var och ett av löven 

innehåller en linjär modell. Notera att både roten och ett av rotens barn är lika i de båda 

träden, något som följer av att modellträdet stegvis ersätter noder högre upp i trädet med 

linjära modeller. Modellträdet har betydligt färre noder än regressionsträdet.  

 

 
Figur 7. Det skattade regressionsträdet. Syftet är att visa vilka variabler där uppdelning av 

datamaterialet skett och därmed har delningsvärden utelämnats. LM1-LM6 är linjära modeller som 

presenteras i bilaga 2-7.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

Skattat modellträd 
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Den skattade linjära modellen  
 

Vi presenterar koefficientskattningar till den linjära modellen i tabell 4. Modellen använder 

inte samma dikotoma variabler för län som träden. Länsvariablerna är istället 20 nivåer på 

en faktorvariabel för län. I tabell 4 finns Blekinge inte med då det ingår i interceptet.   

 

 

Variabel 

 

  
 

 

SE P-Värde Variabel 

 

  
 

SE P-Värde 

Norrbotten 10756  8675,3 0,216 nyamn.plats.capita 1542264 1247617,8 0,218 

Jamtland 9408  6648,9 0,159 bygglov.nybygg.cap 1231008 874206,3 0,161 

Gotland 2968  9677,6 0,759 ek.bist.capita 501952 577172,8 0,385 

Kronoberg 2104  9472,7 0,824 brott.capita 55339 125704,9 0,660 

Vasternorrland -14192  11555,7 0,221 Inflation 4809 2404,3 0,047 

Dalarna -16794  13558,8 0,217 Skattesats 4640 2896,9 0,111 

Kalmar -21187  10328,0 0,041 Medel.lder 3315 5230,2 0,527 

Orebro -23503  11734,8 0,046 andel.hogskoleutbildade 3100 3232,6 0,339 

Gavleborg -26048  16168,1 0,109 Medianinkomst 2 0,4 0,000 

Vastmanland -35781  13843,6 0,010 hushallens.kons 0 0,1 0,140 

Jonkoping -36161  16540,7 0,030 folkmangd 0 0,2 0,438 

Varmland -36262  9930,4 0,000 brutto.invester 0 0,1 0,670 

Halland -38959  12459,7 0,002 folkmangd.arbetsfor 0 0,4 0,967 

Ostergotland -42844  16915,2 0,012 offentlig.kons 0 0,2 0,063 

Vasterbotten -45222  18302,6 0,014 svenskindex -138 66,2 0,038 

Uppsala -45342  29769,1 0,129 TCW.Index..m.nad.12. -462 181,4 0,012 

Sodermanland -49304  17772,1 0,006 reporanta -2829 3233,2 0,382 

Skane -152741  50493,9 0,003 fardig.lgh.capita -50385 64057,3 0,432 

Stockholm -174959  89005,3 0,051 oppet.arbetslosa.capita -827815 410042,8 0,045 

V.Gotaland -206711  65468,4 0,002 tot.nystart.capita -7249616 2831151,9 0,011 

(Intercept) -452731  240983,9 0,062         

 

I linje med uppsatsen syfte har vi inte lagt någon tid på tolkning av 

koefficientskattningarna. I tabell 4 kan vi dock se att vissa koefficienter för variabler som 

intuitivt bör ha en positiv inverkan på BRP har negativt tecken, exempelvis antal nystartade 

företag.  På grund av multikollinearitet bör eventuella tolkningar av koefficienterna göras 

med försiktighet.  

 

 

 

  

Tabell 4. Koefficientskattningar för den linjära modellen. 

�̂� �̂� 
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Modellutvärdering 
 

Som ett första steg i utvärdering av modellerna jämförde vi deras resultat av tiofaldig 

korsvalidering, resultatet presenteras nedan.  

 
Tabell 5. Resultat av 10 faldig korsvalidering för de tre modellerna.  

  BRP per capita (Kr) BRP (Mkr) 

   
 

  
 

  

  RMSE SD för RMSE  RMSE SD för RMSE 

Linjär modell 11470 2457  6936 3548 

Modellträd 11452 2885  8390 5513 

Regressionsträd 29187 8962  40410 2787 
 

 

När det gäller BRP per capita är skillnaden i RMSE mellan modellträdet och den linjära 

modellen liten. För regressionsträd är RMSE nästan tre gånger så stort.  
 

Vi jämförde sedan länsvis RMSE för BRP och BRP per capita. När det gäller prediktioner 

för BRP skiljer sig inte resultatet nämnvärt från BRP per capita. Den linjära modellen och 

modellträdet ger fortfarande likvärdiga resultat medan regressionsträdet visar betydligt 

större fel. RMSE varierar mer för BRP än för BRP per capita vilket framgår i figur 8 och 9.  
 

 
Figur 8. Länsvis RMSE för BRP per capita.  

 

I figur 8 ser vi att regressionsträd inte bara ger högst genomsnittligt RMSE utan även högst 

RMSE för samtliga län utom Blekinge och Dalarna. Den linjära modellen och modellträdet 

ger likvärdigt RMSE. Den linjära modellen fungerar bättre för vissa län medan 

modellträdet fungerar bättre för andra.  
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Figur 9. Länsvis RMSE för BRP.  

 

RMSE för BRP är mer ojämnt fördelat än BRP per capita. Stockholm, Skåne, Västra 

Götaland och Norrbotten sticker ut med högre RMSE från samtliga modeller jämfört med 

övriga län.  
 

I figur 10 ser vi att länsvis RMSE i relation till storleken på länens genomsnittliga BRP är 

mer jämt fördelat. Stockholm, Västra Götaland och Skåne sticker inte längre ut nämnvärt 

från övriga län. Alla län ligger omkring fem procent eller mindre förutom Norrbotten som 

sticker iväg mot 50. 

 

 
Figur 10. Länsvis RMSE dividerat med genomsnittlig BRP.  
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I figur 11 visas länsspecifika prediktioner jämfört med observerat BRP för några utvalda 

län. 

  
 
 

 

  
 
Figur 11. Korsvalideringsprediktioner av de tre modellerna samt observerat värde är plottat mot år för 

Norrbotten, Stockholm, Uppsala och Västra Götaland.  

 

I figur 11 ser vi att prediktionerna från både den linjära modellen och modellträdet följer 

observerade värden väl för Uppsala, Västra Götaland och Stockholm medan 

regressionsträdet ger mindre precisa prediktioner. För Norrbotten fungerar samtliga 

modeller dåligt efter 2007. Vi ser även att BRP i Norrbotten minskade mycket 2009 följt av 

en stark rekyl uppåt 2010. Sådana förändringar av BRP är ovanliga i datamaterialet.  
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I figur 12 nedan visas den procentuella avvikelsen för samtliga modeller jämfört med 

SCB:s prognos för 2013.  

 

 
Figur 12. Procentuell avvikelse mot SCB:s prognos för 2013. 

 

I figur 13 har vi jämfört prognostiserad tillväxt från 2012 till 2013 för linjär modell, 

modellträd och SCB:s prognos. Vi valde att utelämna regressionsträdet på grund kraftiga 

avvikelser. 
 

 
Figur 13. Prognostiserad BRP tillväxt i procent för 2013.  
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Diskussion och analys av resultat  

 

Vi har i uppsatsen undersökt om någon av metoderna modellträd, regressionsträd och linjär 

regression kan användas för att tidigare än nu få en skattning av BRP. Med hjälp av data 

från samtliga län har vi utvecklat modeller som är tänkta att möjliggöra prediktion för 

länen. Frågor som bör besvaras gällande detta är hur bra dessa prediktioner är, om de skiljer 

sig åt mellan län och metoder och i så fall om skillnaderna kan förklaras.  

 

För att besvara frågorna krävs ett mått på prediktionsförmågan och en uppfattning om hur 

bra en modell måste vara för att vara bra nog. I den deskriptiva statistiken såg vi att 

genomsnittlig årlig procentuell förändring för de län där BRP varierar mest ligger mellan 

två och tre procent. Samtidigt finns det många län med årlig procentuell förändring under 1 

procent. I relation till det är de prediktioner som ligger i ett intervall mellan fem och tio 

procent högre eller lägre än observerat värde ett relativt stort fel. Om vi antar att BRP för 

ett visst län inte har förändrats från ett år till ett annat och vi predikterar länets BRP med 

hjälp av en modell med sådan felmarginal, så kan modellen potentiellt indikera en ökning 

eller sänkning av det länets BRP med flera procent vilket inte är rimligt.  

 

Som mått på prediktionsförmåga har vi valt RMSE och ställt det i relation till respektive 

läns storlek av BRP.  Både RMSE och storleken av BRP har beräknats som ett genomsnitt 

av tolv år och under den tiden har BRP hunnit växa en hel del. Det innebär att RMSE:s 

andel av BRP inte ska ses som en skattning för en felmarginal gällande framtida prognos. 

Det kan dock indikera vilken modell som har bäst prediktionsförmåga och på vilka län.   

  

Mätt som RMSE i relation till respektive läns storlek ger regressionsträd ett högre värde för 

alla län, medan den linjära modellen och modellträdet presterar likvärdigt.  

 

Som vi nämnde under rubriken val av metod kan ett modellträd indikera om en linjär 

modell eller ett regressionsträd bäst modellerar ett samband. Skattningen av modellträdet 

resulterade i betydligt färre noder än regressionsträdet. Algoritmen för modellträdet hade 

möjligheten att skatta sambandet med ett regressionsträd, den fann dock att prediktionsfelet 

minskade om de flesta av modellträdets noder ersattes av linjära modeller i trädets löv. 

Därmed är det inte förvånande att den linjära modellen presterar likvärdigt med 

modellträdet och att regressionsträdet presterar sämre.  

 

En möjlig förklaring till varför regressionsträdet fungerar sämre än de övriga ligger i 

modellens uppbyggnad. Regressionsträd gör prediktion med medelvärden av 

träningsobservationer som är homogena med avseende på förklaringsvariablerna. 
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Regressionsträd kan därmed aldrig prediktera ett värde som är högre eller lägre än de 

tidigare observerade värdena som användes för att träna modellen. Detta är ett problem vid 

modellerande av BRP eftersom BRP oftast växer med tiden. I och med att alla våra resultat 

bygger på korsvalidering innebär det att prediktionerna i var och ett av de   foldsen inte 

kunde bli högre än vad BRP var i de     foldsen som användes till att träna modellen. 

Ett exempel på att regressionsträdet generellt ger lägre prediktioner än övriga modeller syns 

i figur 13.  

 

Linjär regression och modellträd ger likvärdiga resultat. RMSE som andel av 

genomsnittligt BRP ligger nästan uteslutande omkring fem procent eller lägre. Det stora 

undantaget är Norrbotten där samma mått är mellan 35 och 40 procent. En möjlig 

förklaring ligger i lågkonjunkturen Norrbotten upplevde från 2008 [13]. Industrisektorn står 

för en stor del av Norrbottens BRP [14] och den globala finanskrisen utsatte 

exportberoende län extra hårt [15]. Vårt datamaterial innehåller inte några 

förklaringsvariabler som är direkt relaterade till industrisektorn.  

 

I grafen från resultatdelen där vi jämförde modellträdet, regressionsträdet och den linjära 

modellen mot SCB:s prognos går det att utläsa att regressionsträdet är modellen som 

varierar mest och ger störst avvikelser. Den linjära modellen och modellträdets avvikelser 

är snarlika, vilket är samma mönster som vi såg i RMSE-valideringen. Det som skiljer den 

linjära modellen är att den ger lite högre skattningar än modellträdet, jämfört med SCB:s 

prognos.   

 

Det är viktigt att poängtera att siffrorna för 2013 som vi jämfört med är en skattning från 

SCB och bör som alla prognoser användas med försiktighet. Med anledning av detta så är 

det svårt att ge ett tydligt svar om vilken modell som är bäst. Vi vet inte heller vilken 

felmarginal SCB:s prognos kan tänka sig ha eftersom det inte finns några tidigare 

prognoser att jämföra med. Eftersom vi jämför våra prognoser med en annan prognos så har 

vi tillämpat stor försiktighet i slutsatserna av jämförelsen mot SCB:s siffror.  

 

Våra träd visar att Blekinge har störst avvikelse mot SCB:s prognos, däremot så har vi inte 

sett några indikationer på att modellen ska underprestera på detta län när vi kollat på 

korsvaliderat RMSE. En faktor som talar för att ingen av vara våra modeller fungerar för att 

prediktera BRP för Blekinge 2013 är att de visar att tillväxten kommer uppgå till tolv 

procent, enligt figur 13. I den deskriptiva delen så var den genomsnittliga årliga tillväxten 

av BRP för Blekinge 0,73 procent och största observerat värde 8,3.  

 

Vid användning av våra modeller så rekommenderar vi att alltid jämföra prognostiserad 

tillväxt med de föregående oficiella siffrorna. Denna information bör tas med när en 

bedömning görs om prognosen är av godtagbar kvalitet. En ökning på över tio procent är 

inte omöjligt, år 2009 finns det flera fall av positiv BRP tillväxt över tio procent som en 
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rekyl från finanskrisen 2008. Därmed bör inte bara den genomsnittliga tillväxten för åren 

2001-2012 användas utan även allmän kännedom om det aktuella ekonomiska läget.  

 

Våra modeller bygger på data som finns tillgängligt sex månader från referensåret, medan 

SCB bygger sin prognos på uppgifter som kan dröja upp till tolv månader. Vårt syfte var att 

minimera tidsgapet mellan prognos och de officiella siffrorna. Vi har antagit att ett mindre 

gap kommer till priset av en större felmarginal. Stämmer denna hypotes så bör SCB:s 

prognos innebära lägre felmarginal till en kostnad av ett större tidsgap. Tidsaspekten gör att 

SCB har möjligheten att inkludera fler variabler i sina prognoser, dessutom har de tillgång 

till kortsiktiga regionala indikatorer som vi inte använt oss av. Enligt oss talar SCB:s 

förutsättningar för att deras prognos är av god kvalité, men samtidigt så har SCB förut haft 

fel på sina prognoser [16]. 

 

För 2013 uppgick den officiella tillväxten av BNP till 1,5 procent [17] och SCB:s prognos 

för det året visar att summan av BRP, vilket motsvarar BNP kommer att öka 2,45 procent. 

Detta stärker vårt antagande att SCB:s prognos är av god kvalité.  Våra modeller räknar 

med att BNP kommer att förändras med 2,39 procent för modellträdet, 5,1 för den linjära 

modellen och -9,59 för regressionsträdet. Den negativa avvikelsen förvånar oss inte, på 

grund av medelvärdesskattningen regressionsträd gör i kombination med att BNP och BRP 

förväntas stiga med åren vilket diskuterats tidigare.  

 

BNP avvikelsen mellan modellträdet och SCB:s prognos är nästan identisk, den 

prognostiserade tillväxten mellan 2012-2013 är även snarlik med undantag för ett fåtal län. 

Vi anser att det talar för att en prognostisering är möjlig med ett kortare tidsgap än tolv 

månader.  För att sammanfatta så anser vi att SCB:s förutsättningar talar för att deras 

prognos är av god kvalité, däremot så indikerar modellträdets snarlika avvikelse mot BNP 

samt tillväxtgrafen för 2013 att en prognostisering är möjlig redan efter sex månader.  

 

En sista metod vi kommer att använda oss av är en uppföljningsstudie som Kleinbaum 

föreslår. Fördelen med uppföljningsstudien är att vi även kommer kunna utvärdera SCB:s 

prognos för 2013 vilket kan ge en indikation hur precis den är inför framtiden. När de 

officiella sifforna släpps kommer vi även kunna besvara om någon av våra modeller 

predikterar BRP med bättre resultat än SCB.  Nackdelen är att uppföljningsstudien endast 

kan ske en gång per år när SCB släpper officiella sifforna för BRP. Med anledning av 

publiceringsdatumet för det här arbetet så har resultatet och diskussionen från 

uppföljningsstudien för år 2013 uteblivit.  

 

 
 

 

 



33 

 

Studiens bidrag 
 

Arbetet har bidragit till insikt om möjligheterna till prediktion av BRP för tre utvalda 

modeller. Av dessa tre modeller har speciellt modellträd visat sig ge goda resultat och kan 

lämpa sig för praktisk användning. Politiker, företagsledningar och andra med intresse av 

att tidigare än idag få en kvalificerad bedömning av BRP:s utveckling kan tack vare vår 

insats få det.  

 

Trots goda resultat finns alltid utrymme för förbättring och vi hoppas att arbetet snarare 

inspirerar än avhåller framtida forskning på området. Det finns fler metoder och variabler 

att utforska. 
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Förslag till fortsatta studier och estiska aspekter 

 

Vi har i arbetet bortsett från observationernas tidsberoende vilket innebär att det är ett 

outforskat område om hänsyn till en tidsfaktor kan ge bättre prediktioner än de metoder vi 

använt oss av. Tidsserieanalysens bidrag till prediktion av BRP är en intressant 

frågeställning för fortsatta studier.  

 

Vi har inte heller gjort någon uttömmande undersökning av alla möjliga 

förklaringsvariabler. Våra metoder har dock visat sig ge bra resultat med de variabler vi 

använt oss av och det leder till frågan om det inte finns variabler som kan ge ännu bättre 

resultat. Framförallt vore metodernas prestation med tillgång till de regionala 

korttidsindikatorer SCB tillhandahåller extra spännande att undersöka. Dels på grund av 

deras informationsbidrag men även eftersom att de publiceras med kort tidsfördröjning. 

Med tillgång till dessa skulle en modell eventuellt kunna förkorta tiden för BRP-prognoser 

ytterligare.  

 

En av våra begränsningar var att vi endast hade tillgång till BRP framräknad enligt det 

senaste regelverket från tolv år tillbaka. Ett kanske mer naturligt tillvägagångssätt för att 

skapa en prediktionsmodell för ett län vore istället att bygga den specifikt för det länet. 

Bristen på data gjorde att vi valde att göra en modell för prediktion av alla läns BRP. Om 

ett större datamaterial tillgängliggjordes genom att BRP för fler år konverteras till det nya 

regelverket vore det intressant att se hur väl modeller byggda för enskilda län presterade.  

 

För BNP finns det modeller som prognostiserar framtida BNP, dock så finns det inga för 

BRP. Våra modeller bygger på information som släpps sex månader efter referensåret och 

SCB släpper sin prognos tolv månader efter. Ett nytt område att undersöka är till att 

prognostisera BRP redan innan referensåret är avslutat.  
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Etiska aspekter 
 

Genomgående under hela arbetet har vi tagit hänsyn till Svenska statistikfrämjandets (SSFr) 

etiska kod [18] för att åstadkomma ett trovärdigt arbete. Vi anser att följande punkter från 

SSFr:s etiska kod är speciellt viktiga för vårt arbete: 

 

- 1.2 Statistikern är öppen om den statistiska informationens och metodikens 

användbarhet och begränsningar. 

 

Vi har varit väldigt tydliga och diskuterat vad våra resultat kan användas och till vad de inte 

kan användas till. I uppsatsen inledningen finns en klar bild över vilka begräsningar som 

utförts inom det här arbetet.  

 

- 1.3 Statistikern medverkar inte till inkorrekta förfaranden. 

 

Data vi har samlat bygger främst på tillgänglighet och är inte handplockat av oss för att på 

något sätt uppnå utvalda mål. Arbetet har inte byggt på att uppnå specifika mål utan vi har 

låtit statistiken styra resultatet utan någon typ av manipulation.   

 

- 1.4 Statistikern ser till att statistiska resultat presenteras på ett sätt som visar vilka 

slutsatser som kan dras. 

 

Resultaten presenteras på ett sådant sätt att läsaren först kan bilda sin egen uppfattning för 

att sedan ta del av vår analys. Det är tydligt beskrivet att arbetets huvudsyfte är prediktion 

av BRP, vilket aldrig innebär exakta siffror utan endast en indikation. Det finns även 

tydliga uppmaningar att tolkningar av variablernas koefficienter bör göras med stor 

försiktighet.  

 

- 1.5 Statistikern dokumenterar sitt arbete så att metoder och resultat kan granskas. 

 

Arbetsgången är tydligt beskriven genom hela arbetet och det finns inga tveksamheter var 

datamaterialet är hämtat ifrån. Vi har beskrivit alla våra steg väldigt noggrant för att uppnå 

replikation åt framtida forskare. Om replikation inte är möjligt så riskerar det att skada 

arbetets validitet [19]. Det data uppsatsen bygger på finns tillgängligt för att allmänheten 

vid granskning. Genom att vår beskrivning av metod samt data är redogjord och att data är 

tillgänglig anser vi att replikationen och granskning är enkel att utföra för framtida forskare.  
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Bilaga 1: 
 

Regressionsträd 

Skattning Värde 

C1 251921 

C2 253972 

C3 256693 

C4 265354 

C5 261929 

C6 270136 

C7 282721 

C8 288826 

C9 291973 

C10 292234 

C11 291842 

C12 295804 

C13 298567 

C14 299238 

C15 305460 

C16 309304 

C17 318646 

C18 323666 

C19 324290 

C20 329152 

C21 369294 

C22 393784 

C23 394148 

C24 395417 

 

Förkortning Variabel               

lan 1 lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,   

  Uppsala,Norrbotten,V.Gotaland,Stockholm         

lan 2 lan=Norrbotten,V.Gotaland,Stockholm         

lan 3  lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,   

  Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm 

lan 4 lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland, 

  Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm 

lan 5 lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm    
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Bilaga 2: 
 

LM1                 

Variabel             

 

  
 

  
lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,     

Jamtland,Blekinge,Vasterbotten,Orebro       11014,057   

Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg         

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm        

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,     

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg, 6479,502   

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm        

                  

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,     

,Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala -6850,815   

,Norrbotten,V.Gotaland,Stockholm            

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland     

,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten, 17536,438   

V.Gotaland,Stockholm              

 lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,       

Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm  227,572   

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland     

Uppsala,Norrbotten,V.Gotaland,Stockholm      8952,991   

 lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm  328,459   

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm      10558,668   

lan=Norrbotten,V.Gotaland,Stockholm       1273,482   

lan=Stockholm           8414,875   

folkmangd           0,009   

folkmangd.arbetsfor         0,001   

Medel.lder           3313,988   

Medianinkomst           1,082   

Skattesats           2624,723   

andel.hogskoleutbildade         61,954   

TCW.Index..m.nad.12.         -284,302   

offentlig.kons           0,004   

brutto.invester           0,136   

svenskindex           -4,989   

brott.capita           101642,828   

bygglov.nybygg.cap           1569524,765   

nyamn.plats.capita           165487,754   

tot.nystart.capita           -178349,432   

Intercept             -283076,511   
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Bilaga 3: 

LM2       
  

      

 

  
 

Variabel                 

lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,   1472,678 

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,     

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,       

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,     1280,625 

Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,       

Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,     19290,570 

Norrbotten,V.Gotaland,Stockholm             

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,       

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,     1721,325 

V.Gotaland,Stockholm               

lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,       

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm     4001,302 

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,       

Uppsala,Norrbotten,V.Gotaland,Stockholm         1069,772 

lan=Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,         

Norrbotten,V.Gotaland,Stockholm           -4692,620 

lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm   13871,690 

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm       672,089 

lan=Norrbotten,V.Gotaland,Stockholm         11515,202 

lan=Stockholm             42455,672 

folkmangd.arbetsfor             -0,002 

Medel.lder             658,809 

Medianinkomst             0,733 

Skattesats               -1031,456 

andel.hogskoleutbildade           136,580 

Inflation               8079,027 

TCW.Index..m.nad.12.             -512,337 

offentlig.kons             0,122 

brutto.invester             0,020 

svenskindex             55,838 

brott.capita             187,932 

bygglov.nybygg.cap             -1573773,356 

ek.bist.capita             -258039,814 

nyamn.plats.capita             364825,277 

tot.nystart.capita             -393179,431 

fardig.lgh.capita             -604856,753 

Intercept               69656,883 
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 Bilaga 4: 

LM3       
  

      

 

  
 

  

Variabel                   

lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,       

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,     1472,678   

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm           

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,           

Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,       1280,625   

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,           

Norrbotten,V.Gotaland,Stockholm               

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,           

Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,       7757,981   

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm           

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,         

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,     1721,325   

V.Gotaland,Stockholm                 

lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,         

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       501,693   

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,         

Uppsala,Norrbotten,V.Gotaland,Stockholm         1069,772   

lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,           

V.Gotaland,Stockholm             3485,278   

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm         672,089   

lan=Norrbotten,V.Gotaland,Stockholm         17097,096   

lan=Stockholm             90814,912   

folkmangd               0,008   

folkmangd.arbetsfor             -0,004   

Medel.lder               658,809   

Medianinkomst             0,460   

Skattesats               11590,326   

andel.hogskoleutbildade           136,580   

Inflation               4915,591   

TCW.Index..m.nad.12.             -312,756   

offentlig.kons             0,093   

brutto.invester             0,020   

svenskindex               1,902   

brott.capita               105061,819   

bygglov.nybygg.cap             224067,561   

ek.bist.capita             -3923645,733   

nyamn.plats.capita             364825,277   

tot.nystart.capita             -393179,431   

Intercept               -161409,684   
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 Bilaga 5: 

LM4       
  

      

 

  
 

Variabel                 

lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,     

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,     1472,678 

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm         

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,       

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,       1280,625 

Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,         

Stockholm                 

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,       

Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,     7757,981 

Norrbotten,V.Gotaland,Stockholm             

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,       

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,     1721,325 

V.Gotaland,Stockholm               

lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,       

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       501,693 

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland       

,Uppsala,Norrbotten,V.Gotaland,Stockholm         1069,772 

lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,         

V.Gotaland,Stockholm             3485,278 

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm         672,089 

lan=Norrbotten,V.Gotaland,Stockholm         17097,096 

lan=Stockholm             90814,912 

folkmangd               0,008 

folkmangd.arbetsfor             -0,004 

Medel.lder               658,809 

Medianinkomst             0,460 

Skattesats               11590,326 

andel.hogskoleutbildade           136,580 

Inflation               4915,591 

TCW.Index..m.nad.12.             -312,756 

offentlig.kons             0,093 

brutto.invester             0,020 

svenskindex               1,902 

brott.capita               105061,819 

bygglov.nybygg.cap             224067,561 

ek.bist.capita             -3965992,355 

nyamn.plats.capita             364825,277 

tot.nystart.capita             -393179,431 

Intercept               -161164,172 
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Bilaga 6: 

LM5       
  

      

 

  
 

Variabel                 

lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,     

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,   1472,678 

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,       

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,     1280,625 

Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,       

Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,     7757,981 

Norrbotten,V.Gotaland,Stockholm             

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,       

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,     1721,325 

V.Gotaland,Stockholm               

lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,       

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm     501,693 

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,       

Uppsala,Norrbotten,V.Gotaland,Stockholm         1069,772 

lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,         

V.Gotaland,Stockholm             3485,278 

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm       672,089 

lan=Norrbotten,V.Gotaland,Stockholm         17097,096 

lan=Stockholm             86302,889 

folkmangd               0,008 

folkmangd.arbetsfor             -0,004 

Medel.lder             658,809 

Medianinkomst             0,460 

Skattesats               9393,944 

andel.hogskoleutbildade           136,580 

Inflation               4915,591 

TCW.Index..m.nad.12.             -312,756 

offentlig.kons             0,093 

brutto.invester             0,020 

svenskindex             -29,995 

brott.capita             105061,819 

bygglov.nybygg.cap             224067,561 

ek.bist.capita             -3542526,130 

nyamn.plats.capita             364825,277 

tot.nystart.capita             -393179,431 

Intercept               -105709,643 
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Bilaga 7: 
 

LM6       
  

      

 

  
 

Variabel                 

lan=Varmland,Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,   
Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping, 1472,678 

Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm     

lan=Kalmar,Gavleborg,Halland,Vastmanland,Jamtland,Blekinge,     

Vasterbotten,Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,   1280,625 

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm       

lan=Vastmanland,Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,     

Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,   7757,981 

Norrbotten,V.Gotaland,Stockholm           

lan=Jamtland,Blekinge,Vasterbotten,Orebro,Dalarna,Ostergotland,     

Skane,Jonkoping,Kronoberg,Vasternorrland,Uppsala,Norrbotten,   1721,325 

V.Gotaland,Stockholm             

lan=Orebro,Dalarna,Ostergotland,Skane,Jonkoping,Kronoberg,     

Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm     501,693 

lan=Ostergotland,Skane,Jonkoping,Kronoberg,Vasternorrland,       

Uppsala,Norrbotten,V.Gotaland,Stockholm       1069,772 

lan=Kronoberg,Vasternorrland,Uppsala,Norrbotten,V.Gotaland,Stockholm 3485,278 

lan=Uppsala,Norrbotten,V.Gotaland,Stockholm       672,089 

lan=Norrbotten,V.Gotaland,Stockholm         17097,096 

lan=Stockholm             87784,262 

folkmangd               0,077 

folkmangd.arbetsfor             -0,004 

Medel.lder             658,809 

Medianinkomst             0,460 

Skattesats               10508,022 

andel.hogskoleutbildade           136,580 

Inflation               4915,591 

TCW.Index..m.nad.12.           -36,202 

offentlig.kons             0,093 

brutto.invester             0,020 

svenskindex             98,681 

brott.capita             105061,819 

bygglov.nybygg.cap             224067,561 

ek.bist.capita             -4627422,192 

nyamn.plats.capita             364825,277 

tot.nystart.capita             -393179,431 

Intercept               -260950,562 

 


