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Sammanfattning 

För närvarande utforskas quantum walk som en potentiell metod för att analysera medicinska 

bilder. Med inspiration från Gradys random walk-algoritm för bildbehandling har vi utvecklat 

en metod som bygger på de kvantmekaniska fördelar som quantum walk innehar för att 

detektera och segmentera medicinska bilder. Vidare har de segmenterade bilderna utvärderats 

utifrån klinisk relevans. Teoretiskt sett kan quantum walk-algoritmer erbjuda en mer effektiv 

metod för bildanalys inom medicin jämfört med traditionella metoder för bildsegmentering 

som exempelvis klassisk random walk, som inte bygger på kvantmekanik. Inom området finns 

omfattande potential för utveckling, och det är av yttersta vikt att fortsätta utforska och 

förbättra metoder. För närvarande kan det konstateras att det är en lång väg att vandra innan 

detta är något som kan appliceras i en klinisk miljö.  

 

Nyckelord: Tidsdiskret kvantvandring, medicinsk bildsegmentering, slumpmässig vandring, kvantvandring  
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Abstract 

Currently, quantum walk is being explored as a potential method for analyzing medical 

images. Taking inspiration from Grady's random walk algorithm for image processing, we 

have developed an approach that leverages the quantum mechanical advantages inherent in 

quantum walk to detect and segment medical images. Furthermore, the segmented images 

have been evaluated in terms of clinical relevance. Theoretically, quantum walk algorithms 

have the potential to offer a more efficient method for medical image analysis compared to 

traditional methods of image segmentation, such as classical random walk, which do not rely 

on quantum mechanics. Within this field, there is significant potential for development, and it 

is of utmost importance to continue exploring and refining these methods. However, it should 

be noted that there is a long way to go before this becomes something that can be applied in a 

clinical environment. 

Keywords: Discrete time quantum walk, medical image segmentation, random walk, quantum walk  
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1. Introduktion 

Quantum walk undersöks för närvarande som en potentiell metod för medicinsk bildanalys. 

Idén är att quantum walk skulle kunna användas för att analysera medicinska bilder för att 

upptäcka och segmentera objekt av intresse, såsom tumörer eller lesioner. Teoretiskt skulle 

quantum walk-algoritmer kunna erbjuda en mer effektiv metod för att analysera medicinska 

bilder jämfört med traditionella bildsegmenteringsmetoder, samt jämfört med klassisk 

random walk; vilket inte bygger på kvantmekanik. 

 

En kvantvandrare beskriver rörelsen av en partikel eller ett objekt på en graf, där dess 

position beskrivs av en kvantmekanisk vågfunktion [2]. Liksom i klassisk random walk kan 

partikeln ta slumpmässiga steg i olika riktningar, men i en quantum walk är partikeln både i 

en superposition av flera möjliga positioner men kan dessutom ta flera steg parallellt [2]. 

Quantum walk har visat sig vara användbara för många tillämpningar inom kvantberäkning 

och kvantalgoritmer; detta gäller exempelvis för sökalgoritmer, faktorisering av primtal och 

avbildning av grafer [3]. 

 

När det kommer till bildsegmentering så är quantum walk image segmentation en teknik som 

använder kvantmekaniska principer för att segmentera en bild i olika regioner [3]. Den 

grundläggande idén är att representera en bild som en graf. Bildens pixlar är grafens noder 

och kanterna mellan noderna representerar likheten mellan pixlarna. Quantum walk-

algoritmen utför sedan en random walk på denna graf för att identifiera de olika regionerna i 

bilden. Sannolikhetsfördelningen av en vandrare på grafen används för att identifiera 

regioner som har höga sannolikheter att besökas av vandraren. Dessa regioner markeras 

sedan som ett separat segment av bilden. Quantum walk erbjuder fördelar över klassisk 

random walk, särskilt inom områden som hastighet, sökeffektivitet och robusthet mot brus 

[4].  

 

I detta projekt analyserades quantum walk-algoritmer och dess tillämpningar för medicinska 

bilder. För att göra detta användes en kombination av analytiska och numeriska metoder. Vi 

jämförde diskreta quantum walk-algoritmer med klassiska random walk-algoritmer, samt 

undersökte deras egenskaper och hur de kan användas inom bildsegmenteringsfältet. 

Utvärderingen av bilderna skedde utifrån perspektivet klinisk relevans. Detta för att 

undersöka ifall metoden är tillräckligt noga för att appliceras i en klinisk miljö.  

1.1 Mål 

I detta projekt var målet att undersöka om det är möjligt att använda quantum walk baserade 

algoritmer för att genomföra segmentering av bilder för medicinska tillämpningar. 

 

Delmål 

• Skriva kod för att segmentera medicinska bilder m.h.a. discrete time quantum walk 

(DTQW) algoritmen. 
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• Utvärdera de segmenterade bilderna utifrån klinisk relevans. 

1.2 Avgränsningar  

Arbetet är begränsat till att utvärdera två sorters medicinska bilder. Det är bilder baserade på 

datortomografi (CT) och magnetisk resonanstomografi (MRT). Bilderna är även begränsade 

till samma patologiska förändring i en specifik patients hjärna, en hypodensitet i vänstra 

frontala loben som beror på melioidos.   
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2. Bakgrund 

För att kunna beskriva förutsättningar, villkor och parametrar för discrete time quantum walk 

beskrivs initialt dess föregångare, klassisk random walk. Det är även viktigt att beskriva vad 

bildsegmentering innebär och vilken funktion den fyller i en medicinsk kontext, samt vad det 

är som gör medicinska bilder annorlunda gentemot övriga bilder. 

 

Bildsegmentering används för att lösa vardagliga problem och är ett av de första stegen vid 

analys av bilder. Segmentering av medicinska bilder innebär att man delar upp en medicinsk 

bild i olika delar eller områden, vanligtvis för att identifiera och isolera intressanta regioner i 

bilden som kan innehålla patologiska förändringar eller andra funktionella eller anatomiska 

strukturer. Detta är en viktig process inom medicinsk bildanalys, eftersom det kan hjälpa till 

att hitta sjukdomar och stödja läkare i att göra diagnostiska beslut [5]. Diagnostisk 

avbildning är ett ypperligt kraftfullt verktyg inom medicin. MRT, CT och andra 

avbildningsmetoder ger ett effektivt sätt att beskriva anatomin hos en patient utan att behöva 

göra invasiva ingrepp. Dessa teknologier har stärkt kunskapen om normal och sjuklig 

anatomi för medicinsk forskning och är en avgörande del vid diagnostik och 

behandlingsplanering. 

 

Det som utgör inspirationen för quantum random walk bildsegmentering är en algoritm 

presenterad av Grady 2006. Grady [1] föreslår idén att utföra bildsegmentering m.h.a. 

klassisk random walk. Användaren definierar ett antal frön och med detta avser Grady en 

uppsättning pixlar i en bild som tilldelas etiketter, likt figur 1a. Vidare menar han att dessa 

etiketterade pixlar väljs vanligtvis av en människa baserat på tidigare kunskap om 

bildinnehållet eller genom visuell inspektion av bilden. Dessutom påpekar han att fröna 

används som initiala villkor för random walk-algoritmen för att bestämma sannolikheten för 

varje omarkerad pixel att tillhöra ett särskilt bildsegment. 

 
Figur 1: Gradys klassiska random walk – a) visar fröpunkter med segmentering och b) visar 

sannolikheten att en random walk som börjar från varje nod först når fröet L1 
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Algoritmen försöker sedan bestämma, för varje omärkt pixel, vilka sannolikheterna är att nå 

varje frö först genom en slumpmässig vandring som börjar från den givna pixeln [1]. Figur 

1b visar dessa sannolikheter för fröet L1. 

 

För att avgränsa vandraren sätts en så kallad vikt på kanten mellan två pixlar. Beta-

parametern används för att markera en större skillnad mellan pixlarna. Desto större värde på 

beta, desto mer betydande blir de starka skillnaderna mellan pixlarna. Därför resulterar en 

hög beta-parameter i att vandraren håller sig närmare sitt ursprungsfrö i stället för att sprida 

ut sig. T-värdet i sin tur avgör antalet steg vandraren tar. Det har en betydande inverkan på 

det slutliga resultatet. Om T-värdet är för litet kan det leda till att vissa vandrare inte får 

möjlighet att utforska bilden tillräckligt. Detta kan i sin tur resultera i att vissa segment som 

egentligen skall tillhöra den specifika vandraren annekteras av en annan vandrare från ett 

annat segment. 

 

Metoden som används för följande arbete är inspirerat av algoritmer baserad på teori från 

quantum walk. Algoritmen bygger på liknande principer som klassiska metoder, men med 

kvantmekaniska operatorer [4]. En av de mest kända tillämpningarna av DTQW är Grover's 

algoritm, som används för att söka igenom en ostrukturerad databas för att hitta en specifik 

plats. Grover's algoritm kan också ses som ett specialfall av en quantum walk. Denna 

algoritm för sökning på en osorterad databas ger en kvadratisk hastighetsförbättring jämfört 

med klassiska algoritmer [6]. 

2.1 Medicinska bilder 

Medicinska bilder är en central del av modern diagnostik och behandling av sjukdomar. 

Genom användning av avancerad teknologi, som röntgen, ultraljud, CT- och MRT-scanning 

är det möjligt för läkare och övriga medicinska specialister att få en detaljerad bild av 

kroppens inre strukturer och processer. Dessa bilder gör det möjligt för läkare att upptäcka 

och diagnostisera sjukdomar, övervaka behandlingar och planera kirurgiska ingrepp. 

Användningen av medicinska bilder har också lett till utvecklingen av nya 

behandlingsmetoder.  

 

Det är lätt att förstå vilken enorm betydelse medicinska bilder har för modern diagnostik och 

behandling av sjukdomar. Den stora skillnaden mellan medicinska bilder och övriga typer av 

bilder när det gäller bildsegmentering är att medicinska bilder ofta har en mycket högre grad 

av komplexitet och brus. Detta kan bero på olika faktorer såsom högupplösta bilder som 

innehåller mycket detaljer, olika nivåer av kontrast och textur i vävnader och organ, olika 

belysningsförhållanden, och olika typer av störningar och artefakter som kan uppstå under 

bildtagningen. För att hantera dessa utmaningar vid bildsegmentering av medicinska bilder 

används ofta specialiserade algoritmer och tekniker som är anpassade för att hantera den 

höga graden av komplexitet och brus. Detta inkluderar till exempel maskininlärningsmetoder 

som används för att klassificera olika delar av bilden baserat på tidigare inlärda egenskaper, 

eller mer avancerade metoder som probabilistiska grafiska modeller som kan modellera 

sambandet mellan olika bildpunkter på ett mer sofistikerat sätt. 
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Utmaningar med segmentering av medicinska bilder 

Utmaningarna relaterade till segmentering av medicinska bilder är många. En av 

anledningarna är variation i bildkvalitet och brus. Det är inte sällan bilderna har olika nivåer 

av brus i kontrast, upplösning och belysning. Problemet blir då att det är svårt att skilja 

mellan olika vävnadstyper och organ. Enligt Zhang et al [7] så är brus och variation i 

upplösning samt belysning en av de vanligaste orsakerna till misslyckade segmenteringar av 

hjärnvävnad. 

 

Bildkvaliteten kan påverkas av flera faktorer som till exempel bildteknik och 

skanningsparametrar, liksom av patienternas individuella biologiska variationer. Olika 

bildgivandetekniker kan också generera bilder med olika brusnivåer och upplösningar [7]. 

Till exempel kan MRT-bilder ha mer brus än CT-bilder, vilket kan göra det svårt att hitta 

exakta gränser mellan vävnadstyper. Det finns olika tekniker för att hantera variation i 

bildkvalitet och brus, till exempel förbearbetning av bilderna för att förbättra kontrasten eller 

reducera bruset, eller användning av olika segmenteringsalgoritmer som är robusta mot brus 

och variation i bildkvalitet. För att hantera utmaningen med variation i bildkvalitet och brus 

är det viktigt att använda en kombination av tekniker som är anpassade för den specifika 

bildtypen och problemet som ska lösas. Detta kräver ofta en grundlig analys av de 

medicinska bilderna och deras egenskaper samt en noggrann optimering av 

segmenteringsalgoritmen. 

 

En annan utmaning gällande segmentering av medicinska algoritmer är anatomisk variation. 

Det finns en mängd faktorer att ta hänsyn till när det kommer till kroppen, exempelvis 

patientens ålder, kön och hälsa; vilket kan leda till stora skillnader i både form och storlek på 

diverse organ och vävnader. Till exempel kan hjärtats storlek och form variera mycket 

mellan olika patienter. Det är något som gör det svårt att använda en generell algoritm för att 

segmentera hjärtat i medicinska bilder. För att hantera utmaningen med anatomisk variation 

behöver segmenteringsalgoritmer vara flexibla nog att hantera olika organ och vävnader som 

kan ha varierande storlek och form. Detta kan uppnås genom att använda algoritmer som kan 

anpassas till olika anatomiska förhållanden. Det är också viktigt att ha tillräcklig kunskap om 

den anatomiska variationen som kan förväntas för olika organ och vävnader, samt att 

använda avancerade bildregistreringsmetoder för att korrigera för skillnader i position och 

orientering av organ och vävnader mellan olika bilder. 

 

Ett annat problem att ta hänsyn till när det kommer till medicinsk avbildning är överlappning 

av strukturer. Organ och vävnader kan överlappa varandra i bilderna och detta kan i sin tur 

göra det svårt att urskilja dem från varandra. Detta är särskilt förekommande i bilder av buk- 

och bäckenregionen, samt vid hjärnbilder. För att motverka problematiken finns det flera 

tekniker som kan vara till fördel. En av dessa är multi-label segmentering. En pixel kan 

tilldelas flera etiketter som representerar de olika organen eller vävnaderna som överlappar. 
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2.2 Klassisk random walk 

Klassisk random walk är en matematisk modell som beskriver rörelsen hos en partikel eller 

ett objekt i en slumpmässig riktning [1]. En bra start är att föreställa sig en oändligt lång 

horisontell linje med en partikel som startar vid ὼ π, illustrerat i figur 2. Idén bygger på att 

partikeln rör sig slumpmässigt i en av två riktningar, vänster eller höger. Redan här är det 

värt att understryka en fundamental skillnad gentemot kvantmotsvarigheten. För den 

klassiska random walk modellen kan partikeln endast röra sig antingen vänster eller höger 

[1]. Alltså gäller inte superpositionsprincipen, vilket är ett kvantfenomen, som innebär att 

partikeln kan röra sig i flera riktningar samtidigt. Detta innebär konkret att ifall vi har en 

partikel vid ὼ π så kommer den röra sig ett steg ρ eller ρ med lika stor sannolikhet, 

illustrerat i figur 3, tillsammans med tillhörande kod i figur 1 i bilaga 1. Processen är en typ 

av Markov process [8]. Detta innebär att varje steg endast beror på positionen. Efter varje 

nytt steg har partikeln i fråga lika stor sannolikhet att röra sig vänster som höger. Detta är 

ännu en distinktion i jämförelse med motsvarande kvantmodell. Eftersom den klassiska 

modellen är av Markoviansk natur innebär detta att partikeln inte tar historia i beaktning till 

skillnad från kvantmotsvarigheten [8]. En lämplig parallell vore att jämföra med en 

slantsingling. Oavsett vilken sekvens av krona eller klave du fått är sannolikheten konstant 

samma vid varje nytt slantsinglingstillfälle. Gällande quantum walk modellen så är den icke-

Markoviansk i sin natur då nästa steg beror på nuvarande position, samt coin state, vilket 

erhåller ett minne av det förflutna [8]. 

 

 
Figur 2: Klassisk random walk på en oändlig linje – en vandrare som vid varje tidssteg rör sig 

antingen +1 eller –1. Sannolikheten att röra sig vänster eller höger är 50 %, alltså är p = ½. 
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Figur 3: Sannolikhetsfördelning att en vandrare befinner sig vid en given position efter 100 tidssteg 

av klassisk random walk 

2.3 Quantum random walk 

Konceptet quantum random walk föreslogs först i slutet av 1990-talet av Aharonov, som en 

förlängning av den klassiska modellen [9]. En vidareutveckling publicerades i början av 

2000-talet av J. Kempe där implementering av modellen för problem inom datavetenskap 

introducerades [10]. Huvudmålet inom detta fält är att studera sambandet mellan den 

klassiska modellen och dess kvantmotsvarighet och att erhålla och tillämpa universella 

metoder för att mäta och kvantifiera den senare modellens prestanda och egenskaper. 

 

Discrete time quantum walk (DTQW) 

Till skillnad från den klassiska diskreta modellen, där vandrarens tillstånd beskrivs av enbart 

dess position, består dess kvantmotsvarighet av två delsystem [11]: Det ena delsystemet 

kallas för position space medan det andra delsystemet kallas för coin space. 

 

Position space ꞊  är ett så kallat Hilbert space som sträcks över kanoniska basvektorer ȿὭἃ 

för varje uppnåbar vandrarposition i där varje nod märks med på varandra följande heltal 

nummer i. Vandrarens position beskrivs då enligt följande två ekvationer: 

 

 ȿɰἃ ὥȿὭἃ ( 1 ) 

 

Där ὥ i representerar en komplex sannolikhetsamplitud för partikeln när den befinner sig i 

tillståndet ȿὭἃ 
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 ᴁὥᴁ ρ ( 2 ) 

 

Där ᴁὥᴁ beskriver sannolikheten att observera partikeln i tillståndet ȿὭἃ. 

 

Coin space ꞊  – ett delsystem som bestämmer riktningen för vandraren i positionsutrymmet 

vid varje tidssteg. Dimensionaliteten beror på antalet möjliga drag av partikeln. 

 

Det fullständiga tillståndet av quantum walk [11] beskrivs enligt följande: 

 

 ȿɰἃ ȿɰἃἆȿɰἃȟȿɰἃɴ ꞊ ἆ꞊  ( 3 ) 

 

En viktig komponent i DTQW är användningen av en coinoperator i den enhetliga 

utvecklingen av vandringen. Coin operatorn är ansvarig för att bestämma vandrarens vägval 

vid varje steg under dess quantum walk. Den kan efterliknas ett tankeexperiment där en 

person kastar ett mynt vid en vägkorsning för att bestämma vägen den ska ta där resultatet är 

deterministisk. Detta medför att man kan förutsäga vad resultatet av operationen skulle bli 

ifall det aktuella tillståndet för coindelsystemet och coinoperatorn är känt. Det finns två olika 

typer av DTQW baserat på typen av coinoperator. 

 

Homogeneous DTQW – coinoperatorn är oberoende av position space och konstant under 

hela promenaden, den har formen: 

 

 ὅ ρἆὅᴂ ( 4 ) 

 

Där ρ är identitetsmatrisen som agerar på position space och ὅᴂ är den konstanta operatören 

som transformerar coin space delsystemet. 

 

Inhomogeneous DTQW – coin operatorn varierar enligt partikelns nuvarande position, den 

har formen: 

 ὅ ȿὭἃἂὭȿἆὅ  ( 5 ) 

 

Uttrycket ВȿὭἃἂὭȿ är lika med identitetsoperatorn ρ, vilket resulterar i att den inte 

förändrar position spacet. Genom att använda projektionsoperatorn ȿὭἃἂὭȿ appliceras 

lämplig ὅ operator på coin spacet enligt den aktuella positionen av vandraren. 

 

Shift operator – på denna operator rör sig vandraren (ändrar sin position) i den riktning som 

anges av coin spacets aktuella tillstånd. Den allmänna formen för shift operatorn för 

vandringen på grafen kan formuleras enligt följande: 
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 Ὓ ȿὺὭȟὮἃἂὭȿἆȿὮἃἂὮȿ 
( 6 ) 

 

Där Ὠ är graden av noden Ὥ och ὺὭȟὮ betecknar grannen till Ὥ ansluten till dess Ὦ:te kant. 

В ȿὮἃἂὮȿ har ingen effekt på coin spacet i sig, men tillsammans med ȿὺὭȟὮἃἂὭȿ tillåts 

en korrekt förflyttning i enlighet med vandrarens tillstånd. 

 

Vid varje steg av vandringen appliceras coin operatorn direkt följt av shift operatorn. Så för 

att förkorta notationen kan de två operatorerna kombineras till en enhetsoperator U: 

 

 Ὗ Ὓὅ 
( 7 ) 

 

Operatorer representeras som kvadratiska matriser med samma storlek som spacet de verkar 

på. Som alla operatorer i fältet quantum computing måste ovanstående operatorer vara 

reversibla. Detta säkerställs genom att endast använda enhetsoperatorer. 

 

DTQW på en oändlig linje 

Om vi föreställer oss scenariot med quantum walk på en oändlig linje som illustrerades av 

figur 2 tillsammans med dess sannolikheter av figur 3 kan vi ge följande beskrivning: 

 

Ett position space ꞊  med bastillstånd ȣȟȿςἃȟȿρἃȟȿπἃȟȿρἃȟȿςἃȟȣ  och en coin 

space ꞊  med två bastillstånd ȿNἃȟȿOἃ . Shift operatorn Ὓ antar den förenklade formen 

av ekvation 6: 

 

 Ὓ ȿὭ ρἃἂὭȿἆȿNἃἂN ȿ ȿὭ ρἃἂὭȿἆȿOἃἂO ȿ  ( 8 ) 

 

Coin operatorn ὅ ρἆὅᴂ där ὅᴂ kan vara en godtycklig ςὼς enhetsoperator. Valet av 

denna operator har en enorm inverkan på beteendet av quantum walk. En annan viktig 

operator är Hadamardoperatorn [11] som är en grundläggande kvantoperator, som ofta 

används i quantum walk-algoritmer på grund av dess egenskap att skapa 

superpositionstillstånd, och dess egenskap som möjliggör en quantum walk att spridas 

exponentiellt snabbare än en klassisk random walk: 

 

 Ὄ
ρ

Ѝς

ρ ρ
ρ ρ

 
( 9 ) 

 

Superpositionstillståndet introduceras vid tillämpning av operatorn på ett bastillstånd: 

 

 ὌȿNἃ
ȿNἃ ȿOἃ

Ѝς
 

( 10 ) 



 

10 

ὌȿOἃ
ȿNἃ ȿOἃ

Ѝς
 

 

Det sista valet är valet av initialtillstånd. När vandraren startar vid position 0 är det initiala 

tillståndet för position space lika med ȿπἃ. 

 

Sannolikhetsfördelningar ï DTQW 

Nedan presenteras grafer som representerar sannolikhetsfördelningar relaterade till de olika 

algoritmerna. Sannolikhet är en fundamental aspekt att ta hänsyn till och ligger till grund för 

de beräkningar som krävs för segmentering av bilder. 

 

I det första exemplet antas en initial coin state som ett bastillstånd ȿNἃ. Det initiala 

tillståndet för vandringen antar då ȿɰἃ ȿπἃἆȿNἃ. 

 

Till en början verkar vandraren bete sig precis som i den klassiska modellen, men efter tredje 

steget börjar det bildas en preferens mot de negativa positionerna. Från och med det femte 

steget visas två toppar i båda ändarna av fördelningen, medan i mitten (positioner runt 0) är 

fördelningen nästan enhetlig och sannolikheten att hitta vandraren där är ganska låg. Detta 

kan tydligt ses i figur 4 som visar sannolikhetsfördelningarna för att hitta vandraren i en 

given position efter 100 steg. Motsvarande kod för figur 4 kan hittas i figur 2 i bilaga 1 

 
Figur 4: Sannolikhetsfördelning att en vandrare befinner sig vid en given position efter 100 tidssteg 

av DTQW. Initial state: ȿɰἃ ȿπἃἆȿNἃ. 

 

I det andra exemplet antas en initial coin state som ett bastillstånd ȿNἃ. Det initiala 

tillståndet för vandringen antar då ȿɰἃ ȿπἃἆȿOἃ. 
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Figur 5, tillsammans med tillhörande kod i figur 3 i bilaga 1, illustrerar beteendet för 

vandraren i detta exempel. Som förutspått är vandrarens beteende och dess fördelning 

symmetrisk med det första fallet och en preferens bildas mot de positiva positionerna. 

 
Figur 5: Sannolikhetsfördelning att en vandrare befinner sig vid en given position efter 100 tidssteg 

av DTQW. Initial state: ȿɰἃ ȿπἃἆȿOἃ. 

 

För en uppställning av vandringen som skulle resultera i ett symmetriskt beteende valdes 

följande initiala villkor: ȿɰἃ
Ѝ
ȿπἃἆ ȿNἃ ὭȿOἃ . 

 

Dessa villkor är en kombination av de två tidigare initialvillkoren. Något som dock skiljer 

dessa initialvillkor från de två föregående fallen är den imaginära enheten i. Den fungerar 

som en fasförskjutning på en av komponenterna, vilket förhindrar dem från att störa och 

upphäva vandringen i en riktning. Fördelningen är symmetrisk och med formen som 

summan av fördelningarna som visas i figurer 4 och figur 5, vilket kan observeras i figur 6, 

tillsammans med tillhörande kod i figur 4 i bilaga 1. 
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Figur 6: Sannolikhetsfördelning att en vandrare befinner sig vid en given position efter 100 tidssteg 

av DTQW. Initial state: ȿɰἃ
Ѝ
ȿπἃἆ ȿNἃ ὭȿOἃ . 

 

Slutligen illustreras en jämförelse av sannolikhetsfördelningarna mellan den klassiska 

random walk och DTQW i figur 7 tillsammans med tillhörande kod i figur 5 i bilaga 1. 

 
Figur 7: Jämförelse av sannolikhetsfördelningar mellan DTQW och klassisk random walk. 
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3. Metod 

Kvalitén på segmenteringen berodde i många avseende på val av parametrar. Redan vid ett 

tidigt stadie blev det tydligt hur viktiga dessa parametrar var. Experimenten utfördes således 

genom att parametrarna i koden modifierades och sedan kördes koden. Detta skedde ett 

upprepat antal tillfällen och därav erhölls flertalet segmenterade bilder som därefter 

undersöktes visuellt med fokus på parametervärden.  

Vidare tillkommer tekniska detaljer kring utförandet, stegvis formulerat. Områden som 

omfattas inkluderar en beskrivning kring hur en bild transformeras till en graf, vilka typer av 

tillstånd som innefattas och vad dessa innebär samt en förklaring av hur frön tillämpas och 

hur detta relateras till sannolikhetsfördelningar som presenterades i bakgrund.  

I detta fall var området av intresse en hypodensitet i vänstra frontala loben som berodde på 

melioidos. Storleken på originalbilden var 860 x 288 pixlar (ca. 228 x 76 mm). 

Originalbilden delades sedan upp i tre. Storleken på de tre bilderna var 286 x 288 pixlar (ca 

ca. 75 x 76 mm) med en upplösning på 96 dpi. Bilderna erhölls från [12] med tillstånd av 

Wei-yuan Huang, Gang Wu, Feng Chen, Meng-meng Li och Jian-jun Li (CC BY 4.0).  

3.1 Material 

Programmeringsspråket som användes för kodandet är Python 3.11.1 (Python Software 

Foundation, https://www.python.org/), tillsammans med QuTip paketet, version 4.7.1 [13]. 

Programmet genomfördes på en persondator med Intel® Core™ i7-13700K processor med 

16 kärnor, 24 trådar och 3.4 GHz hastighet tillsammans med 16 GB RAM. 

 

3.2 Konfiguration 

Färgkodningen av frön definierades genom att skapa två s.k. lexikon i koden. Det första 

kopplade färgnamn till numeriska värden. Färgen vit fick värdet 0 och svart fick värdet 1. 

Sedan fick färgerna röd, grön och blå värdena 2, 3 och 4 i den ordningen. På liknande sätt 

kopplade det andra lexikonet samman färgnamn till RGB-färgvärden. Detta genom en array 

med tre heltal. Det första heltalet representerade den röda komponenten, det andra den gröna 

komponenten och slutligen det tredje heltalet representerade den blåa komponenten.    

 

Det placerades manuellt ut en uppsättning frön på en bild av intresse. Dessa delades in i 

olika kategorier beroende på bildens pixeluppsättning. För att uppnå ett bättre resultat spreds 

dessa frön jämnt över bilden. Att skapa områden med hög täthet av frön från en specifik 

kategori nära områden med färre frön från en annan kategori undveks. Områden med svaga 

och otydliga gränser erhöll en högre koncentration av frön för det underlättade en 

särskiljning av pixlarna. Tre olika beta-värden, 50, 100 och 150 användes för de tre olika 

bilderna. Dels för att påvisa skillnaderna som uppstår med olika vikter, dels för att underlätta 

senare jämförelser av resultaten. T-värdet valdes experimentellt till 60, genomgående för alla 

bilder för att underlätta senare jämförelser av resultaten. Efter T antal iterationer erhölls en 

segmenterad bild. 
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3.3 Grafkonvertering  

Det första steget handlade om att konvertera bilden av intresse till en viktad graf. Varje pixel 

i bilden är tänkt att motsvara en nod i grafen. Bilderna, som var ִיὼ  ﬞpixlar, konverterades 

till att ha ִיὼ  ﬞnoder i grafen. Mellan noderna skapades så kallade kanter som band 

samman grafens noder. Detta inkluderade horisontella och vertikala kanter. Kanterna mellan 

noderna representerade sambandet mellan pixlarna i bilden och möjliggjorde att vandraren 

kunde röra sig från en pixel till en annan. Vid konverteringen från bild till viktad graf 

användes en så kallad adjacencymatris. Det gjorde att varje nod erhöll en förbindelse mellan 

sina grannar i form av en matris. Vid konstruktionen av grafen skapades det motsvarande 

noder för varje pixel i bilden. På så sätt kunde närliggande pixlar delas in i områden med 

motsvarande kanter i grafen, baserat på nodernas position gentemot varandra. 

 

Den konstruerade grafen tog hänsyn till de viktade noderna och uppmuntrade vandraren att 

gå mot liknande pixlar och samtidigt undvika att korsa starka gränser. Detta förhållande kan 

uttryckas genom att sätta en vikt ύ ȟ  på varje kant som förbinder två pixlar ὴ  och ὴ  i 

grafen. Här tillämpas följande ekvation, föreslagen av Grady [1]: 

 

 ύ ȟ Ὡ

ȟ

ȟ ȟ
πȟ                        

ὭὪὥὰὰ ὴ έὧὬ ὴ ßὶ ὥὲίὰόὸὲὥ

ὥὲὲὥὶί                                        
 

( 11 ) 

 

Där Ὠὴȟὴ  är ett mått på pixellikhet, definierat nedan, och  är en fri parameter som är 

ansvarig för att framhäva de större skillnaderna. 

 

 Ὠὴȟὴ ὴ ὧ ὴ ὧ  ( 12 ) 

 

Där ὧ är de successiva kanalerna av pixlar, RGB. 
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3.4 DTQW-algoritmen 

Efter konvertering från bild till graf utfördes en stegvis konstruktion av koden utifrån 

följande algoritm. De matematiska ekvationer som stod till grund för detta, förutom 

viktberäkning ovan, presenterades i bakgrund.  

 

1. Beräkna vikter 

2. Konstruera shift operator 

3. Konstruera coin operator 

4. Konstruera enhetsoperator 

5. Utför vandring för varje frö 

a. Ange initialtillstånd för fröet 

b. För varje t  ɴT 

i. Utför förflyttning 

ii. Beräkna sannolikhetsdistribution för vandraren 

6. För i = 0 → till M – 1 gör 

a. För j = 0 → N – 1 gör 

i. Bestäm frö med högst uppmätt sannolikhet för pixel_ij 

ii. Ange etikett 

3.5 Klinisk relevans 

Slutligen erhölls segmenterade medicinska bilder. Dessa bedömdes utifrån en subjektiv 

ögonbedömning. Detta grundade sig främst i hur noggrant de segmenterade bilderna 

lyckades avbilda geometrin av den patologiska förändringen hos patienten. 
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4. Resultat 

Arbetets resultat kommer presenteras nedan med tre medicinska bilder på samma hjärna, 

med tre olika sätt att framställa dessa. Den första är en CT-bild, den andra en T1-viktad 

MRT-bild och den tredje och sista bilden är en T2-viktad MRT-bild. Initialt presenteras en 

originalbild. Bredvid denna originalbild redovisas placering av frön. Koordinaterna av dessa 

frön extraherades för att få en tydligare visuell uppfattning kring geometrier. Dessa frön har 

placerats manuellt och valts utifrån premisser som presenterades i metod. Under 

originalbilden samt bilden av fröplacering tillkommer en sekvens av bilder där DTQW-

algoritmen med olika parametervärden har använts för att segmentera ett område av intresse. 

4.1 Segmentering av CT-bild 

Initialt användes en CT-bild i gråskala på en patient med en hypodensitet i vänstra 

frontalloben som kan observeras i figur 8. I figuren syns även en bild på fröplacering med 

fyra olika färger, nämligen svart, vit, grön och röd. Antalet svarta och vita frön är 4 vardera 

medan antalet röda och gröna är åtskilligt flera. 

 
Figur 8: På den vänstra bilden syns en CT-bild av en hjärna som visar hypodensitet i vänstra frontala 

loben. Högra bilden visar placering av frön. 
 

Segmenteringen av CT-bilden i figur 8 kan observeras i figur 9. Här presenteras tre olika 

bilder med samma T-värde (60) och tre olika betavärden, nämligen 50, 100 och 150 från 

vänster till höger. 

 

Figur 9: Segmentering av CT-bild ovan med följande parametervärden från vänster till höger, beta = 

50, 100, 150 och T = 60 för samtliga. 
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4.2 Segmentering av T1-Viktad MRT-bild 

Härnäst kan en T1-viktad MRT-bild i gråskala, på samma patient som nämnts tidigare, 

observeras i figur 10. I figuren syns även likt innan en bild på fröplacering, med undantaget 

att det nu är fem olika färger, nämligen svart, vit, grön, röd och blå. Antalet svarta frön är 

detsamma i antal men antalet vita frön är fler. De blåa fröna dominerar i antalet. 

 

Figur 10: Den vänstra bilden visar en T1-viktad MRT-bild av samma hjärna som tidigare nämnt. Den 

högra bilden visar placering av frön. 

 

Segmenteringen av den T1-viktade MRT-bilden i figur 10 kan observeras i figur 11. Här 

presenteras tre olika bilder med samma parametervärden likt innan. Något som går att 

observera är hur de vita områdena dominerar för det lägre betavärdet. 

 

Figur 11: Segmentering av T1-bild ovan med följande parametervärden från vänster till höger, beta = 

50, 100, 150 och T = 60 för samtliga. 

 

4.3 Segmentering av T2-viktad MRT-bild 

Slutligen kan en T2-viktad MRT-bild i gråskala, på samma patient som nämnts tidigare, 

observeras i figur 12. I figuren syns även fröplacering likt tidigare bilder, med undantaget att 

det nu är tre olika färger, nämligen svart, grön och röd. Antalet svarta frön är fler i antalet än 

tidigare. Fröna är sporadiskt utspridda och likt tidigare valdes en lila bakgrund för att lättare 

kunna urskilja fröplaceringen. 
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Figur 12: Den vänstra bilden visar en T2-viktad MRT-bild av samma hjärna som tidigare nämnt. Den 

högra bilden visar placering av frön. 

 

Segmenteringen av den T2-viktade MRT-bilden i figur 12 kan observeras i figur 13. Här 

presenteras tre olika bilder med samma parametervärden likt innan. Något som går att 

observera är hur den gröna konturen är relativt diffus och ändras markant mellan olika 

betavärden. 

 

 

Figur 13: Segmentering av T2-bild ovan med följande parametervärden från vänster till höger, beta = 

50, 100, 150 och T = 60 för samtliga. 
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5. Diskussion 

Projektets resultat presenterades i sin helhet med figurer i form av medicinska bilder med 

tillhörande segmentering av dessa bilder. Bilderna som använts är av samma hjärna där 

patienten haft en hypodensitet i vänstra frontala loben. Hypodensitet är en medicinsk term 

som används för att beskriva en reducerad densitet i en specifik vävnad eller region i 

kroppen. Detta kan ha orsakats på grund av diverse olika anledningar. I detta fall har 

patienten i fråga melioidos.  

 

I texten nedan utvärderas resultatet utifrån klinisk relevans. Detta ger upphov till frågan ifall 

segmenteringen gör ett tillräckligt bra arbete för att kunna identifiera strukturer och regioner 

av intresse med så pass hög precision att det finns potential att tillämpa detta i en klinisk 

miljö. Med andra ord så ska segmenteringen vara kapabel att urskilja olika delar av hjärnan 

noggrant.  

5.1 Analys av metod 

Val av parametrar  

Det fanns tre konfigurerbara parametrar – frön, beta samt T. Alla dessa parametrar valdes 

experimentellt, dvs bestämdes utifrån vilka värden som genererade den mest optimala 

segmenteringen, detta utifrån en subjektiv ögonbedömning. En viktig aspekt att poängtera 

angående parametervalen är att de har justerats utifrån vad som är optimalt för medicinska 

bilder och att förutsättningarna vad gäller andra bilder kan variera. En sådan aspekt kan 

exempelvis vara färg. Bilderna vi har använt är av gråskalig karaktär medan andra bilder kan 

innehålla flera olika färger från det fullskaliga färgspektrumet. Detta är en viktig variabel att 

ta hänsyn till vid placeringen av frön samt bestämning av beta i synnerhet. Anledningen till 

att det inte är av betydelse för T är för att denna parameter är främst knuten till bildens 

dimensioner.  

 

Det följer naturligt att valet av T är konstant för alla bilder då dimensionerna är uniforma. 

Värdet på T valdes till 60 efter ett antal försök. Fröna däremot, som användaren placerar, 

väljs utifrån hur stor andel av bilden som har denna färg. Ifall objektet som ska avbildas till 

en stor del består av en grå nyans följer det därav naturligt att denna gråa nyans har flest 

frön. Detta är för att undvika onaturliga övergångar för vandraren. Ifall koncentrationen av 

frön är hög bredvid ett område där koncentrationen är låg kan vandraren segmentera bilden 

felaktigt. Detta i synnerhet i områden på bilden där det sker en övergång av färger, då sker 

en bias för segmentet med högre koncentration av frön. Identifiering av objektsgränser är 

även betydande vid val av betaparameter. Ifall beta är för lågt tas inte små skillnader i 

pixelintensitet i beaktning vilket leder till en för stor generalisering. Exempelvis är det stor 

skillnad mellan en mörk nyans av grå och en ljus nyans av grå men dessa riskerar att 

avbildas på samma sätt. Ifall betaparametern är för hög så riskerar regioner bli 

översegmenterade på grund av små skillnader i pixelintensitet. 
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Algoritm 

Likt alla algoritmer har DTQW för bildbehandling sina fördelar och nackdelar. En av de 

främsta fördelarna är dess flexibilitet gällande modifiering av parametrar. Genom att kunna 

justera diverse parametrar kan vi uppfylla olika segmenteringsbehov och karaktäristik hos 

bilder av intresse. Detta innebär alltså att denna algoritm inte bara kan användas för 

medicinska bilder, som anses vara av komplex karaktär, utan även andra typer av bilder. En 

till fördel att poängtera är den kvantitativa naturen av algoritmen. Eftersom algoritmen 

bygger på sannolikhetsfördelning av pixlar kan detta ge en mer exakt avbildning än andra 

metoder så som GrabCut och Interactive Level Sets. 

 

Den kvantitativa naturen kan även anses vara en del i vad som gör detta problematiskt. 

Komplexiteten gör att algoritmen är svår att optimera. Det är många delar som verkar i 

symbios så minsta förändring vad gäller exempelvis parametervärden kan göra att 

segmenteringen inte avbildar korrekt överhuvudtaget. Denna komplexitet gör även att det 

kräver hög prestanda från datorn, varje simulering tar minimum några minuter.  

 

Komplexitet hade inte varit en problematisk faktor ifall detta hade implementerats på en 

kvantdator. Tvärtemot hade denna implementering ansetts vara för enkel och algoritmen 

hade kunnat modifieras till en granskning av varje enskild pixel i stället för gruppering av 

pixlar beroende på sannolikhet som är fallet nu. Utgångspunkten för vandraren hade alltså 

inte varit varje frö, utan det hade blivit en iteration per pixel. Bilderna vi har använt har 

dimensionerna 286 x 288, detta hade alltså resulterat i drygt 80 tusen iterationer vilket inte är 

möjligt för en vanlig persondator. 

5.2 Analys av resultat 

Utvärdering ï CT-bild 

Rent visuellt är det möjligt att dra slutsatsen att egenskaperna hos CT-bilden, dvs. figur 8, 

skiljer sig från MRT bilderna från figur 10 och figur 12. Generellt är en fördel med CT-

bilder att de på ett effektivt sätt skiljer mellan mjukvävnader och benvävnader, vilket kan 

analyseras i nyansen på gråskalan. Det är dock tydligt att just figur 8 är brusigare än andra 

CT-bilder, vilket inte är att föredra vid en bildsegmentering då det är svårare att urskilja 

olika regioner. CT har vanligtvis en högre upplösning jämfört med MRT. Eftersom bilderna i 

denna studie har samma upplösning, påverkas inte resultatet av detta faktum. 

 

Vid jämförelse av de olika bilderna i figur 9 syns det att huvudets kontur inte definieras 

tydligt vid låga värden på beta. Skallbenet som är av tydlig elliptisk karaktär utgör en relativt 

stor del av figur 8 jämfört med MRT-bilderna, där konturen är tunnare. Skallbenet 

representeras i stället av fyra små osammanhängande vita segment. I stället är det gröna 

området, det vill säga den delen som ska representera hjärnans normala vävnad, 

överrepresenterat. Med ett ökande betavärde så fås en mycket bättre segmentering av den 

vita regionen, vilket kan betraktas i figur 9.  

 

Gällande regionen av intresse, det vill säga hypodensiteten i vänstra frontala loben, så fås 

inte en tillfredsställande segmentering. Segmenteringen är inte nära att göra en exakt 
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representation av regionen utan geometrin skiljer sig avsevärt relativt originalbilden i figur 8. 

Detta är relaterat till brus, bildupplösning och kontrast. Oavsett värde på betaparametern är 

det svårt att urskilja de olika regionerna då det är väldigt små nyansskillnader. 

 

Utvärdering ï T1-viktad MRT-bild 

Bildsegmenteringen blir mycket bättre i fallet för den T1-viktade MRT-bilden i figur 10. 

Detta beror främst på faktorer som nämnts tidigare; som brus, bildupplösning samt kontrast. 

Även vid denna segmentering syns en tydlig trend som beror på betaparametern. Vid låga 

värden rekonstrueras inte huvudets kontur till en elliptisk geometri, utan de vita regionerna 

sträcker sig utanför vad den bör i både x- och y-riktning. För att förstå sig på detta krävs det 

en förståelse av den inverkan som parametern har. I figur 11 kan vi betrakta att lägre 

betavärden resulterar i att vandraren är mer benägen att utforska större områden, detta då 

resultatet av viktberäkningarna gör att pixelskillnaderna blir svaga. Eftersom 

pixelskillnaderna är svaga kan inte vandraren göra en distinktion mellan olika regioner och 

därav blir huvudets kontur felaktig. 

 

Vidare utvärderas regionen av intresse, det vill säga hypodensiteten i vänstra frontala loben. 

Det finns tydliga kontraster i området. Centralt är det svart och med ökande radie blir det 

mer mörkgrått. Ett lågt värde på beta gör ett förvånansvärt bra jobb att framställa området 

med hög precision. Vid jämförelse med bilderna som har ett högre betavärde ser man inga 

tydliga skillnader, utan geometrin i sin helhet är intakt. Vid noggrann analys ser vi att det 

högsta beta värdet inte har lika spetsiga kanter på flera platser när det kommer till det gröna 

och röda området. Detta innebär att det skett en förbättring. 

 

Utvärdering ï T2-viktad MRT-bild 

Huvudets kontur i figur 12 representeras som en tunn mörkgrå remsa mitt emellan två svarta 

regioner. Denna kontur är svår att avbilda, vilket kan observeras i figur 13. Likt vid 

föregående bild (figur 11) innebär svaga pixelskillnader att vandraren inte kan göra en 

distinktion mellan olika intensitetsvärden. Skillnaden här är dock att det inte existerar ett fall 

där konturen finns med, medan vid föregående bild (figur 11) samt det första exemplet (figur 

9) hjälpte det att öka betaparametern för att få en mer exakt avbildning. 

 

Vidare vad gäller området med lägre densitet så är segmenteringen undermålig utifrån 

klinisk relevans. Det är inte en lika dålig representation som CT-bilden men fortfarande inte 

bra nog. Geometrin skiljer sig åt och den lyckas inte segmentera de olika nyanserna inom 

området. Det som kan nämnas dock är att resultatet blir bättre med en ökande betaparameter 

när det kommer till att segmentera området av intresse. 
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6. Slutsats 

Det är teoretiskt möjligt att använda en quantum walk inspirerad algoritm för att segmentera 

medicinska bilder. Sett till klinisk relevans är dock resultatet inte tillfredsställande. Bäst 

resultat uppnåddes för den T1-viktade MRT-bilden. Betydande utmaningar med avseende på 

kvalitet uppstod vid framställningen av CT-bilden och den T2-viktade MRT-bilden. 
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Bilaga 1: Kod för sannolikhetsfördelningar 

 
Figur 1. MatLab-kod för sannolikhetsfördelning att en vandrare befinner sig vid en given position 

efter 100 tidssteg av klassisk random walk 

 

Figur 2: MatLab-kod för sannolikhetsfördelningen att en vandrare befinner sig vid en given position 

efter 100 tidssteg av DTQW. Initial state: ȿɰἃ ȿπἃἆȿNἃ. 
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Figur 3: MatLab-kod för sannolikhetsfördelningen att en vandrare befinner sig vid en given position 

efter 100 tidssteg av DTQW. Initial state: ȿɰἃ ȿπἃἆȿOἃ. 

 

 

 
Figur 4: MatLab-kod för sannolikhetsfördelningen att en vandrare befinner sig vid en given position 

efter 100 tidssteg av DTQW. Initial state: ȿɰἃ
Ѝ
ȿπἃἆ ȿNἃ ὭȿOἃ .  
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Figur 5: MatLab-kod för jämförelse av sannolikhetsfördelningar mellan DTQW och klassisk random 

walk. 
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