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Neural maskinoversattning av gawarbati

Katarina Gillholm

Sammanfattning

Nya neurala modeller har lett till stora framsteg inom maskindversittning, men fungerar fortfa-
rande sdmre pa sprak som saknar stora mdngder parallella data, s& kallade lagresurssprik. Ga-
warbati &r ett litet, hotat lagresurssprdk dar endast 5000 parallella meningar finns tillgdngligt.
Denna uppsats anvinder dverforingsinldrning och hyperparametrar optimerade for sma data-
méngder for att undersdka mojligheter och begrdnsningar for neural maskindversittning fran
gawarbati till engelska. Genom att anvidnda dverforingsinlarning dér en fordldramodell forst
trdnades pa hindi-engelska forbattrades overséttningar med 1.8 BLEU och 1.3 chrF. Hyperpara-
metrar optimerade for sma dataméngder 6kade BLEU med 0.6 men minskade chrF med 1. Att
kombinera overforingsinldrning och hyperparametrar optimerade for sma datamangder forsam-
rade resultatet med 0.5 BLEU och 2.2 chrF. De neurala modellerna jimfors med och presterar
bittre dn ordbaserad statistisk maskindversittning och GPT-3. Den bést presterande modellen
uppnadde endast 2.8 BLEU och 19 chrF, vilket belyser begridnsningarna av maskindverséttning
pa lagresurssprak samt det kritiska behovet av mer data.

Nyckelord

Maskindversittning, neural maskinoversittning, NMT, ldgresurssprak, gawarbati, overforingsin-
larning, GPT

Abstract

Recent neural models have led to huge improvements in machine translation, but performance
is still suboptimal for languages without large parallel datasets, so called low resource langua-
ges. Gawarbati is a small, threatened low resource language with only 5000 parallel sentences.
This thesis uses transfer learning and hyperparameters optimized for small datasets to explore
possibilities and limitations for neural machine translation from Gawarbati to English. Transfer
learning, where the parent model was trained on parallel data between Hindi and English, impro-
ved results by 1.8 BLEU and 1.3 chrF. Hyperparameters optimized for small datasets increased
BLEU by 0.6 but decreased chrF by 1. Combining transfer learning and hyperparameters opti-
mized for small datasets led to a decrease in performance by 0.5 BLEU and 2.2 chrF. The neural
models outperform a word based statistical machine translation and GPT-3. The highest perfor-
ming model only achieved 2.8 BLEU and 19 chrF, which illustrates the limitations of machine
translation for low resource languages and the critical need for more data.
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Machine translation, neural machine translation, NMT, low resource language, gawarbati, trans-
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1 Inledning

De senaste aren har stora framsteg skett inom maskinoverséttning. Nya, neurala modeller har lett
till en markant forbéttring av maskindversatta meningar och blivit standard inom bade forskning
och 1 kommersiella syften. For att trdna en neural modell kravs typiskt stora mingder data,
ofta i form av parallella meningar mellan tvé sprdk. For majoriteten av vérldens cirka 7000
sprik saknas dock stora méangder parallella meningar, sa kallade 1agresurssprak, vilket forsvarar
anvandandet av neurala modeller. Hur kan neural maskindversittning forbéttras for de tusentals
sprak med begransad mangd data? Det ar levande forskningsfraga och ett flertal olika tekniker
och metoder har utvecklats for att forsoka 16sa problemet. Denna uppsats undersoker mojligheter
och begrénsningar for neural maskindversittning for ldgresurssprak. Mer specifikt undersoks
spraket gawarbati, ett indoariskt sprdk med cirka 8000 — 36 000 talare 1 norra Pakistan och
norra Afghanistan (Bashir 2007; Eberhard och Simons 2022). Det &r ett tidigare odokumenterat
sprak, men ett pagaende dokumentationsprojekt har gett upphov till cirka 5000 transkriberade
meningar.

I denna uppsats anvidnds dverforingsinldrning, tva olika konfigurationer av hyperparametrar
samt GPT-3 for att undersoka hur 5000 meningar pa gawarbati bast nyttjas.

Overforingsinlirning innebir att en uppgift 16ses med hjilp av kunskaper 4rvda fran en an-
nan, liknande uppgift. I denna uppsats har en sprakmodell forst trdnats pa parallella meningar
mellan hindi och engelska, dérefter fors kunskaperna over till en modell som trdnas vidare pé
parallella meningar mellan gawarbati och engelska. Overforingsinlérning sker i stil med Kocmi
och Bojar (2018) som fann att dverforingsinldrning kan forbattra verséttningar for 1dgresurs-
sprak.

Neurala modellers resultat paverkas av hyperparametrarna som anvinds vid traning. Med
hyperparametrar menas fordefinierade virden som paverkar modellens storlek och trianing. Ef-
tersom hyperparameteroptimering dr bade tidskrdvande och resurskridvande ateranvinder denna
uppsats hyperparameterkonfigurationer som tidigare forskning visat framgangsrika. Den forsta
konfigurationen ar standardkonfigurationen for ramverket OpenNMT (Klein m. fl. 2017) och
den andra ar en konfiguration som Araabi och Monz (2020) fann 1dmplig for sma datamangder.

De tva konfigurationerna anviands pa modeller trinade pa endast gawarbati-engelska och
modeller trinade med dverforingsinldrning. Resultaten jamfors med GPT-3 och en ordbaserad
statistisk maskindverséttning i syfte att finna den bésta dverséttningsmodellen for gawarbati.



2 Bakgrund

2.1 Maskinoversittning

I en allt mer globaliserad virld 6kar behovet av att kommunicera over sprakgranser, vilket 6kar
behovet av maskindverséttning. Sedan 1950-talet har olika metoder anvints for maskindver-
sattning. De tidigaste systemen anvinde framst regelbaserad maskindverséttning, dé lingvistisk
kunskap formaliserades till regler samt ett lexikon som tillsammans mdjliggjorde dverséttning
frén kéllsprak till malsprék. Regelbaserad maskindverséttning ersattes senare av statistisk ma-
skindversittning som var den ledande metoden for maskindversittning under manga ar. Statis-
tisk maskindversdttning anvénder statistiska modeller utvecklade gentemot tvasprakiga paral-
lella dataméngder. Pa senare ar har neural maskindversittning (eng. Neural Machine Transla-
tion. Ofta forkortat NMT) blivit standard inom béde forskning och kommersiella syften. Neural
maskindversittning anvéinder artificiella neuronnit. Modellen bestar av tvd sammankopplade
ndtverk, kodaren och avkodaren. Kodaren tar en sekvens pa kéllspraket och omkodar informa-
tionen till en vektorrepresentation. Ddrefter omvandlar avkodaren vektorn till en sekvens av
tecken pd malspréket. Det finns olika typer av neuronnit. En av de typerna forsta var Recur-
rent Neural Network (RNN) men pa senare tid har transformer-arkitekturen dkat i popularitet
(S. Sharma m. fl. 2021). Transformer-arkitekturen presenterades forst av Vaswani, Shazeer m. fl.
(2018). Transformers anvinder endast sjdlvuppmérksamhet for att bearbeta input och generera
output, vilket mojliggor att modellen mer effektivt kan bearbeta grammatiska relationer mellan
ord langt ifran varandra i en mening. Transformer-arkitekturen anvéinder komponenter som fler-
hovdad sjalvuppmarksamhet, flerlagersperceptron och normalisering av lager (eng. multi-head
self attention, multilevel perceptron, layer normalization).

Neural maskindverséttning presterar generellt sett béttre 4n den tidigare dominerande meto-
den statistisk maskindversattning (Junczys-Dowmunt m. fl. 2016; Wu m. fl. 2016). Enligt Has-
san m. fl. (2018) sd har en neural modell lyckats dversitta nyhetsartiklar frdn engelska till ki-
nesiska av likvirdig kvalitet som professionella méinskliga dverséttare. Men neural masking-
versattning av likvirdig hog kvalitet dr d&nnu inte uppnaeligt for majoriteten av vérldens sprék.
Neurala maskinoverséttningsmodeller trénas typiskt pd parallellkorpusar bestdende av miljon-
tals parallella meningar pé bade kéllspraket och malspraket. Detta utgor ett problem eftersom
majoriteten av vdrldens cirka 7000 sprak saknar tillrickliga dataméngder, s& kallade 1dgresurs-
sprak.

2.1.1 Neural maskinoversittning pa lagresurssprak

Neural maskindversdttning fungerar sémre nir mangden traningsdata dr liten (Koehn och Know-
les 2017). Detta beror delvis pd att neural maskindverséttning har en brantare inldrningskurva
an till exempel statistisk maskinoversittning (Koehn och Knowles 2017). Koehn och Knowles
(2017) och Ruder (2019) beskriver bristen pa data som en av de stdrsta utmaningarna for neurala
modeller. Trots detta finns stort behov att utveckla och tillgingliggdra neural maskindversitt-
ning for 1agresurssprak.

Det finns ingen allmint vedertagen definition eller kriterium f6r vad som réknas som ett
lagresurssprak. Besacier m. fl. (2014) beskriver i en artikel om automatisk taligenkénning fol-
jande kriterier: saknar skriftsystem eller stabil ortografi, begrdnsad anvindning pa webben, bris-
tande lingvistisk forskning, brist pd elektroniska resurser for tal och sprakbearbetning till exem-
pel korpus, ordbocker, transkriberat tal etcetera. Inom maskindversattning brukar lagresurssprak
vanligtvis definieras utifrin médngden parallella meningar. Exempelvis beskriver Y. Liu m. fl.
(2020) tre kategorier: lagresurssprak har mindre dn 1 miljon parallella meningar, mediumre-



surssprak har mer dn 1 miljon parallella meningar och hogresurssprak har mer dn 10 miljoner
parallella meningar. Enligt Gu m. fl. (2018) &r ett extremt ldgresursscenario d4 dataméngden
ar sa pass liten att rimlig kvalitet pd dversdttningarna inte kan uppnas, vilket i deras undersok-
ning skedde nédr datamidngden var mindre &n cirka 28 000 parallella meningar. Oavsett vilken av
ovanstéende definitioner eller kriterier som anvinds klassas gawarbati som ett (extremt) lagre-
surssprak. Utdver miangden parallella meningar har dven kvaliteten pa datan en stor paverkan.
Det ar vanligt att 1dgresurssprak endast har parallella meningar inom specifika doméaner. En
vanlig domaén &r religidsa texter som bibeln, som ofta &r stilistiskt distinkt fran vardagssprak.

Maskinoverséttning pa lagresurssprak ar ett levande forskningsomrade och manga tekniker
och metoder anvénds for att forsdka bemota problemet med otillrdckliga miangder data. Till ex-
empel anvénds syntetisk generering av data, pivotering via ett annat hdgresurssprak, anvinda
ensprékig data eller traina modellen pd manga nérbesléktade sprak. En av de vanligaste metoder-
na dr 6verforingsinlérning, se avsnitt 2.1.2. Dessa metoder gér 1 grund och botten ut pa att férsoka
Oka dataméngden. En annan metod for att forbéttra maskindversittning for lagresurssprak ar att
anvinda de tillgéngliga dataméngderna mer effektivt. Detta kan uppnds genom optimering av
modellens hyperparametrar. Hyperparametrarnas vdrden bestims innan tréningen av modellen
paborjas och kan ha kan ha stor paverkan pa resultatet. Hyperparametrar kan styra modellens
struktur, till exempel antalet lager samt storleken pa lagern, men kan &ven styra triningen av
modellen, till exempel typ av optimering eller tranings- och valideringsintervaller (Yu och Zhu
2020).

Genom att optimera neuronnétets hyperparametrar lyckades Sennrich och Zhang (2019) {or-
bittra resultatet av maskindversittning markant. De experimenterade med hyperparameterar pa
en RNN-baserad modell genom att bland annat minska vokabuléret av ordenheter, anvinda ett
mer aggressivt ordbortfall, minska modellens djup, anvinda en lexikal modell med mera (eng.
subwords, word drop out, model depth, lexical model). De demonstrerade metoden pa en data-
méngd med 5000 parallella meningar pé tyska och engelska. Dataméngden gick fran att ej vara
tillrdckligt for att trdna en neural dversdttningsmodell dverhuvudtaget till att trdna en neural
oversittningsmodell som presterar bittre dn en frasbaserad statistisk maskininlarning.

Att genomfora hyperparameteroptimering ar bade tidskrdvande och resurskrdavande. Till ex-
empel fann Strubell m. fl. (2019) att traningen av en transformer-modell i1 84 timmar kraver
cirka 1515 Watt, sldpper ut 87 kg koldioxid och kostar mellan 289-981 amerikanska dollar.
For att minimera kostnad, klimatpaverkan och tidsatgdng ar det fordelaktigt att bygga vidare
pa de hyperparameterkonfigurationer som tidigare forskning visat resultatrik. Ett exempel pé
detta dr Araabi och Monz (2020) som bygger vidare pé arbetet fran Sennrich och Zhang (2019)
och undersoker hur hyperparametrarna for transformer-baserade neurala modeller kan optimeras
for sma datamingder istéllet for den RNN-arkitektur som Sennrich och Zhang (2019) anvinde.
Aven Araabi och Monz (2020) fick markant bittre resultat genom att optimera hyperparametrar-
na till den mindre dataméngden, men exakt vilka parametrar som gjorde storst skillnad varierade.
De fann till exempel att storleken pd vokabuléret av ordenheter spelade mindre roll. Tvért emot
den allménna trenden att gora transformers djupare och bredare fann Araabi och Monz (2020)
att en tunnare modell med férre lager kombinerat med ldgre dimension pa framétdrivande lager
(eng. feed-forward) fungerade vil for lagresurssprak. Genom att anpassa hyperparametrarna pa
en modell trinad p& 5000 parallella meningar mellan tyska och engelska forbattrades oversétt-
ningar frin 8.3 BLEU till 15.3 BLEU. For en datamidngd bestdende av 4 500 meningar mellan
belarusiska och engelska forbattrades oversattningar fran 5 BLEU till 8.1 BLEU.



2.1.2  Overféringsinlirning

Overforingsinlirning (eng. transfer learning) ir ett paraplybegrepp inom maskininlirning som
innebadr att en huvudsaklig uppgift 16ses med hjélp av kunskaper inldrda frn en annan, liknande
uppgift. Overforingsinlirning minskar datamingden som behdvs for att 16sa den huvudsakliga
uppgiften. Metoden kan dven anvéndas for att forbéttra maskindversattning for 1agresurssprak.
Forst trdnas en fordldramodell pa ett eller flera sprak med stora mangder parallelldata och diref-
ter Overfors de inldarda kunskaperna till barnmodellen som tranas vidare pa data fran lagresurs-
spréken. Zoph m. fl. (2016) var forst att anvanda overforingsinlarning inom maskindversittning.
De trdnade en fordldramodell pd versittning mellan franska och engelska, och sedan trinades
modellen vidare pé att Oversitta fran lagresursspraken hausa, turkiska, uzbekiska och urdu till
engelska. Det genomsnittliga BLEU-vérdet hojdes med 5.6 for de fyra studerade ldgresursspa-
ken. Nguyen och Chiang (2017) byggde vidare pa Zoph m. fl. (2016) arbete och visade att det
kan vara fordelaktigt att arbeta med besldktade sprdk med ett delat vokabulir, och att den for-
delen kan forstirkas ytterligare genom att anvénda byteparkodning (eng. byte-pair encoding.
BPE).

Overforingsinlirning kan grovt delas in i tv kategorierna kallstart och varmstart beroende pé
huruvida det finns tillgdnglig trdningsdata for barnmodellen nér fordldramodellen trdnas (Neu-
big och Hu 2018). Kallstart innebér att trainingsdatan pa lagresursspaken inte ar tillginglig dé
fordldramodellen trédnas. Varmstart innebdr att triningsdatan pa lagresursspraken ar tillganglig
dé fordldramodellen trianas.

Flera aspekter kan paverka framgangen av overforingsinlarningen. Zoph m. fl. (2016) teo-
retiserar att fordldrasprakens sléktskap till barnspréaken har en stor paverkan. Kocmi (2020, s.
88-93) fann att hur ndra beslédktat fordldraspraken ar till barnsprdken har en viss paverkan, men
en minst lika viktig aspekt &r mdngden trdningsdata som foréldern har.

Overforingsinlirning ir inte en riskfri metod, utan kan ibland leda till séimre resultat for den
huvudsakliga uppgiften. Detta kallas for negativ 6verforing (eng. negative transfer). En moj-
lig orsak till negativ 6verforing ar bristande mingd data for barnmodellen (Wang m. fl. 2019).
Trots detta fann Kocmi och Bojar (2018) att 6verforingsinldarning kunde forbéttra Gversittningar
dven ndr dataméngden dr sa liten som 10 000 meningar. Genom att forst trdna en fordldramo-
dell pa engelska och finska kunde barnmodellens versittningar mellan engelska och estniska
uppna 12.46 BLEU, en 6kning med 10.51 jamfort med en modell enbart trinad pd engelska och
estniska.

2.1.3 Orduppdelning och BPE

Aldre neural maskindversittning anvinde ett ordbaserat vokabulir av forbestimd storlek, vilket
leder till att ovanliga ord riskerar att utelimnas ur vokabuldret och darmed inte kunna dversét-
tas. Orduppdelning (eng. subwording) ér en typ av tokenisering som motverkar detta problem
genom att dela upp ovanliga ord 1 mindre ordenheter (eng. subwords). Till exempel skulle ordet
“renlighet” kunna delas upp i ordenheterna “ren”, ”’lig” och het”, vilket bevarar mer semantisk
betydelse dn om ordet hade varit for ovanligt for dversittas overhuvudtaget. Att dela upp ord
1 mindre enheter dr fordelaktigt eftersom att det minskar storleken pd vokabuléret jaimfort med
mer traditionell ordbaserad tokenisering och minimerar risken att liknande ord tolkas olika.

Byteparkodning (eng. Byte-pair encoding. Ofta forkortat BPE) dr en datakompressionsalgo-
ritm for att genomfora orduppdelning. BPE kombinerar den mest frekventa teckenkombinatio-
nen en ny enhet. BPE beskrevs forst av Gage (1994) men anvindes forst inom maskindversatt-
ning av Sennrich, Haddow m. fl. (2016).

Nér BPE initialiseras skapas ett vokabulér dver alla tecken som forekommer i datan och en



tom tabell. Alla ord i datan representeras som en sekvens av tecken som avslutas med ett mar-
kor att ordet ar slut. Déarefter rdknas frekvensen av alla teckenpar 1 datan och de mest frekventa
paret ssmmanfogas till ett nytt tecken. Detta nya, ssmmanfogade tecken adderas till vokabuléret
och i tabellen specificeras vilka enheter som sammanfogats till vad. Storleken pa vokabularet
ar alltsa alltid den kombinerade storleken av (1) det initiala vokabuldret bestdende av alla tec-
ken och (2) alla nya teckenpar. Kombineringsprocessen upprepas till den forbestdmda storleken
pa vokabuldret uppnds. D4 finns dven en tabell dver alla mgjliga sammanfogningar och dess
prioriteringar. Nér algoritmen anvénds for att dela upp ett ord anvinds prioriteringsordningen
fran tabellen tills att inga fler sammanfogningar dr mojliga for ordet. BPE-algoritmen har alltsa
endast en hyperparameter, antalet sammanfogningar. Antalet ssmmanfogningar paverkar direkt
storleken pa vokabuliret.

2.14 GPT-3

GPT-3 (Generative Pre-trained Transformer) ér en sprakmodell skapad av foretaget OpenAl
och presenterades forst av Brown m. fl. (2020). GPT-3 &r en av virldens storsta sprakmodeller,
med 175 miljarder parametrar och en traningsdata bestdende av ungefar 500 miljarder 16pord
(Brown m. fl. 2020). GPT-3 &r, precis som manga av de frimsta maskindverséttningsmodellerna,
baserat pa en transformer-arkitektur (Vaswani, Shazeer m. fl. 2018) men skiljer sig at fran en
typisk Oversdttningsmodell i flera aspekter. Dels 4r GPT-3 framst trdnad pa ensprakig data, dér
engelska representerar cirka 93% av traningsdatan (Brown m. fl. 2020). Vidare har GPT-3 ingen
kodare, utan anvinder endast en avkodare for att analysera kdllan och generera output (Hendy
m. fl. 2023).

GPT-3 presterar vil pa ett flertal datalingvistiska uppgifter, till exempel rittning av gram-
matikfel, besvara fragor och sammanfatta text. Hendy m. fl. (2023) fann att GPT-modeller ska-
pade flytande Oversittningar av hog kvalitet for sprak med mycket resurser. Dock presterade
GPT-modellerna markant simre for underrepresenterade sprak och beskriver att det dr en kritisk
forskningsfraga att utforska hur kvalitén pa overséttningar pa dessa sprak kan forbattras.

2.1.5 Utvirdering av maskindversittning

Maskindversittning kan utvirderas manuellt eller automatiskt. Manuell utvdrdering &r stan-
dard inom maskindversittning. Detta kan antingen goras genom experters beddmning, genom
crowdsourcing eller en kombination av bada (Graham m. fl. 2017). Den traditionella metoden for
automatisk utvardering dr att jimfora en maskindversatt mening gentemot en manuellt skapad
referensdversittning. Att jamfora gentemot en referensmening har anvénts lange inom masking-
versdttning men korrelerar daligt med ménsklig bedomning av dversittningar (Freitag m. fl.
2022). Om den maskindversatta meningen dr lik referensen beddms maskindverséttningen som
battre och om den é&r olik bedoms maskindversattningen som sdmre. Detta dr problematiskt ef-
tersom samma mening kan ha ménga olika acceptabla dverséttningar. Referensbaserade utvérde-
ringsmetoder riskerar att ge for 1aga podng till maskindversatta meningar med annan struktur dn
referensmeningen, dven om den maskindversatta meningen egentligen ér av likvirdig kvalitet.
En referensbaserad utvédrderingsmetod riskerar dven att ge for hdga podng till maskindversatta
meningar som &r strukturellt narliggande men semantiskt distinkt frén referensmeningen. Om
exempelvis en negation uteldmnas pa svenska kan detta ha stor pdverkan pa en menings bety-
delse, men kan ha liten paverkan pa meningens uppbyggnad. Ett sitt att minska problemen med
referensbaserade metoder dr att jamfora gentemot flera manuellt skapade referenser. Ett annat
alternativ vid automatisk utvdrdering av maskindverséttning dr neurala matt som utvecklats péd
senare ar. Neurala utvarderingsmetoder korrelerar béttre med manuell kvalitetsbedomning av



overséttningar dn referensbaserad utvirdering (Freitag m. fl. 2022), men kréaver stora méngder
traningsdata.

2.2 Gawarbati

Gawarbati (ISO 639-3: gwt) ér ett hotat indoariskt sprak som talas i Kunardalen i gransomradet
mellan norra Pakistan och norra Afghanistan, se figur 1 for karta. Antalet talare uppskattas va-
ra mellan 8 000 och 36 000 (Bashir 2007; Eberhard och Simons 2022). Pashto &r det regionalt
dominerande spraket, men d&ven khowar och urdu talas i omradet (Bashir 2007). Gawarbati klas-
sificeras av vissa som ett dardiskt sprak, vilket &r en foréldrad och mestadels geografisk term
for sprék i hindukushbergen (Bashir 2007).

Inga omfattade lingvistiska studier har dnnu publicerats pa gawarbati, men ett pagaende
dokumentationsarbete vid namn “Gawarbati: Documenting a vulnerable linguistic community
in the Hindu Kush” leds av Henrik Liljegren i samarbete med lokala sprakkonsulter i Pakistan.
Arbetet stdttas av Vetenskapsradet (2020-01500) och beréiknas vara klart i slutet av 2024 '. Enligt
Bashir (2007) har substantiv pa gawarbati fyra kasus, tva genus och ibland plural. Verb bgjs i
forsta, andra och tredje person, tvd numerus, samt flera tempus.

Main Gawarbati locations in Kunar Valley (Afghanistan/Pakistan)
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Figur 1: Karta 6ver Kunardalen dér gawarbati talas
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2.3 Syfte och fragestillningar

Denna uppsats undersoker mojligheter och begriansningar for neural maskindverséttning for en
extremt liten dataméngd pd ungefdr 5000 parallella meningar mellan engelska och gawarbati.
Kocmi och Bojar (2018) genomforde en framgangsrik overforingsinldrning for en engelska-
estniska datamédngd pd 10 000 meningar. Skulle samma metod vara effektiv for gawarbati-
engelska som har en markant mindre méngd data? Eller skulle 6verforingsinldrningen resultera
1 en negativ overforing?

Denna uppsats undersoker dven hur resultatet av neural maskindversittning paverkas av
modellens hyperparametrar. For att gora detta vore en omfattande hyperparametersokning opti-
malt, men fOr att minimera kostnad, tidsatgdng och klimatpaverkan ateranvander denna uppsats
hyperparametrar som enligt Araabi och Monz (2020) forbéttrat resultatet av neural maskindver-
sattning vid smé dataméngder. Skulle samma uppséttning hyperparametrar forbéttra resultaten
dven for gawarbati?

Slutligen undersoker denna uppsats hur 6verforingsinlarning och hyperparametrar som op-
timerats for sma dataméngder kan kombineras. Skulle en fordldramodell med hyperparametrar
optimerade for sma datamingder forsdmra resultatet, eller skulle hyperparametrar optimerade
for smé datamingder underlétta 6verforingsinlarningen da fordldramodellen redan &r anpassad
for den mindre médngd data som barnmodellen har?

En sammanstéllning av forskningsfrdgorna ses i listan nedan:

1. Kan overforingsinldrning med en fordldramodell trdnad pa hindi-engelska forbéttra 6ver-
sattningar for en barnmodell tranad pd endast 3000 parallella meningar mellan gawarbati-
engelska? Eller blir 6verforingen negativ?

2. Kan de hyperparametrar som Araabi och Monz (2020) beskriver som optimerade for sma
datamingder dven forbéttra neural maskindverséttning pa gawarbati, som &r ett distinkt
annorlunda sprék med dnnu mindre data?

3. Forbittras eller forsdmras resultatet om hyperparametrar optimerade for smé datamangder
anvénds vid overforningsinldrning?



3 Metod

3.1 Gawarbati-engelska data

Datan som anvénts for att trina modellen kommer fran ett pagdende dokumentationsprojekt vid
namn “Gawarbati: Documenting a vulnerable linguistic community in the Hindu Kush” lett av
Henrik Liljegren (VR 2020-01500) 2. Inspelning av modersmalstalare sker i Pakistan av lokala
sprakkonsulter. De lokala sprakkonsulterna transkriberar inspelningarna pa en arabiskbaserad
ortografi och genomfor en grov fonetisk transkription. Yttrandena Gversitts dven till engelska
ochurdu. For denna uppsats anvinds transkriptioner pa den lokala ortografin samt Gversittningar
till engelska. Insamling och annotering av data i dokumentationsprojektet pagar till och med
2024, sa fler parallella meningar pd gawarbati-engelska kan komma att vara tillgingliga for
framtida projekt. For denna uppsats anvéndes data insamlad mellan oktober 2021 och augusti
2022, forutom cirka 450 meningar som samlades in under liknande omsténdigheter &r 2015 och
2016.

Transkriptioner och dverséttningar extraherades fran ELAN-filer med biblioteket pympi-
ling (Lubbers 2023; Max Planck Institute for Psycholinguistics 2022). Meningarna granskades
manuellt for att minimera risken for oregelbundenheter. Meningar som saknade antingen tran-
skription eller 6versdttning till engelska uteslots ur datamédngden. Totalt terstod 4944 parallella
meningar varav 1000 reserverades for testmidngden och 1000 for utvecklingsmiangden. Darmed
aterstod 2944 parallella meningar for trdningsdatan. Vissa transkriptioner innehdll upprepning
av vokaler for att markera en utdragen ton vid séng eller recitering av poesi, 1 dessa fall ra-
derades upprepningarna av vokalen till endast en instans av vokalen aterstod. Alla meningar
pa engelska konverterades till gemener. Alla transkriptioner konverterades fran arabiskbaserad
skrift till latinskt alfabet med hjdlp av webbversionen av Aksharamukha Script Converter (Rajan
Sampath 2023). Mer specifikt anvdndes ortografin ”’Semitic Roman”, en ortografi utvecklad av
Aksharamukha-projektet for att konvertera semitiska skriftsystem till en latinskt alfabet. Semitic
Roman har en-till-en-korrespondens med inputen. Nedan syns ett exempel pa en transkription,
dess translitteration samt manuella oversattning till engelska:

Gawarbati: g e odilenst (o
Translittererad gawarbati: w’y psmandh ‘lagh t"nh
Oversittning: this is a poor area

3.2 Hindi-engelska data

Traningsdatan for fordldramodellen kommer fran OPUS, The open parallel corpus (Tiedemann
2012). Cirka 43 miljoner parallella meningar mellan hindi och engelska, uppdelat 1 28 olika
delkorpus, fanns tillgangligt. Traningsdatan filtrerades med Moslem (2022) filtreringsprogram
for att radera dubbletter, tomma rader, HTML, for langa meningar m.m. Efter filtrering aterstod
ca 41 miljoner meningar. For en detaljerad nedbrytning av alla delkorpus se bilaga A. Text
skriven pa hindi kan uppvisa stor variation beroende pa inmatningsmetoden som anvéndes nir
texten skrevs, darfor anvéndes Indic NLP Library (Kunchukuttan 2023) for att normalisera alla
meningar pa hindi.

Traningsdatan pé hindi dr av varierande kvalitet. Automatisk utvunna datamangder haller
generellt sett en ldgre kvalitet an dataset som skapats manuellt, och majoriteten av data himtad

2Se  ocks&:  www.https://www.su.se/forskning/forskningsprojekt/gawarbati-dokumentation-av-ett-hotat-
spr%C3%AS5k-i-hindukush
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frdn OPUS ar automatisk utvunnen. En studie av Kreutzer m. fl. (2022) undersokte kvaliteten
hos nagra automatiskt utvunna dataset, bland annat korpuset CCAligned och WikiMatrix som
anvinds i1 denna uppsats. Undersokningen fann att endast cirka 1 % av parallella meningar mel-
lan engelska och romaniserat hindi var korrekta dversittningar. De fann att 39 % av meningar
var felaktigt oversatta, cirka 21 % var skrivna i fel sprék och cirka 39 % var inte sprik dverhu-
vudtaget. Dessa siffror géllde dock endast meningar pa hindi skriven pé ett latinbaserat alfabet
istillet for det vanliga skriftsystemet devanagari. Pa grund av den ldga kvaliteten hos WikiMatrix
romaniserade hindi korpus anvindes skrift pd devanagari som rédata och dérefter translitterera-
des meningarna till latinskt alfabet med Aksharamukha Script Converter (Rajan Sampath 2023)
som ett forbearbetningssteg, 1 forhoppningen att detta ska resultera i hogre kvalitet dn Wiki-
Matrix korpuset som redan var romaniserat. Kvaliteten pa hindi skrivet pa devanagart var hog-
re, men langt ifran perfekt. Kreutzer m. fl. (2022) fann att cirka 36 % av meningar i WikiMatrix
datasetet pa engelska-hindi var korrekta Gversittningar. 59,8 % av meningar var inte korrekta
Oversittningar, 0,98 % av meningar var fel sprak och 2,94 % var inte sprik. Med anledning av
den ldgre kvaliteten uteslots WikiMatrix och CCAligned ur testméngden. For testmédngden an-
vindes 8000 meningar frin WMT-News, TED2020, tico-19 och NeuLab-TedTalks. Nedan syns
en exempelmening pa hindi, dess translitteration skapat med Aksharamukha Script Converter
och oversittning till engelska.

Original hindi I8 95 FER & |
Translittererad hindi  yaha bahuta mazaedaara hai .
Engelsk dversittning: It’s an awful lot of fun.

3.3 Overforingsinlirning

Overforingen i denna uppsats gors i stil av Kocmi och Bojar (2018). De beskriver en enkel metod
for overforingsinldrning inom maskindverséttning. Kirnan i deras metod ar foljande:

1. Trina fordldramodellen tills konvergens ar nadd.
2. Byt ut den storre méngden trdningsdata till den mindre méngden tréningsdata.

3. Initiera barnmodellen med samma parametrar som fordldramodellen.

I denna uppsats innebar detta att fordldramodellen forst trdnas pa ett parallellt korpus mellan
hindi och engelska. Dérefter tranas barnmodellen pé ett parallellt korpus mellan gawarbati och
engelska. Zoph m. fl. (2016) teoretiserade att sldktskapet mellan fordldraspraket och barnsprak
ar en avgorande aspekt for en framgangsrik dverforingsinldrning. Bade hindi och gawarbati
ar indoariska sprak, men morfosyntaktiska likheter och skillnader mellan spriken ar till stor
del outforskat eftersom gawarbati ér ett knapphandigt studerat sprak. Enligt Bashir (2007) har
substantiv pd gawarbati har tvd genus, fyra kasus och ibland plural, vilket liknar substantiv pa
hindi som har tva genus, tre till fyra kasus och tvd numerus (Agnihotri 2022).

Overforingsinlirningen i denna uppsats illustreras i figur 2. Konvergens ansigs vara nidd
om ingen markant fordndring skett i nivan av exakthet eller perplexitet (eng. accuracy och per-
plexity) under 5 valideringsintervaller pa 5000 steg.

En forutsittning for dverforingsinldrning med den metod som Kocmi och Bojar (2018)
beskriver ar ett delat vokabuldr av ordenheter som skapats genom orduppdelning, se kapitel
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Hindi - engelska Gawarbati - engelska
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MODELL
Gawarbati - engelska

Figur 2: Overforningsinlérning

2.1.3. Denna uppsats anvinder SentecePiece (Kudo och Richardson 2018) for att tréina en BPE-
orduppdelningsmodell och for att applicera orduppdelning. Ett delat vokabuldr innehaller or-
denheter fran bada fordldraspdken och bdda barnspriken och dr darfor en varmstartsmetod. I
denna uppsats motsvarar detta spraken hindi, gawarbati och engelska. Kocmi (2020) beskriver
tva mojliga metoder for att skapa ett delat vokabulér: ett sammanslaget vokabular (eng. merged
vocabulary) eller ett balanserat vokabulir (eng. balanced vocaublary). 1 denna uppsats anvinds
ett balanserat vokabulér. Ett balanserat vokabulér skapas genom att konkatenera den storre da-
taméngden av parallella meningar och den mindre dataméngden av parallella meningar till ett
enda korpus och dérefter generera vokabuldret med orduppdelningsmodellen. Det konkatene-
rade korpuset anvinds endast for att skapa vokabuldret och anvénds inte for att trdna neurala
maskindversattningsmodeller.

Balanserade vokabuldr bor ha ungefdr lika ménga ordenheter fran samtliga sprak. Om ett
av spraken har storre datamingd, vilket vanligtvis &r fallet inom Overforingsinlarning, kom-
mer det sprket ha fler ordenheter 1 vokabuléret. For att bemdta detta problem anvindes li-
ka manga meningar fran hindi-engelska-dataméngden som det fanns meningar i gawarbati-
engelska-dataméngden. Totalt fanns 4948 parallella meningar mellan gawarbati och engelska,
vilket resulterade i att det konkatenerade korpuset bestir av 19 792 meningar (4948 meningar pa
gawarbati, 4948 meningar pa engelska fran gawarbati-datan, 4948 meningar pa hindi och 4948
meningar pd engelska frén hindi-datan.) Samma metod, att antalet meningar 1 barnkorpuset fir
styra antalet meningar fran fordldrakorpuset, anvéndes i Kocmi (2020).

3.4 Neurala modeller och hyperparametrar

For trdningen av neurala modeller anvédndes pytorch-versionen av ramverket OpenNMT (Klein
m. fl. 2017). OpenNMT ir ett open-source projekt utvecklad for att genomfora neural masking-
versattning.

De neurala modellerna tranades med en av tva hyperparameterkonfigurationer. Den forsta
konfigurationen, hérefter kallad standardkonfiguration, &r baserat pd OpenNMT standardkonfi-
guration for transformerbaserade modeller trinade pa en GPU. Dock utfordes foljande foréand-
ringar fran OpenNMTs konfiguration:

* Modellens framsteg sparades varje 5000 steg istéllet for 10 000 steg, for att minimera
maingden genomford trdning som gér forlorad vid odnskade avbrott av trdning.
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* Validering av modellen skedde varje 5000 steg istéllet for 10 000 steg, for att Overens-
stimma med hur ofta modellens framsteg sparades.

* De senaste 20 nedsparade versionerna av modellen behdlls istillet for de senaste 10, for
att mer finférdelat kunna analysera modellens forédndring 6ver tid samt for att kompensera
for det titare intervallet av nedsparade modeller.

Den andra hyperparameterkonfigurationen ar baserad pd Araabi och Monz (2020) konfi-
guration som optimerats for datamangder med 5000 meningar, harefter kallad optimerad kon-
figuration. En viktig skillnad 4r att Araabi och Monz (2020) anvdnder ramverket Fairseq (Ott
m. fl. 2019), som till viss del tilldter anvéndaren att &ndra andra hyperparametrar &n vad som
ar mojligt 1 ramverket OpenNMT. Detta leder till att hyperparametrarna beskrivna i Araabi och
Monz (2020) inte dr exakt replikerbara i denna uppsats, till exempel beskriver Araabi och Monz
(2020) att ”decoder layerDrop” pa 0.3 ar bést optimerat for dataméngder pa 5000, vilket &r en
hyperparameter som inte kan specificeras i OpenNMT.

For overforingsinlarningsmodellerna anvindes ett delat vokabulér for fordldraspraken och
barnspriken, 1 enlighet med metodologin beskriven 1 Kocmi och Bojar (2018). For de model-
ler som inte anvdnde dverforingsinldrning anvéindes inte ett delat vokabuldar mellan mél och
kallsprak, i enlighet med OpenNMTs standardkonfiguration. Se bilaga B for samtliga hyperpa-
rametrar for de tvd konfigurationerna.

3.5 Utvirdering

Mojliga metoder for utvardering av maskindverséttning pa gawarbati ar begrinsade. Anvén-
dandet av neurala utvéirderingsmetoder forutsdtter stora mangder data fOr att trdna neuronniten,
vilken gawarbati saknar. Manuell utvirdering dr inte mojligt inom ramen for denna uppsats.
Dérfor anvinds referensbaserade metoder, vilket har anvénts linge inom maskindverséttning.
Flera referensmeningar kan anvéndas for att motverka problemen med referensbaserade meto-
der, se 2.1.5. Det ar dock inte mojligt for gawarbati, eftersom endast en referensmening finns i
datan.

Inom denna uppsats anvénds tre referensbaserade utviarderingsmétt: BLEU, chrF och TER.
Malet dr att en uppsattning av olika matt tillsammans ska kunna ge en mer representativ hel-
hetsbild av kvaliteten pd Overséttningarna. Verktyget SacreBLEU (Post 2018) anvands for att
berdkna samtliga utvirderingsmatt, i syfte att 6ka jamforbarheten med bland annat Araabi och
Monz (2020), Sennrich och Zhang (2019) och Kocmi (2020).

BLEU (Bilingual Evaluation Understudy), dr en den vanligaste referensbaserade utvirde-
ringsmetoderna och presenterades av Papineni m. fl. (2002). BLEU riknas ut baserat pa preci-
sionen hos ordbaserade n-gram mellan en maskindversatt mening och dess referens viktad efter
langden pa meningen. Skalan for BLEU gar mellan 0—100, dédr 100 &r béasta mojliga resultat.
Att jamfora BLEU-vérden 6ver olika sprak, trdningsdata och testméngder &dr generellt inte re-
kommenderat, men Google (2023) beskriver att dversattningar under 10 BLEU generellt inte dr
anvéindbara, oversittningar med 11-40 BLEU generellt dr bristfalliga och dversittningar over
40 BLEU generellt haller en god kvalitet.

chrF anvinder teckenbaserade n-gram, istéllet for ordbaserade n-gram som BLEU, for att
jamfora en maskindversatt mening med dess referens (Popovi¢ 2015). Den teckenbaserade ut-
virdering mdojliggdr att styckvis korrekta dverséttningar, till exempel ord med korrekt stam men
felaktig morfologi, kan beddmmas som partiellt rétt. Detta gor chrF till ett mer robust utvarde-
ringsmétt in BLEU vid utvirdering av morfolologisk komplexa sprak. Aven chrF har en skala
frdn 0-100, dir 100 ar basta mojliga resultat.
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TER ir ett utviarderingsméatt som méter hur mycket redigering som skulle krévas for att om-
vandla den maskindversatta meningen till referensmeningen (Snover m. fl. 2006). Till skillnad
frdn BLEU och chrF kan TER anta alla icke-negativa vdrden och 0 &r det biasta mojliga resultatet.

For utvirdering av sprakmodellen under traning anvands exakthet och perplexitet. OpenNMT
berdknar exakthet som antalet korrekt dversatta ord delat pa det totala antalet ord i mening-
en. Perplexitet definieras enligt ekvation 1 (Jurafsky och Martin 2023), diar mdngden W =
WIW3 . . . WN,:

N

. § 1
perplexity(W) = H B

-1 wi|w;_1)

(1)

Forenklat kan perplexitet forstds som ett matt pa hur 6verraskad modellen blir nar den pre-
senteras for ny data, i detta fall data fran utvecklingsméngden. Perplexitet bor inte anvéandas for
slutgiltig utvardering av maskindverséttning, da det inte dr ett méatt pa kvaliteten pd de genere-
rade Gversdttningarna.
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4 Resultat

4.1 Baslinjer

Samtliga resultat jamfors med tva baslinjer. Den forsta baslinjen &r en simpel ordbaserad sta-
tistisk maskindverséttning. For att skapa den statistiska maskindversdttningen tokeniserades de
parallella meningarna mellan gawarbati och engelska med Natural Language Toolkit (Bird m. fl.
2009). Ordlinkning utférdes med pythonbiblioteket effomal (Ostling och Tiedemann 2016). Var-
je ords vanligaste linkade 6versittning valdes, givet att kvoten mellan de tvé ordens frekvenser
inte overstiger 3. Om inget engelskt ord uppfyller det kriteriet Oversitts inte ordet alls. Den-
na baslinje uppnddde 0.4 BLEU, 13.1 chrF och 91.2 TER. I tabell 1 ges exempelmeningar pa
gawarbati, Gversdttningar gjorda med den statistiska baslinjen, samt manuellt 6versatta referens-
oversittningar himtade fran Liljegrens dokumentationsprojekt.

Nr Gawarbati Referensoversittning Statistisk maskindversittning
1 S SISl A o~ in the name of allah, the most gracious, the most merciful god merciful
2 ~ S ol ol § & ) we will be beneficial in this and there the us the
3 & ; V‘S s~ e a;':,.a & f then there was a wedding program in arandu then room marriage a program was
4 xS 33l Jul they were firing from there run

Tabell 1: Gawarbati, manuellt Gversatta referensmeningar och dverséttningar genererade av ord-
baserad statistisk maskindversittning.

Den andra baslinjen anvidnder GPT-3 for att Gversitta gawarbati till engelska. Tva exem-
pelmeningar gavs till modellen text-davinci-003 tillsammans med en mening for overséttning.
Exempelmeningarna och meningen som skulle 6versittas var i den arabiskbaserade ortografin
och inte de translitterationer som anvéndes vid trdning av neurala modeller och den statistiska
maskindversittningsbaslinjen. Oregelbundenheter i1 formateringen av GPT-3-genererade over-
sittningar korrigerades manuellt. Oversittningar av ldneord och lanefraser uppniadde en hogre
kvalitet &n Ovriga dverséttningar. Till exempel Oversattes hélsningsfrasen ;.kc pu\, assalamu

alaikum, eller den religidsa frasen ‘.}H;Lﬁ O, inshallah, ungetir “om Gud vill” vdl, men utéver
detta var kvaliteten pa Oversittningar generellt 14g och uppnédde 0.7 BLEU, 18.1 chrF och 122.9
TER. I tabell 2 ges exempelmeningar pa gawarbati, referensdversittningar samt pa oversattning-
ar genererade av GPT-3.

Nr Gawarbati Referensoversittning GPT-3 oversittning
1 f‘:’)‘ &a)l ) o~ in the name of allah, the most gracious, the most merciful in the name of allah, the most gracious, the most merciful
2 S elboll § we will be beneficial in this it has many benefits for us
3 oy <-lfj o Je a_;;:,b ‘_;f then there was a wedding program in arandu this program is used for harvesting wheat
4 cesS Sl B they were firing from there this is a traditional way of cooking

Tabell 2: Gawarbati, manuellt dversatta referensmeningar och Gverséttningar genererade av
GPT-3.

4.2 Modell med standardkonfiguration

Modellen trinad pé endast gawarbati-engelska med standardkonfigurationen vertrédnades snabbt,
det vill sdga att modellens formaga att generalisera forsamras eftersom modellen lart sig speci-
fika monster 1 traningsdatan vilket leder till simre resultat vid utvirdering (Salman och X. Liu
2019). Detta kan ses 1 att traningsperplexiteten sjonk men valideringsperplexiteten dkade. I ett

13



experiment med en valideringsintervall pd endast 100 steg var modellen dvertrdnad redan ef-
ter den andra intervallen da den fick en traningsperplexitet pa 95.2 och validerinsperplexitet pé
793.2. Modellen tranad till endast 100 steg fick 0.5 BLEU, 11.6 chrF och 110.6 TER.

Aven modellen trinad med den ordinarie valideringsintervallen pa 5000 steg var dvertrinad
redan efter den fOrsta intervallen och uppnddde en traningsperplexitet pa 6.3 och validerings-
perplexitet pa 1597.5. Modellen trinad till 5000 steg fick 1 BLEU, 17.7 chrF och 196.9 TER.

[ tabell 3 ges exempel pa dversittningar genererade av modellen trdnad pd endast gawarbati-
meningar med standardkonfigurationen och tranad till 5000 steg.

Nr Gawarbati Referensoversittning Maskinoversittning (standard)
1 P ) o S A‘\:ﬂ\ e in the name of allah, the most gracious, the most merciful in the name of allah, the most gracious, the most merciful
2 S b ol § 2 41 we will be beneficial in this what will happen next
3 & ; <-Vf} e~ J50 o;;& L;f then there was a wedding program in arandu on the way of the poor man came a village where his sister lived.
4 U oS 53 WS da! they were firing from there if the brothers had not told the passers-by in the house, we would

have come close to firing on you people

Tabell 3: Gawarbati, manuellt dversatta referensmeningar och dversittningar genererade av mo-
dellen trdnad pa endast gawarbati-engelska data med standardparametrar

4.3 Modell med optimerad konfiguration

Modellen trdnad pa endast gawarbati-engelska med en optimerad konfiguration Gvertrdnades
ocksa snabbt, dock aning langsammare dn gawarbati-modellen med standardparametrar, se av-
snitt 4.2. [ ett experiment med en valideringsintervall pa endast 100 steg sjonk trdningsperplex-
iteten ldngsammare &n motsvarande experiment med standardkonfigurationen, dock &r valide-
ringsperplexiteten fortsatt hog. Efter 100 steg var triningsperplexiteten 1851.9 och validerings-
perplexiteten 1742.9, och modellen uppnédde 0.6 BLEU, 10.7 chrF och 161 TER.

Modellen tranad med den ordinarie valideringsintervallen pa 5000 steg var dvertrinat efter
den forsta intervallen och uppnadde en traningsperplexitet pa 357.6 och valideringsperplexitet
pd 2290.4. Modellen trénad till 5000 steg fick 1.6 BLEU, 16.7 chrF och 118.1 TER.

Exempel péd overséttningar genererade av en modell trénad pa endast gawarbati-data med
optimerad konfiguration och trdnad till 5000 steg kan ses i tabell 4.

Nr Gawarbati Referensoversittning Maskindversittning (optimerad)
1 - D o= o~ in the name of allah, the most gracious, the most merciful in the name of god, the most gracious, the most merciful
2 o § el ol § 2 50 we will be beneficial in this what will happen next
3 6; r\fﬂ‘ ~ J5 a;j'b 5f then there was a wedding program in arandu on the way of the poor man came a village.
4 itz eSS 3 S ds! they were firing from there if we had passers-by in the house, we would have come close

to firing on you people

Tabell 4: Gawarbati, manuellt Oversatta referensmeningar och overséttningar genererade av mo-
dellen trdnad pd endast gawarbati-engelska data med standardparametrar

4.4 Overforingsinlirningsmodell med standardkonfiguration

Fordldramodellen trdnad pa 41 miljoner parallella meningar mellan engelska och hindi trdnades
145000 steg, vilket tog cirka 43 timmar. Modellen konvergerade vid 120 000 tréningssteg. Ut-
varderad gentemot testméngden pa hindi uppnadde den bist presterande fordldramodellen 26.7
BLEU, 57.4 chrF och 56.7 TER. Det dr i linje med tidigare forskning pa neural 6versittning
mellan hindi och engelska, till exempel uppnadde Goyal och D. M. Sharma (2019) 16.32 BLEU
med en transformer-baserad neural modell och Laskar m. fl. (2019) uppnadde ett medelvarde
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pa 34.42 BLEU eller 24.74 BLEU beroende pé testmingd med en transformer-baserad neural
modell. Notera att resultaten inte dr exakt jamforbara da olika testméngder anvéndes.

Barnmodellen trdnad péd parallella meningar mellan gawarbati och engelska trdnades till
55000 steg, vilket tog cirka 41 timmar. Modellen konvergerade vid 30000 traningssteg och
uppnadde 2.6 BLEU, 19.2, chrF och 114.1 TER. Modellen som trénats till 45 000 steg uppnéd-
de biast BLEU-vérde pd 2.8, och ett 19.0 chrF och 114.9 TER. I tabell 5 ges exempel p&d meningar
utforda av en modell trinad med 6verforingsinlarning med standardkonfigurationen.

Nr Gawarbati Referenséversittning Maskingversittning (6verforing standard)
1 P N o I o~ in the name of allah, the most gracious, the most merciful in the name of god, the most gracious, the most mer-
. ciful
2 S ekboll § 2 we will be beneficial in this the king will also have some benefits
ER e =
3 s vl}jﬁ ~ Js)05» 5 then there was a wedding program in arandu then in his drawing room, he will be participating in
this program.
4 eSS B they were firing from there you do the work of it

Tabell 5: Gawarbati, manuellt Gversatta referensmeningar och dverséttningar genererade av
overforingsinlarningsmodellen med standardparamterar

4.5 Overforingsinlirningsmodell med optimerad konfiguration

Fordldramodellen tranad pé parallella meningar mellan hindi och engelska och med parametrar
optimerade for sméd dataméingder himtade frdn Araabi och Monz (2020) trénades till 65 000 vil-
ket tog ungefér 18 timmar. Modellen konvergerade vid 45 000 traningssteg. Utviarderad gente-
mot testmingden péd hindi uppnddde den bist presterande fordldramodellen 3.1 BLEU, 28.7
chrF, och 91.2 TER, vilket dr simre an fordldramodellen trinad med standardkonfigurationen.

Barnmodellen som trénas vidare pa gawarbati-engelska data konvergerade vid 5000 steg och
tranades till 30 000 steg. Utviarderat pa testsetet uppnadde den konvergerade barnmodellen 1.7
BLEU, 16.5 chrF, 117.7 TER. Modellen tranad till 25 000 uppnadde hogsta BLEU-virdet pa 2.1
och fick 16.8 chrF samt 113.0 TER. I 6 ges exempel pd meningar utférda av en modell tranad
med dverforingsinldrning med optimerad konfiguration .

Nr Gawarbati Referensoversittning Maskingversittning (6verforing optimerad)
1 e 3 o ) A o~ in the name of allah, the most gracious, the most merciful in the name of allah, the most gracious, the most merciful
2 S edboll § & 50 wewill be beneficial in this what will happen next
3 f_g; (lfy, ~ J5 a;jh g_;f then there was a wedding program in arandu we are sitting in his drawing room.
4 oS BB & they were firing from there bake bread at home?

Tabell 6: Gawarbati, manuellt 6versatta referensmeningar och Overséttningar genererade av
overforingsinlarningsmodellen med optimerade parametrar
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4.6 Sammanstallning

En sammanstéllning av baslinjerna och de neurala modellers basta resultat finns i tabell 7. En
overforingsmodell med standardparametrar uppnadde hogst BLEU, chrF och nést bast TER vér-
de. Nast bast BLEU fick dverforingsinldrningsmodellen med hyperparametrar optimerade for
sma dataméngder. De tvd modellerna trinade pa endast gawarbati-engelska fick lagre BLEU
an modellerna trinade med Overforingsinldrning, men modellen endast trinad pa gawarbati-
engelska med standardparametrar fick ett chrF-virde pa 17.7 vilket 6verstiger Gverforingsinlér-

ningsmodellen med optimerad konfiguration.

Nr  Modellbeskrivning BLEU chrF  TER

1 Baslinje: Statistisk maskindverséttning 0.4 13.1  91.2

2 Baslinje: GPT-3 0.7 18.1 122.9
3 Standardkonfiguration 1.0 17.7 196.9
4  Optimerad konfiguration 1.6 16.7 118.1
5  Overforingsinlirning med standardkonfiguration 2.8 19.0 1149
6  Overforingsinlirning med optimerad konfiguration | 2.1 16.8  113.0

Tabell 7: BLEU, ChrF och TER for samtliga modeller och baslinjer.
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5 Diskussion

5.1 Svar pa forskningsfragor

1. Kan overforingsinldrning med en fordldramodell trdnad pa hindi-engelska forbéttra over-
sattningar for en barnmodell trinad pa endast 3000 parallella meningar mellan gawarbati-
engelska? Eller blir 6verforingen negativ?

Genom att anvinda overforingsinlarning forbéttrades BLEU jamfort med modellerna tranade
pa endast gawarbati-engelska-data. For modeller med standardkonfiguration forbattrades BLEU
med 1.8, chrF med 1.3 och TER med 82 om 6verforingsinldrning anvéndes. For modeller med en
optimerad konfiguration forbattrades BLEU med 0.5 om 6verforingsinldrning anvéndes. Dock
forsamrades chrF med 0.1 och TER med 2.3. For samtliga modeller &r resultateten overlag laga.
Enligt skalan beskriven av Google (2023) klassas dverséttningar med mindre én 10 BLEU som
“néstintill oanvidndbara”.

Trots det generellt ldga resultatet har ingen negativ 6verforing skett for modellerna med
standardkonfiguration, utan overforingsinlarning forbéttrade resultatet sett dver alla matt. For
modellerna med optimerade parametrar var resultatet inte entydigt, dd BLEU forbéttrades men
chrF och TER forsdamrades. Dock var de relativa skillnaderna i chrF och TER sé pass smai att
dess betydelse kan ifrdgasittas.

Enligt Wang m. fl. (2019) &r bristande mangd data for barnmodellen en bidragande orsak
till negativ 6verforing, men denna undersokning visar att Gverforingsinldrning kan vara positiv
dven ndr barnmodellens dataméngd &r extremt liten. Resultatet &r i linje med Kocmi och Bojar
(2018) som fann att 6verforingsinldrning forbattrade dverséttningar pa en dataméngd pa 10 000
meningar. Dock rapporterade Kocmi och Bojar (2018) en markant storre forbéttring pa 10.51
BLEU én vad som uppnaddes med gawarbati i denna uppsats. En mojlig forklaring ér skillnaden
1 mdngden traningsdata, 10 000 parallella meningar kontra cirka 3000 parallella meningar. En
annan mojlig forklaring dr att fordldraspraket (finska) och barnspraket (estniska) som anvénds
i Kocmi och Bojar (2018) kan vara ndrmre besldktade dn vad hindi och gawarbati dr. Trots
att resultateten ar generellt laga och skillnaden i BLEU dr mindre stddjer énda fynden i denna
uppsats argumentet frdn Kocmi och Bojar (2018) att dverforingsinlérning ar en rimlig metod att
anvénda for att forbattra neural maskindversdttning av lagresurssprak.

2. Kan de hyperparametrar som Araabi och Monz (2020) beskriver som optimerade for smé
dataméngder dven forbéttra neural maskindverséttning pa gawarbati, som &r ett distinkt
annorlunda sprak med dnnu mindre datamangd?

Genom att anvinda Araabi och Monz (2020) hyperparametrar optimerade for smé datamang-
der forbéttrades kvaliteten pa 6versdttningarna med 0.6 BLEU och 78.8 TER f6r modeller endast
trinade pd gawarbati-engelska och chrF forsimrades med 1. Det forbittrade BLEU-vérdet ér 1
linje med Araabi och Monz (2020). Dock rapporterar Araabi och Monz (2020) en markant storre
skillnad i BLEU, da utvecklingssetet bestdende av 5000 parallella meningar mellan tyska och
engelska forbittrade med 7 BLEU och en dataméngd bestdende av 4500 meningar mellan bela-
rusiska och engelska forbattrades med 3.1 BLEU. Det vill sdga en markant storre forbéttring dn
den 6kning pa 0.6 BLEU som redovisas i denna uppsats.

Detta kan bero pé att de hyperparametrar som Araabi och Monz (2020) anvénde inte var ex-
akt replikerbara inom OpenNMT, det ramverk som anvindes i denna uppsats for tréningen av de
neurala modellerna. Se avsnitt 5.2 for en mer ingdende diskussion kring detta. En annan mojlig
orsak till skillnaden &r att de parametrar Araabi och Monz (2020) anvidnde dr framtagna gente-
mot ett germanskt sprak, tyska, och dérefter dven applicerade pa ett slaviskt sprak, belarusiska.
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Det ar mojligt att gawarbati dr sa pass distinkt fran tyska och belaurisiska att de hyperparam-
terar som gav bdst resultat for dem inte dr optimala for gawarbati. En tredje mdjlig forklaring
ar att den mindre datamédngden, 3000 meningar kontra 4500 och 5000 meningar, bidrog till att
minimera effekten av optimeringen.

Sammanfattningsvis kan hyperparametrar optimerade for sma dataméngder forbittra resul-
tatet vid neural maskindversdttning for gawarbati, men skillnaden é&r liten och metoden visade
sig mindre effektiv inom denna uppsats én 1 tidigare forskning.

3. Forbittras eller forsdmras resultatet om hyperparametrar optimerade for smé datamangder
anvands vid overforningsinldrning?

Att anvinda den konfiguration av hyperparametrar som Araabi och Monz (2020) beskriver som
optimerad for datamédngder pa 5000 meningar forsdmrade kvaliteten pa dversdttningar genere-
rade av en modell som trinats med dverforingsinlirning. Overforingsinldrningsmodellen med
standardparametrar fick 2.8 BLEU, 19 chrF och 114.9 TER, medan en 6verforingsinldrningsmo-
dell med hyperparametrar optimerade for sma dataméngder endast uppnadde 2.1 BLEU, 16.8
chrF och 113.0 TER. Resultatet forsdmrades alltsa sett over alla utvarderingsmatt. Detta tyder pa
att en kritisk aspekt for en framgangsrik 6verforingsinldrning ér styrkan hos fordldramodellen.
Forédldramodellen tranad med standardkonfigurationen uppnade som bést 26.7 BLEU och for-
dldramodellen tranad med den optimerade konfigurationen endast uppnidde 3.1 BLEU, vilket ér
lagt for en modell av den storleksordningen. For att uppna béasta resultat bor hyperparametrarna
anpassas for att ta tillvara fordldramodellens storre dataméngd, snarare @n att anpassa hyperpa-
rametrarna for barnmodellens mindre dataméngd.

5.2 Metodologiska svagheter

Ett problem med metoden som kan ha paverkat resultatet negativt &r kvaliteten pa korpusar-
na, bade for datan péd engelska-gawarbati och engelska-hindi. Som beskrivet i kapitel 3.2 holl
vissa hindi-engelska korpusar en lag kvalitet, till exempel kunde endast 36% av meningar i
WikiMatrix-korpuset anses vara korrekta dversattningar av varandra. Det ar mojligt att kvali-
teten pa andra automatiskt sammanstillda korpus pa hindi-engelska &r ungefar likvirdig. De
parallella meningarna mellan gawarbati och engelska var manuellt framstillda, men Oversétt-
ningarna till engelska uppvisade stundvis en ldgre kvalitet, exempelvis forekom felstavningar
och felaktig grammatik. Ibland inneholl dven den engelska Overséttningen kommentarer och
forklaringar till olika kulturella begrepp, som inte forekom i transkriptionen pa gawarbati. Detta
beror troligtvis pé att det priméra syftet for Liljegrens projekt inte dr datalingvistiskt, utan att
dokumentera ett hotat sprak.

En annan metodologisk svaghet ar att olika artiklar anviander olika ramverk for traning av
modellerna. Det riskerar det att minska jamforbarheten av resultaten. Denna uppsats anvénder
OpenNMT (Klein m. fl. 2017), Araabi och Monz (2020) anvéinder Fairseq (Ott m. fl. 2019),
Sennrich och Zhang (2019) anvénder Nematus (Sennrich, Firat m. fl. 2017), Kocmi och Bojar
(2018) anvéander Tensor2Tensor (Vaswani, Bengio m. fl. 2018). Varje ramverk skiljer sig at i
vilka hyperparametrar anvindaren kan paverka och exakt hur de hyperparamentarna paverkar.
Aven ramverk for orduppdelning skiljer sig, d4 Kocmi och Bojar (2018) anviinder WordPieces,
Sennrich och Zhang (2019) anvénder sin egenutvecklade applicering av BPE (Sennrich, Haddow
m. fl. 2016) med en minimum frekvensgrans (Sennrich, Birch m. fl. 2017) och denna uppsats
anvander SentencePiece (Kudo och Richardson 2018).
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5.3 Framtida forskning

Framtida forskning pa gawarbati kommer fortsatt att vara hammad av den kraftigt begrénsade
méngden data. For fortsatt utveckling av maskindversittning pa gawarbati ar fler parallella me-
ningar vésentligt. Dokumentationsprojektet for gawarbati dr dnnu padgaende, och mer data kan
komma att vara tillgingligt 1 framtiden - men dven da kommer gawarbati med stor sannolikhet
klassificeras som ett extremt ldgresurssprak. Trots de manga och stora framsteg som skett inom
neural maskindversattning exkluderas manga sprak fran dessa framgéngar pa grund av bristande
data. Ett exempel pd detta dr den 14ga kvaliteten pa dversdttningar genererade av GPT-3 1 den-
na uppsats, vilket belyser att GPT-3 dnnu inte dr ett gdngbart alternativ for maskindverséttning
for gawarbati. Detta dr 1 linje med Hendy m. fl. (2023), som fann att GPT-modeller presterar
samre vid dversittning av spradk som dr underrepresenterade 1 dess data. Hendy m. fl. (2023)
experimenterar med att kombinera GPT och MS-Translator, en mer konventionell neural ma-
skindversdttningsmodell. De beskriver lovande resultat av att kombinera GPT och NMT till en
hybrid som uppnér béttre resultat 4n vad varje enskilt system kan astadkomma sjdlv. Framtida
forskning skulle kunna undersoka om detta ar ett gdngbart alternativ for gawarbati och andra
underrepresenterade lagsresurssprak.

Fortsatt forskning inom &verforingsinlarning for gawarbati skulle kunna ha flera olika rikt-
ningar. En mojlig vég ér att till exempel inkludera den data fran dokumentationsprojektet som
inte utnyttjades inom denna uppsats, det vill sdga en grov fonetisk transkription och dverséttning-
ar till urdu. Skulle dversdttningarna till urdu och engelska kunna uttnyttjas i kombination i en
flersprakig modell? Skulle den grova fonetiska transkriptionen kunna ersitta den translitteration
som skedde i detta projekt? Eller alternativt, skulle translitteration kunna uteslutas helt? Kocmi
(2020, s. 66) fann att translitteration inte var en forutsittning for att dverforingsinldrningen ska
lyckas.
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6 Slutsatser

1. Kan overforingsinldrning med en fordldramodell trdnad pa hindi-engelska forbéttra over-
sdttningar for barnmodellen trdnad pa endast 3000 parallella meningar mellan gawarbati-
engelska? Eller blir 6verforingen negativ?

Overforingsinlirning var den metod som uppnidde bist resultat for maskindversittning pa ga-
warbati. Genom att forst trdna en fordldramodell pa cirka 41 miljoner meningar mellan hindi
och engelska och direfter trdna vidare modellen pa parallella meningar mellan gawarbati och
engelska uppnaddes 2.8 BLEU. Det motsvarar en 6kning pa 1.8 BLEU jamfort med en modell
med standardkonfiguration som enbart trédnats pd gawarbati-data. Dock &r denna 6kning mar-
kant mindre &n den forbattring som Kocmi och Bojar (2018) redovisade for en dataméngd pa 10
000 meningar. Den relativt lilla forbéttringen kan bero pé (a) den mindre dataméngden (b) 1ag
kvalitet pa hindidatan eller (c¢) att de sprak som Kocmi och Bojar (2018) anviande for fordldra-
och barnmodell dr ndrmare beslidktade dn hindi och gawarbati.

2. Kan de hyperparametrar som Araabi och Monz (2020) beskriver som optimerade for smé
dataméngder dven forbéttra neural maskindverséttning pa gawarbati, som &r ett distinkt
annorlunda sprak med dnnu mindre datamangd?

En transformer-modell med standardparametrar uppnddde 1 BLEU, 17.7 chrF och 196.9
TER. Genom att istillet anvdnda de hyperparametrar som Araabi och Monz (2020) fann bést
lampade for extremt sma dataméngder uppnéddes 1.6 BLEU och 118.1 TER, det vill sdga en
forbattring pa4 0.6 BLEU och 78.8 TER. Dock uppnaddes endast 16.7 chrF, en forsdmring pé
1 chrF. Detta tyder pa att hyperparameter anpassade for sméa datamadngder generellt forbéttrar
kvaliteten pa oversittningar. Detta overensstimmer med tidigare forskning frdn Sennrich och
Zhang (2019) och Araabi och Monz (2020). Dock uppvisades en vésentligt mindre forbattring
an tidigare artiklar. Detta kan bero pa att de hyperparameter Araabi och Monz (2020) beskriver
ar battre lampade for germanska/slaviska sprdk och mindre lampliga for gawarbati. Det kan
ocksé bero pa att de hyperparametrar som anvéndes av Araabi och Monz (2020) inte dr exakt
replikerbara inom OpenNMT, det ramverk som anvinds i denna uppsats. Det dr &ven mojligt att
den mindre méngden data, 3000 meningar kontra 4500 meningar och 5000 meningar, minimerar
effektiviteten av optimeringen.

3. Forbittras eller forsdmras resultatet om hyperparametrar optimerade for sma datamangder
anvinds vid déverforningsinldrning?

Att anvéinda hyperparametrar anpassade for sméa dataméngder tillsammans med dverforingsin-
larning (BLEU = 2.1) ledde till simre resultat 4n overforingsinldrning med standardparamte-
rar (BLEU = 2.8), men bittre resultat &n en optimerad modell trdnad pa endast gawarbati-data
(BLEU = 1.6). Detta tyder pa att en stark fordldramodell 4r en avgérande aspekt for framgangen
av en Overforingsinldrning. Att fordldramodellen &r anpassad for en storre dataméngd leder till
battre resultat 4n att barnmodellen &r anpassad for en liten dataméingd.

Sammanfattningsvis dr den allménna kvaliteten pd dverséttningar lag och ldngt ifrdn anvénd-
bar 1 ett praktiskt anvdndningsscenario. En mojlig forklaring for den 14ga kvaliteten ar problem
med datan, d& datamédngden pa gawarbati dr extremt liten och dataméingden pé hindi delvis &r av
lag kvalitet. Aven svérigheter med att dterskapa de hyperparameterkonfigurationer som tidigare
forskning anvént kan ha bidragit till de 14ga resultaten. Trots att Gversdttningarna dverlag var
av lag kvalitet sa resulterade bade overforingsinldrning och optimerade hyperparametrar i en
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forbéttring av overséttningarna, men de tvd metoderna bor inte kombineras. Vid dverforingsin-
larningen skedde ingen negativ overforing trots att barnmodellen endast hade 3000 meningar i
traningsdata, vilket tyder pa att metoden kan forbéttra resultat 4ven i extrema lagresurscenarion.
Arbetet belyser det akuta behovet av att skapa mer hogkvalititativ data for véarldens tusentals
lagresurssprdk i kombination med att fortsétta undersoka hur dessa begrinsade datamingder
bist brukas.
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Bilaga A Engelska-hindi korpusar

Nummer Korpus

Antal menignar

Antal meningar efter forbearbetning

1 Anuvaad v1 5029374 4 850979
2 bible-uedin vl 62 073 61013
3 CCAligned v1 8 181 587 7975 213
4 CCMatrix vl 15127900 14 824 304
5 ELRC 2922 vl 245 226
6 ELRC-3061-wikipedia_health v1 246 227
7 ELRC-wikipedia health vl 246 227
8 GlobalVoices v2018q4 2 634 2 286
9 GNOME v1 145 706 26 832
10 IITB v2.0 1555734 1296 303
11 Joshua-IPC v1 37727 35133
12 KDE4 v2 97227 71260
13 NeuLab-TedTalks vl 19 812 17 942
14 News-Commentary v16 2773 2110
15 OpenSubtitles v2018 93016 76 823
16 pmindia vl 56 832 56 490
17 QED v2.0a 11314 6 088
18 Samanantar v0.2 10 125 707 9793 596
19 Tanzil vl 187 080 178 834
20 Tatoeba v2022-03-03 10977 10 952
21 TED2020 vl 47 633 45797
22 tico-19 v2020-10-28 3071 3063
23 Ubuntu v14.10 11 309 10 205
24 WikiMatrix vl 231 460 229 039
25 WikiMedia v20210402 26 555 22 087
26 WMT-News v2019 3027 3021
27 XLEnt v1.2 2027 162 1 800 838
43 098 427 41 400 888
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Bilaga B Hyperparametrar

Hyperparametrarna som anvéndes vid trdningen av de neurala modellerna. Standard-konfigurationen
4r baserad pA OpenNMTs transformer-konfiguration for en GPU . Den optimerade konfigura-
tionen dr baserad pa Araabi och Monz (2020) bést preseterande konfiguration for en dataméngd

pa 5000 meningar. Notera att parametern share vocab har viardet True om modellen anvédndes

for overforingsinldrning, annars False. Parametern frain from anvédndes vid dverforingsinlérning

for att paborja trdningen av barnmodellen fran den konvergerade fordldramodellen.

Hyperparameter Standard ~ Optimerad
seed 3435 3435
train steps 500000 500000
valid steps 5000 5000
save checkpoint steps 5000 5000
early stopping 5 5
warmup steps 8000 8000
src subword alpha 0 0

tgt subword alpha 0 0.1
src/tgt seq length 192 175
src/tgt vocab size 32768 5000
share vocab True/False  True/False
decoder type transformer transformer
encoder type transformer transformer
word vector size 512 512
hidden size 512 512
layers 6 5
transformer feed-forward 2048 512
heads 8 2
accumilation count 8 8
optim adam adam
adam betal 0.9 0.9
adam beta2 0.998 0.998
decay method noam noam
learning rate 2.0 2.0
max gradient normalization 0.0 0.0
batch size 4096 4096
batch type tokens tokens
normalization tokens tokens
dropout 0.1 0.1
label smoothing 0.1 0.6
param initializion 0.0 0.0
param initializion glorot True True
position encoding True True

Shttps://github.com/0OpenNMT/OpenNMT-py/blob/a727bf601284164dc9ac0dd5631514b43a9409d0/
config/config-transformer-base-1GPU.yml
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