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Automatisk kvalitetsbedömning av medicinska
översättningar

Julianne Cohen

Sammanfattning
Studien utvecklar en metod för att utföra en automatisk kvalitetsbedömning av de svenska me-
dicinska översättningarna i terminologisystemet Snomed CT. Metoden går ut på att använda en
neural maskinöversättare för att översätta Snomed CTs engelska termer till svenska och jämföra
demmed Snomed CTs svenska termer. För de termer som skiljer sig åt dememellan beräknas co-
sinuslikheten mellan vardera översättnings semantiska inbäddningar och den engelska termens
inbäddning med en flerspråkig STS-modell. Om maskinöversättningen har högre cosinuslikhet
förelås den som potentiellt bättre än Snomed CTs. Om Snomed CTs översättning har högre co-
sinuslikhet verifieras den. Två bedömare som arbetar med medicinsk terminologi går igenom
ett stickprov var med engelska Snomed CT-termer och de två översättningsförslagen för varje
term och markerar det förslag som de föredrar. Resultatet visar att det var relativt sällan som be-
dömarna föredrog maskinöversättningen, eftersom de ofta innehöll felöversättningar. De kunde
dock ibland belysa utelämningar eller felaktiga ordval i Snomed CTs översättningar. Det var
även relativt sällan som de förslag de föredrog var det förslag med högst cosinuslikhet till den
engelska termen, och det visar sig att inbäddningarna inte representerar meningarnas semantiska
betydelse så väl som väntat.

Nyckelord
kvalitetsbedömning av översättningar, medicinsk terminologi, neural maskinöversättning, se-
mantiska inbäddningar, cosinuslikhet

Abstract
This study develops a method to perform an automatic quality assessment of the Swedish medi-
cal translations from the terminology system Snomed CT. The proposed method uses a neural
machine translator to translate Snomed CTs English terms to Swedish in order to compare them
to Snomed CT’s Swedish terms. For those terms that differ, the cosine similarity between each
translation suggestion’s semantic embedding and their English counterpart’s embedding is com-
puted using a multilingual STS-model. If the machine translation has a higher cosine similarity
it is suggested as a potentially better translation. If Snomed CT’s translation has a higher co-
sine similarity it is verified. Two evaluators who work with medical terminology were given
a sample each with English terms paired with the two translation suggestions, for which they
marked the one they preferred. The result show that they preferred the machine translation re-
latively seldom, since they often contained translation errors. Though sometimes they exposed
omissions or inaccurate wording in Snomed CT’s translations. It was also relatively seldom that
the translations they preferred were the ones with higher cosine similarity to the English terms,



which shows that the embeddings did not represent the sentences’ semantic meanings as well as
expected.

Keywords
translation quality assessment, medical terminology, neural machine translation, semantic em-
beddings, cosine similarity
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1 Inledning
Uppkomsten av elektroniska hälsovårdssystem har medfört ett behov av standardiserade termi-
nologier både på en nationell och internationell nivå, vilket gör att medicinska översättningar
blir centrala (Deléger m. fl. 2009, s. 692). På så sätt har översättningar av medicinsk terminologi
en stor betydelse för förmedlingen av vetenskapliga fynd samt medicinska produkter, forskning
och verktyg internationellt (Karwacka 2014, avsnitt 1).

Trots kompetenta översättare och systematiska översättningsprocesser är översättningar av
en stor samling data benägna att innehålla felaktiga sådana. Detta kan exempelvis vara på grund
av att det är vanligt att översättare använder sig av maskinella verktyg under översättningsarbe-
tet, vilket kallas “Computer Aided Translation Technology” (CATT). Exempelvis används sök
och ersätt-funktioner för att identifiera och åtgärda inkonsekventa översättningar och översätt-
ningsminnen för att få tillgång till förslag baserat på tidigare översättningar (Merkel 1996, s. 4).
Medan dessa verktyg kan vara till stor nytta finns risken att deras effektivitet medför en brist
på mänsklig verifiering som leder till oupptäckta misstag (Merkel 1996, s. 4). Andra situationer
som kan bidra till felaktiga översättningar är då flera översättare arbetar på olika delar av samma
textkälla eller då översättningar uppdateras av olika översättare under en längre tid. Översättares
personliga tolkningar av källtexten kan medföra inkonsekventa översättningar vilket kan bli för-
virrande, i synnerhet för sådana texttyper som inte läses från början till slut, utan som används
för uppslagning (Merkel 1996, s. 4).

Då risken för felaktiga översättningar är stor, oavsett maskinellt eller mänskligt utförda,
är kvalitetsbedömningar av översättningar, “Translation Quality Assessment” (TQA), viktiga.
Medan utförliga och långvariga TQA-processer där översättningar genomgår flera verifierings-
moment är att föredra, är de ofta mycket kostsamma (Karwacka 2014, avsnitt 3.2). Därav finns
det ett behov av billigare metoder. Översättare har dessutom uttryckt ett behov av CATT-verktyg
som kan verifiera översättningar, i synnerhet terminologiska sådana (Merkel 1996, s. 4). Därav
är syftet med denna studie att undersöka huruvida det är möjlig att utföra en maskinell kva-
litetsbedömning av de svenska översättningarna i det medicinska terminologisystemet Snomed
CT. Mer specifikt utforskar studien huruvida maskinöversättningar kan jämföras med mänskligt
utförda medicinska översättningar för att verifiera kvaliteten av de mänskligt utförda översätt-
ningarna eller identifiera felaktiga sådana. Studien utforskar sedan cosinuslikhet mellan seman-
tiska inbäddningar som TQA-mått för att bestämma det bästa översättningsförslaget mellan en
mänsklig översättning i Snomed CT och maskingjord översättning för en given engelsk term.
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2 Bakgrund
Bakgrunden inleds med en grundläggande introduktion till semantiska inbäddningar och ma-
skinöversättning, för att lägga en grund till de maskinella verktyg som används i denna studie.
Sedan presenteras kvalitetsbedömning av översättningar som forskningsområde, där det disku-
teras om vad som menas med kvalitet och hur det kan bedömas. Därefter presenteras mått och
metoder som använts för TQA i tidigare experimentell forskning som inspirerat denna studie.
Till sist specificeras syftet med denna studie samt dess frågeställningar.

2.1 Semantiska inbäddningar
Språkteknologi, ”Natural Language Processing” (NLP), är ett fält inom lingvistik som under-
söker metoder för datorer att kunna bearbeta och analysera mänsklig språkdata. Genom datave-
tenskaplig insikt, såsom artificiell intelligens, har NLP kommit långa vägar. Den automatiska
kompletteringen som föreslås vid sökningar på sökmotorer, automatiska ordförslag vid mobil-
chattning och digital assistans såsom chattbottar är bara några exempel på maskiner vi ser i var-
dagen som tillämpar NLP-metoder. Följande underavsnitt presenterar en kortfattad introduktion
till grunden för hur maskiner kan läras att förstå semantik med hjälp av semantiska inbäddningar,
vilket lägger grunden för många NLP-lösningar.

2.1.1 Vektorns uppbyggnad

För att en maskin ska kunna förstå mänskligt språk kan distributionell semantik användas. Tan-
ken bakom distributionell semantik sammanfattas av den distributionella hypotesen om att ett
ords semantiska betydelse definieras av kontexten som det används i, och att ord med liknande
betydelser förekommer i liknande kontext (Di Gennaro m. fl. 2021, s. 12 321). Distributionell
semantik bygger på att ett ord kan göras om till en ordvektor med element, d.v.s. en lista med
tal. Det finns olika sorters vektorer som skiljer sig beroende på vad dessa element representerar.
Den simplaste formen av ordvektor är s.k. ”one-hot”-vektorer, där varje element står för ett ord
i maskinens vokabulär. Om maskinen tränas på tre ord, t. ex. ”woman”, ”man” och ”other”, har
varje ords vektor alltså tre element. Vektorn för ord 1, ”woman”, utgörs av en etta för första
elementet och resten nollor. Ord 2s vektor har en etta på andra elementet och nollor på resten.
Tredje ordets vektor har en etta på tredje elementet och resten nollor. Vokabulärens vektorer ser
alltså ut som följande [1, 0, 0], [0, 1, 0], [0, 0, 1] (Cerda m. fl. 2018, s. 2). Dessa vektorer kallas
även semantiska inbäddningar eller ordinbäddningar.

Ett mer utvecklat sätt att skapa inbäddningar är att varje element i en vektor för ett givet
ord representerar ett ord i maskinens vokabulär, såsom för ”one-shot”, men att talet som utgör
elementet inte nödvändigtvis är en etta eller nolla utan är hur många gånger det förekommer
i träningsdatan tillsammans med ordet som vektorn representerar (Henderson och Popa 2016,
s. 2052-2053). Om ordet som ska representeras exempelvis är ”bok”, så kommer förmodligen
elementet i vektorn som representerar ”läsa” vara ett relativt högt tal, medan ”balkong” kommer
vara ett relativt lågt. Elementen kan även istället representeras av PMI-värdet, ”PointwiseMutual
Information”. PMI är ett sätt att mäta hur sannolikt det är att, i detta fall, ”läsa” och ”bok”
förekommer tillsammans i jämförelse med hur sannolikt det är att de förekommer var för sig i
en given mängd data.
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2.1.2 Maskinlärning

Den senaste sortens semantisk inbäddning skapas genom maskinlärning, mer specifikt neurala
nätverk, såsom Googles modell Word2Vec (Mikolov m. fl. 2013). Den tränas genom att iterera
över en stor textkorpus där ett ord i taget är det centrala ordet och dess kontext är, exempelvis, de
fyra omkringliggande orden. För varje centralt ord beräknas för varje kontextord sannolikheten
att de förekommer tillsammans, och varje sannolikhetsvärde sparas som ett element i både det
centrala ordets och kontextordets vektorer. Dessa sannolikhetsvärden uppdateras varje gång de
förekommer i textkorpusen. På så sätt kommer ord som förekommer ofta i liknande kontexter
ha mer lika inbäddningar (Melamud m. fl. 2016, s. 1031).

Nackdelen med Word2Vec är att ett givet ord kommer att ha en slutgiltig vektor, vilket in-
nebär att homonymer som klädesartikeln ”fluga” och insekten ”fluga” representeras av samma
vektor. Googles modell BERT (Devlin m. fl. 2018), som används för Googles sökmotors au-
tomatiska komplettering, löser detta problem genom att använda en Transformermodell, också
utvecklad av Google. Karaktäristiskt för Transformermodeller är att de implementerar s.k. själv-
uppmärksamhet (Vaswani m. fl. 2017), vilket går ut på att modellen lär sig om det den bearbetar,
medan den bearbetar det. BERT applicerar självuppmärksamhet genom att den tränades på två
meningar från träningsdatan i taget där 15% av orden var maskerade, så att den fick gissa ordet
utifrån kontexten (Devlin m. fl. 2018, s. 4). Orden i meningarna läses in utan inbördes ordning
i båda riktningar, höger till vänster och vänster till höger, samtidigt. Inbäddningen för ett ord är
summan av elementen i tre vektorer; en som berättar i vilken av de två meningarna som ordet
förekommer i, en för ordets position i meningarna och en som definierar ordets betydelse (Dev-
lin m. fl. 2018, s. 4-5). Ett ord kan alltså ha flera olika inbäddningar, en för varje kontext det
förekommit i under träningsprocessen. På så sätt har modellen information om varje ord utifrån
dess relation till alla andra ord, och kan tilldela homonymer olika inbäddningar.

2.2 Neural maskinöversättning
Neural maskinöversättning (”neural machine translation”, NMT) är en typ av maskinöversätt-
ning som brukar använda en kodare (”encoder”) och en avkodare (”decoder”) (Sutskever m. fl.
2014, s. 3, 5). Kodaren använder ett neuralt nätverk för att läsa in en mening på källspråket och
konvertera den till en vektor, som avkodarens neurala nätverk sedan gör om (avkodar) till en
översatt mening på målspråket. Denna typen av neuralt nätverk kallas RNN (”recurrent neural
network”) (Sutskever m. fl. 2014, s. 3).

Att ha en vektor som förmedlar informationen om meningen till avkodaren fungerar för kor-
ta meningar. För längre meningar är en ensam vektor inte tillräcklig för att avkodaren ska kunna
producera en bra översättning, eftersom att vektorn endast innehåller information från kodarens
sista behandlingssteg vilket fungerar ungefär som en sammanfattning. Om meningen exempel-
vis innehåller dependenser mellan lexikala enheter som befinner sig långt ifrån varandra är det
inte säkert att den informationen finns med i vektorn, eftersom att det gått miste mellan kodarens
bearbetning av den första enheten och sista (Sutskever m. fl. 2014, s. 3). Därför kan Transfor-
mermodeller användas istället för RNN. Som i fallet för BERT kan Transformerbaserade neura-
la maskinöversättare implementera självuppmärksamhet. För NMT uppnås självuppmärsamhet
genom att kodaren för varje bearbetningssteg avsätter viktig information om det som bearbetats
till avkodaren, utöver sammanfattningsvektorn, så att dependenser och annan information inte
förloras (Xu 2021, s. 20). På så sätt kan modellen lära sig målspråkets motsvarigheter till käll-
språkets ord och till och med morfem, vilket gör att den kan känna igen ord även om de står i en
böjningform den inte exponerats till, i och med att den lärt sig böjningsmorfemet. Detta innebär
även att den kan översätta ord även om den inte lärt sig målspråkets ord för just den böjningsfor-
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men. Exempelvis skulle en NMT-modell kunna översätta ”chairs” även om den endast tränats
på ”chair”, så länge den har exponerats till tillräckligt med plural-s. På samma sätt skulle den
kunna översätta ”chairs” till ”stolar” även om den endast tränats på ”stol”, givet att suffixet -ar
förekommit tillräckligt ofta.

2.3 Kvalitetsbedömning som forskningsområde
Enligt Williams (2009, s. 3) är TQA viktigt för både översättare och deras kunder samt forskare
och studenter inom översättning. Bristen på konsensus om vad en bör bedöma översättningar
efter och vilka metoder som bör användas har gett upphov till många olika synsätt, vilka följande
avsnitt diskuterar.

2.3.1 Översättningskvalitet

I grund och botten går en TQA ut på att bedöma hur bra en samling översättningar är (Williams
2009, s. 4). Det finns skiljande åsikter om vad för faktorer som bestämmer hur bra en översätt-
ning är. I enlighet med det preskriptiva förhållningssättet kan kvalitet definieras utefter språkligt
korrekta standarder för målspråket som översättningar bör stämma överens med (Williams 2009,
s. 4). Det deskriptiva förhållningssättet vill i kontrast avstå från att utgå från vedertagna kriterier
och betonar istället en relativistisk syn på översättningskvalitet, med ändamålet att undvika att
klassificera en översättning som rätt eller fel (Williams 2009, s. 4). Medan att kunna avstå från
att ålägga värderingar är en rimlig avsikt, argumenterarWilliams (2009, s. 5) för att en definition
av vad som är bra är nödvändig för att kunna utföra en användbar TQA, samtidigt som en bör
sträva mot att vara så objektiv som möjligt.

I praktiken anammas båda synsätt. Exempelvis påverkar vad för sorts text det är som över-
sätts vilka kvalitativa egenskaper som bedöms. De relevanta egenskaperna är relativa till textty-
pen, på så sätt att exempelvis kvaliteten av stilistiska parametrar inte tas hänsyn till vid bedöm-
ningen av en översatt administrativ rapport (Williams 2009, s. 14), men är en av de viktigaste
faktorerna för en översättning av skönlitterär text. Medan kvaliteten är relativ så måste den fort-
farande bedömas subjektivt. Språkligt korrekta standarder i målspråket kan vara irrelevanta i
översättningar av interna informerande rapporter, men hur bra översättningarna av relevant ter-
minologi är måste bedömas för att TQAn ska göra någon nytta (Williams 2009, s. 14).

Vid en TQA av terminologi är huruvida termerna översätts konsekvent en viktig kvalitets-
faktor (Merkel 1996, s. 4). Valet mellan synonymer är också något som påverkar kvaliteten.
Inom terminologistudier kallas synonymer för varianter, där varianter är olika lingvistiska for-
mer (termer) som representerar ett och samma koncept (Doğru 2021, s. 65, 71). En variant kan
exempelvis vara mer formell än en annan eller medföra andra konnotationer (Doğru 2021, s.
72). En översatt term kvalitetsbedöms därmed efter hur väl den bibehåller originaltermens for-
malitet och konnotationer, bland annat. Inom medicinsk terminologi kan skillnad i formalitet
innebära skillnaden mellan den latinska eller grekiska termen och dess vardagliga motsvarighet,
exempelvis ”vertebra” mot ”kota”.

2.3.2 Metodik

Medan vad som bestämmer kvaliteten av en översättning kan styras av texttypen i fråga, kan
ändamålet med TQAn styra vad för metoder som är relevanta. Exempelvis kan en kvantitativ
TQA gå ut på att räkna antalet misstag i översättningarna avseende bland annat stil och gram-
matik, som sedan används för att uttrycka den övergripande kvaliteten i form av numeriska
poäng eller en verbal beskrivning (Nerudová 2012, s. 12). Denna metod kan vara mer relevant
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för att bedöma översättarstudenter eller dylikt, där återkopplingen ämnar att belysa områden där
översättningarnas kvalitet brister.

En kvantitativ TQA är inte lika relevant för exempelvis publicerade skönlitterära översätt-
ningar, som förmodligen inte innehåller samma sorts grammatiska misstag eller stavfel. Istället
blir det här relevant att bedöma hur väl översättningarna förmedlar samma budskap och stil som
källtexten, med ändamålet att avgöra hur väl översättaren lyckats återskapa författarens vision av
verket. För detta presenterar House 1977 en modell för att utföra en kvalitativ TQA, som grans-
kar hur väl en måltext behåller samma funktion som en källtext. Detta görs genom att granska
huruvida översättningarna tagit hänsyn faktorer som motiverat författarens typ av språkbruk
(geografiskt ursprung, klass,...) samt huruvida de bibehåller stilistiska parametrar som karaktä-
riserar källtexten (formalitet, litterära tekniker,...) (House 1977, s. 104-105).

2.4 Kvalitetsbedömningar i tidigare studier
Följande avsnitt presenterar olika kvalitetsmått och metoder som använts för att utföra TQA
i tidigare studier, samt dess resultat. Då denna studie använder både mänskliga översättningar
(”human translation”, HT) och maskinella översättningar (”machine translation”, MT) för att
utföra en TQA presenteras mått och metoder som använts för båda översättningskällor. Först
presenteras mänsklig bedömning som metod för TQA av både HT och MT. Därefter beskrivs
efterlikning som kvalitetsmått av MT. Sist introduceras semantisk bedömning av MT med hjälp
av HT som referens, vilket lägger grunden för denna studie.

2.4.1 Mänsklig bedömning

Fischer och Läubli (2020) utför en kvantitativ TQA av en flerspråkig MT-modell tränad på
domänspecifik språkdata genom att be professionella översättare bedöma översättningar av ter-
minologi tillhörande ett försäkringsbolag. Hälften av översättningarna är gjorda utav HT och
hälften MT. Till testpersonerna säger de dock att samtliga översättningar är MT (Fischer och
Läubli 2020, s. 3). Kvaliteten på översättningarna bedöms genom att räkna hur många miss-
tag de innehåller och hur mycket efterredigering som behövs. Resultaten visar att medan MT-
översättningarna innehöll fler misstag än HT (dock ingen statistiskt signifikant skillnad), krävde
de mer sällan efterredigering än HT för vissa språkpar. Med tanke på att HT var gjorda av ter-
minologer menar Fischer och Läubli (2020, s. 7–8) att detta indikerar en hög kvalitet på MT.

Kokkinakis 2011 utför en maskinell TQA av Snomed CTs svenska översättningar. Detta
görs genom att använda korpora med data från Läkartidningen som testbädd för att undersöka
variation och omfång för Snomed CTs svenska översättningar (Kokkinakis 2011, s. 814). Re-
sultatet visar på en hög grad av termvariation, vilket Kokkinakis (2011, s. 814) uppmärksammar
kan vara problematiskt vid exempelvis informationssökning och beslutsstödsystem. Resultatet
pekar även på en brist på terminologiskt omfång (Kokkinakis 2011, s. 818).

2.4.2 Efterlikningsbedömning

Grozea (2018, s. 644, 646) tränar sex stycken NMT-modeller på medicinsk språkdata och tes-
tar dem sedan på nyhetsrelaterad språkdata med hypotesen att de tillsammans kan producera
bättre översättningar än var för sig. Metoden testas genom att för varje engelsk text automa-
tiskt välja det bästa rumänska översättningsförslaget från de sex modellerna. Detta görs genom
att framräkna procentandelen av orden i källtexten som återfinns i varje enskild översättning.
Om ett källord och dess motsvarighet i översättningen visar sig vara ett översättningspar i en
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ordbok tilldelas ordet ett högre procentvärde. Det översättningsförslag som slutligen fått högst
procentvärde anses vara den bättre.

Författaren gör sedan en TQA genom att jämföra kvaliteten av översättningarna producerade
av en blandning av modellerna med kvaliteten av varje enskild modell. För detta används måttet
BLEU (Papineni m. fl. 2002) (Grozea 2018, s. 646). BLEU är ett kvalitetsmått för maskinöver-
sättares prestanda som i grova drag beräknas genom att kvantitativt mäta hur väl n-gram (d.v.s.
unigram, bigram, trigram,...) från en översättning efterliknar n-gram från en mänskligt gjord
referensöversättning av samma mening (Papineni m. fl. 2002, s. 2). Värdet sträcker sig mellan
0-100, där 100 innebär att översättningen är identisk till referensmeningen (Papineni m. fl. 2002,
s. 5). Grozea (2018, s. 646) finner att blandningen av modellerna inte får ett högre BLEU-värde
än den bästa enskilda modellen (22,05 mot 22,48), och drar slutatsen att metoden förlitar sig på
kvaliteten av ordboken som används.

2.4.3 Semantisk bedömning

Medan BLEU är ett mycket använt och etablerat kvalitetsmått har det fått mycket kritik. Kané
m. fl. (2019, s. 2) menar att en av BLEUs brister är att en parafras av en referensmening kan
få ett lågt värde då segmenten i meningarna skiljer sig åt, trots att den semantiska betydelsen
är densamma. Författarna menar att ett bedömningsmått bör överensstämma med människans
bedömning av semantisk ekvivalens (Kané m. fl. 2019, s. 3).

För att ge ett bättre förslag på ett bedömningsmått testar de hur väl modellen RoBERTa (Liu
m. fl. 2019), som tar fram semantiska inbäddningar av ett ord eller en mening, kan användas
för att bedöma likheten mellan en översättning och en referensmening. RoBERTa är en av flera
utökade modeller av BERT. Kané m. fl. finjusterar RoBERTa till att beräkna likheten mellan
semantiska inbäddningar och upptäcker att likheten mellan en översättnings och en referensme-
nings respektive semantiska inbäddningar presterar bättre som bedömningsmått än BLEU i be-
dömningen av engelsk språkdata (Kané m. fl. 2019, s. 3). Språkdatan som modellen testades
på kommer från datasamlingen STS-B, som används som måttstock för att testa STS-modeller
(”Semantic Textual Similarity”), d.v.s. modeller som går ut på att analysera semantisk likhet.

Zhang och Genabith (2020, s. 2593) utforskar också semantisk likhet som mått för TQA
genom att lära en modell ge poäng till en översättning. Deras modell tränas på data med en sam-
ling mänskliga TQA-bedömningar, där poäng har givits för översättningars kvalitet (Zhang och
Genabith 2020, s. 2594). Modellen tränas sedan på att bedöma den semantiska likheten mellan
källtexten och dess översättning genom att beräkna cosinuslikheten mellan deras semantiska in-
bäddningar, och jämföra det med de mänskligt givna poängen för samma översättning. (Zhang
och Genabith 2020, s. 2593). Cosinuslikhet är cosinusvärdet av vinkeln mellan två vektorer. På
så sätt innebär ett litet värde, d.v.s. ett kort avstånd, att vektorerna är nära varandra och därav
semantiskt lika. Cosinusavståndet/likheten mellan inbäddningar är ett mycket använt mått för
att beräkna semantisk likhet och definieras mer utförligt i avsnitt 3.2.2.

2.5 Syfte och frågeställningar
2.5.1 Syfte

Fischer och Läubli (2020, s. 8) uttrycker ett behov av att testa en NMT-modells prestanda när
den är tränad på generisk språkdata, i kontrast till domänspecifik data. Syftet med denna studie
är därmed att undersöka huruvida en generisk NMT-modell kan användas för att utföra en ma-
skinell TQA på de svenska översättningarna i det medicinska terminologisystemet Snomed CT.
Tanken är att maskinellt erhålla en uppsättning förslag på svenska översättningar av Snomed
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CTs engelska termer som kan jämföras med Snomed CTs svenska termer, och på så sätt identifi-
era Snomed CTs svenska termer vars betydelse skiljer sig åt från de engelska motsvarigheterna.
Om en NMT-modell tränad på medicinsk terminologi från en annan källa än Snomed CT skulle
användas skulle hypotesen behöva vara att den källan eventuellt är bättre än Snomed CT. En
generisk modell undviker detta, och medför dessutom att metoden kan användas för att utföra
en TQA på andra medicinska terminologisystem.

Syftetmed denna TQAär att bedöma termerna kvalitativt genom att för en given översättning
antingen verifiera den som semantiskt ekvivalent till dess engelska motsvarighet eller identifiera
den som semantiskt skiljande och därmed felaktig. Det är inte alltså inte endast det medicins-
ka fackspråket i Snomed CTs svenska översättningar som kvalitetsbedöms, utan även hur väl
termernas syntax och ordval framför de engelska termernas semantiska betydelse. Snomed CTs
svenska översättning av termen ”Known possible” i exempel 1 är en av översättningarna som
motiverat denna TQA, där översättningens ordföljd gör att betydelsen inte är densamma som
den engelska termen. De ord som är kursiva är tillagda för att sätta termen i ett kontext.

(1) Known possible tumour
a. [Möjligen känd] tumör Snomed CT
b. Känd [möjlig tumör] Förslag på förbättring

Snomed CTs översättning indikerar att det är huruvida tumören är känd som är osäkert,
medan ordföljden i den engelska termen indikerar att det är huruvida det som hittats är en tumör
som är osäkert. Hypotesen är att en NMT-modell kan belysa denna sortens översättningar som
medför annorlunda konnotationer än de engelska termerna.

För att bestämma vilken av två översättningsförslag frånmaskinöversättaren respektive Sno-
med CT som är mest lämplig i en situation som i exempel 1 där de skiljer sig åt utforskar denna
studie likheten mellan semantiska inbäddningar som kvalitetsmått, såsom Kané m. fl. 2019. I
följe av Zhang och Genabith 2020 är det specifikt cosinuslikheten mellan semantiska inbädd-
ningar som används, men utan att använda mänskliga referensöversättningar. På så sätt kan en
kvalitativ TQA utföras utan mänsklig inblandning, vilket är både tid- och kostnadseffektivt. Ge-
nom att undvika mänsklig bedömning undgås dessutom dilemmat om huruvida en TQA bör vara
subjektivt belagd.

2.5.2 Frågeställningar

1. I vilken utsträckning kan en neural maskinöversättare som inte tränats påmedicinsk språk-
data översätta medicinsk terminologi?

2. Om en mänskligt gjord översättning från Snomed CT skiljer sig från en maskinöversätt-
ning, är det en indikation på att Snomed CTs översättning är felaktig?

3. Är cosinuslikhet mellan inbäddningar en användbar indikation på hur lämplig en över-
sättning är vid jämförandet av två översättningsförslag; ett HT och ett MT?
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3 Metod
Metoden inleds med den medicinska terminologidata som använts i denna studie. Sedan presen-
teras de maskinella verktyg som använts för att utföra en TQA. Därefter kommer en beskrivning
av hur TQA-processen gått till. Till sist beskrivs det hur resultaten av TQAn kommer att analy-
seras för att besvara frågeställningarna.

3.1 Snomed CT
Snomed CT är ett medicinskt terminologisystem som är ämnad att användas för att föra elektro-
niska patientjournaler. Termerna utgörs av ett eller flera ord och är taxonomiskt ordnade. Det
finns 19 stycken huvudsakliga koncept, däribland kliniska fynd, farmaceutiska eller biologis-
ka produkter och åtgärder. Termer kan även vara attribut som specificerar en egenskap hos en
annan term, exempelvis ”moderns kliniska status” och ”har aktiv ingrediens”.

De engelska termerna samt dess svenska mänskligt gjorda översättningar som användes i
denna studie kommer från ”The SNOMED CT Managed Service Sweden Extension release”
från 30 november 2021, som distribuerats till medlemsländer i International Health Terminology
Standards Development Organisation (IHTSDO). Arbetet för att översätta de engelska termerna
i Snomed CT till svenska involverade experter från hälsoinformatik, lingvistik och terminologi
(IHTSDO 2014, s. 47). Experterna ombads ”att med utgångspunkt från de engelska termerna
eller fraserna i Snomed CT finna de bästa möjliga motsvarigheterna på svenska” (Socialstyrel-
sen 2011, s. 12), genom att följa en process på tre steg; identifiera delfackområdet som termen
används i, få en förståelse för vad den utomspråkliga kognitiva föreställningen av termen är
och ta reda på den svenska motsvarigheten inom fackområdet (Socialstyrelsen 2011, s. 12-13).
Förutom detta försågs de med allmänna språkråd och skrivregler, såsom att anpassa lånord till
svensk stavning, skriva ut förkortningar samt använda obestämd form så länge det refererar till
något det finns fler av (Socialstyrelsen 2011, s. 16, 20, 23).

3.1.1 Förbehandling av termerna

Då de svenska termerna återfinns i en separat fil behövde datan för studiens skull inledningsvis
förbehandlas genom att para ihop dem med sina engelska motsvarigheter. Detta gjordes genom
att maskinellt identifiera den engelska term med samma koncept ID som en given svensk term.
Ett koncept kan ha flera varianter på engelska, men då den svenska utgivningen endast har en
variant per koncept kallas de i denna studie för termer för att undvika luddigheten av ”koncept”.
Den engelska varianten för ett koncept som valdes var den som annoterats som ”Fully Specified
Name”, vilket är den primära varianten. Endast termer som annoterats som aktiva användes. 1
Slutligen fanns 367 353 termpar. En del av de engelska Snomed CT-termerna efterföljs av deras
taxonomiska förälder, exempelvis ”Patient identification swipe card (physical object)”, vilket de
svenska översättningarna inte gör (”Stämpelkort för patientidentifiering”). Allt inom parenteser
togs därför bort från de engelska termerna.

3.2 Verktyg
Följande avsnitt presenterar den NMT samt STS-modell som denna studie använt för att utföra
en TQA, samt evalueringsmått som motiverat valen av just dessa modeller.

1Sedan utgåvan som denna studie använder sig av släpptes kan tidigare aktiva termer inaktiverats i Snomed CTs
databas.
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3.2.1 OPUS-MT

OPUS-MT 2 är en Transformerbaserad neural maskinöversättare (se avsnitt 2.2) skapad med
hjälp av Microsofts NMT-ramverk Marian (Tiedemann och Thottingal 2020, s. 479), vilken
även används för Microsoft Translator.

Vid detta tillfälle finns det modeller av OPUS-MT för 1126 språkkombinationer, vilka är
tränade på parallellkorpusar från den stora korpussamligen OPUS 3 (Tiedemann och Thottingal
2020, s. 479). Samlingen innehåller bland annat parallellkorpusar med generisk språkdata från
Wikipedia, Europaparlamentet och FN (Tiedemann 2012). Modellen för engelska-svenska fick
ett BLEU-värde på 60,1 (se avsnitt 2.4.2) när den utvärderades på testdata med korta generiska
meningar. 4

3.2.2 SBERT

SBERT 5 (Sentence-BERT) är en modell som framräknar semantiska inbäddningar för mening-
ar. Den har utvecklats fram genom att finjustera BERT (se avsnitt 2.1.2) så att likheten mellan
inbäddningarna kan beräknas med exempelvis cosinuslikhet (se avsnitt 2.4.3) (Reimers och Gu-
revych 2019, s. 3982, 3984). Finjusteringen var nödvändig eftersom att BERTs träningsmetod
där ords inbäddningar är beräknade utefter kontexten, d.v.s. de två kombinerade meningarna
de förekommer i, genererar så många möjliga kombinationer av ordinbäddningar att tiden det
tar att hitta de två mest semantiskt lika meningarna tar ca. 65h (Reimers och Gurevych 2019,
s. 3982). Dessutom beräknar BERT endast ordinbäddningar, vilket gör att det inte finns några
meningsinbäddningar (Reimers och Gurevych 2019, s. 3983). Finjusteringen gick i grova drag
ut på att beräkna medelvärdet av en menings ords inbäddningar (Reimers och Gurevych 2019,
s. 3985).

SBERT beräknar cosinuslikheten mellan två meningar genom att konvertera dem till se-
mantiska inbäddningar, som sedan passeras som parametrar när den anropar Pytorchs funktion
för att beräkna cosinuslikhet. Funktionen beräknar cosinuslikheten med formulan 6 nedan, där
inbäddningen för mening 1 är x1 och inbäddningen för mening 2 är x2.

similarity =
x1 · x2

max(||x1||2 · ||x2||2, ϵ)
Funktionen genererar ett decimaltal mellan 0 och 1, där 1 innebär att inbäddningarna är

identiska. Cosinuslikheten är densamma som 1–cosinusavståndet. Talar man om cosinuslikhet
är en högre siffra önskvärt, talar man om cosinusavstånd är det en mindre siffra.

Det finns fleramodeller från SBERT.Denna studie nyttjarmodellen paraphrase-multilingual-
MiniLM-L12-v2 7 som är tränad på 50+ språk, däribland engelska och svenska. Modellen är
alltså flerspråkig, vilket innebär att den kan ta fram inbäddningar för meningar på alla de språk
den är tränad på som om de vore ett och samma språk, utan att informeras om vilka språk i fråga
som jämförs.

SBERTs inbäddningar har bedömts med måttet SentEval (Conneau och Kiela 2018), som
testar modellers prestanda i STS-tester, där modellen får bästa betyg i fem utav sju tester (Rei-
mers och Gurevych 2019, s. 3987).

2https://github.com/Helsinki-NLP/Opus-MT
3https://opus.nlpl.eu/
4https://huggingface.co/Helsinki-NLP/opus-mt-en-sv
5https://sbert.net
6https://pytorch.org/docs/stable/generated/torch.nn.functional.cosine_similarity.

html
7https://huggingface.co/sentence-transformers/paraphrase-multilingual-MiniLM-L12-v2
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Figur 1: Flödesschema för kvalitetsbedömning av en term.

3.3 Kvalitetsbedömningsprocess
Metoden som studien utvecklat för att kvalitetsbedöma en svensk översättnings semantiska över-
ensstämmelse till dess engelska originalterm sammanfattas i figur 1 och fungerade som följande.
Den engelska originaltermen översättes med OPUS-MT med Pythonkod. Koden testade sedan
om denna nya översättning stämde överens med Snomed CTs översättning. Om detta var fal-
let ansågs Snomed CTs översättning vara verifierad, eftersom att översättningen då genererats
likadant från båda källor. Om det enda som skiljde dessa översättningar åt var att ena översätt-
ningen hade ett fogande bindestreck i en sammansättning medan den andra inte hade det ansågs
de vara överensstämmande. Om ena däremot satte samman två ord medan den andra särskrev
dem klassificerades de som olika, exempelvis ”hevea brasiliensis-latex” mot ”hevea brasiliensis
latex”.

Om Snomed CTs svenska översättning inte stämde överens med OPUS-MTs svenska över-
sättning ansågs Snomed CTs översättning vara potentiellt felaktig. För att bekräfta huruvida
detta var fallet skrevs Pythonkod som anropar SBERT för att beräkna cosinuslikheten mellan
originaltermens inbäddning och Snomed CTs översättnings inbäddning, vilket jämfördes med
cosinuslikheten mellan originaltermens inbäddning och OPUS-MTs översättnings inbäddning.
Man skulle kunnat endast beräkna likheten mellan Snomed CTs översättning och originaltermen
för att få en förståelse för hur semantiskt lika de är, men det skulle vara svårt att sätta en gräns
för hur nära de hade behövt vara för att klassificeras som överensstämmande. Därför behövdes
avståndet jämföras med ytterligare ett översättningsförslags cosinuslikhet.

Om Snomed CTs översättning visade sig ha ett kortare cosinusavstånd, d.v.s. högre cosi-
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nuslikhet, till originaltermen än OPUS-MTs översättning ansågs Snomed CTs översättning vara
verifierad. Om OPUS-MTs översättning däremot var närmare, föreslogs den som den potentiellt
bättre översättningen.

3.4 Analys
För att besvara studiens tre frågeställningar utvärderades metoden både kvalitativt och kvan-
titativt. För att göra detta togs två olika slumpmässiga stickprov på 100 termpar vardera med
översättningar från Snomed CT och OPUS-MT och framställdes i ett Excelblad, med forma-
tet ”Engelsk term, Översättningsförslag 1, Översättningsförslag 2”. Hälften var sådana fall där
Snomed CTs översättningsförslags inbäddning haft högre cosinuslikhet till den engelska ter-
mens inbäddning och andra hälften där OPUS-MTs förslag varit högre. Vilket förslag som var
Översättningsförslag 1 respektive 2 för varje engelsk term var slumpmässigt.

Två bedömare som arbetar med medicinsk terminologi ombads gå igenom ett stickprov var-
dera och markera det översättningsförslag de ansåg vara det bättre för varje engelsk term, vilket
utgjorde den kvalitativa utvärderingen. Med det bättre förslaget åsyftades det förslag som bäst
förmedlade den engelska termens betydelse i form av grammatiska, syntaktiska och lexikala
val utan att ändra, lägga till eller ta bort någon information. Diverse språkliga riktlinjer från
Socialstyrelsen 2011 ansågs ej vara relevanta för att bedöma det semantiska bibehållandet av
de engelska termerna och betonades därför inte. Bedömarna fick ej veta i förväg vilka över-
sättningsförslag som var från Snomed CT respektive OPUS-MT eller vilka förslag som haft
högre cosinuslikhet till deras engelska motsvarigheter. De fick ingen tidsbegränsning och ingen
ersättning. De var dessutom fria att slå upp ord eller fraser online om de önskade.

En kvantitativ analys av resultatet gjordes sedan, där andelen föredragna överättningsförslag
från Snomed CT jämfördes med andelen föredragna förslag från OPUS-MT. Andelen föredrag-
na översättningsförslag som fått högre cosinuslikhet än det ej föredragna förslaget framräknades
även. Konfidensintervallen för samtliga proportioner beräknades sedan. Till sist beräknades me-
delvärden för cosinuslikhetsvärdena när Snomed CTs samt OPUS-MTs förslag var föredragna
respektive ej föredragna. Statistisk signifikans beräknades för skillnadernamellanmedelvärdena
med t-test. Samtliga statistiska tester utfördes på RStudio.
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4 Resultat
62 439 termer verifierades, det vill säga att de översattes till samma term med både Snomed
CT och OPUS-MT. Utav de resterande 304 914 termparen hade OPUS-MTs översättningsför-
slag kortast cosinusavstånd mellan deras semantiska inbäddningar och de motsvariga engelska
originaltermernas inbäddningar 192 607 gånger och Snomed CT 112 307 gånger. Nedan följer
resultatet från två stickprov med två översättningsförslag per engelsk term, som två bedömare
ombads gå igenom och markera vilken de föredrog för vardera term.

4.1 NMT för att översätta medicinsk terminologi
Detta avsnitt presenterar de resultat som indikerar hur väl en NMT-modell tränad på generisk
språkdata kan användas för att översätta medicinsk terminologi. Resultaten kommer från bedö-
marnas genomgång av ett stickprov vardera med 100 slumpmässa översättningsförslag, där ett
förslag var från Snomed CT och ett översättningsförslag var från OPUS-MT för varje engelsk
term. För varje engelsk term fick bedömarna välja vilket förslag som var bäst. Bedömarnas re-
sultat presenteras i följande underavsnitt var för sig och tabell 1 visar deras resultat, samt 95%
konfidensintervall för samtliga proportioner.

4.1.1 Bedömare 1

Bedömare 1 svarade på 86 av 100 termpar. För 60 utav de 86 besvarade termerna markerades
Snomed CTs översättningsförslag som det bättre och 13 gånger markerades OPUS-MTs förslag
som det bättre. 13 av fallen var förslagen lika bra. 95% konfidensintervall för andelen fall där
OPUS-MTs förslag är det bättre är 21-40%.

Resterande 14 termer besvarades inte för att deras betydelser var oklara eller okända för
bedömaren.

4.1.2 Bedömare 2

På grund av tidsbrist hann bedömare 2 gå igenom 62 av 100 termpar. Utav dessa besvarades 54
stycken. För 46 av dessa markerades Snomed CTs förslag som bättre och 7 gånger markerades
OPUS-MTs förslag. Ett termpar var lika bra. 95% konfidensintervall för andelen fall där OPUS-
MTs förslag är det bättre är 5-24%.

För resterande 8 termer hade 2 termpar betydelser som var okända för bedömaren, 3 var
sådana fall där bedömaren var osäker men lutade mest åt Snomed CTs förslag och 3 fall lutade
bedömaren mest åt OPUS-MTs förslag.

Tabell 1: Proportionen av fall för bedömare 1 respektive 2 där Snomed CTs respektive OPUS-
MTs översättningsförslag föredrogs eller var likvärdiga, samt 95% konfidensintervall (CI) för
samtliga proportioner. Totalvärdena är ej viktade.

Snomed CT CI OPUS-MT CI Likvärdiga CI
1 70% 65-74% 15% 10-20% 15% 8-23%
2 85% 78-96% 13% 5-24% 2% -2-5%

Total 77,5% 71-80% 14% 10-19% 8,5% 5-14%
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4.2 Cosinuslikhet som indikation på lämpligast översättning
Detta avsnitt presenterar de resultat som indikerar hur väl cosinuslikheten mellan ett översätt-
ningsförslags semantiska inbäddning och en engelsk originalterms inbäddning kan användas
som mått för att bestämma det bästa översättningsförslaget mellan Snomed CT och OPUS-MT
för en given engelsk term. Resultaten kommer från samma stickprov som avsnitt 4.1. För varje
engelsk term granskas huruvida det översättningsförslag som bedömare 1 eller 2 markerat som
bättre överensstämmer med det översättningsförslag vars inbäddning fått högst cosinuslikhet till
den engelska termens inbäddning.

Jämförelserna för bedömare 1 och 2 presenteras i följande underavsnitt var för sig och tabell
2 visar medelvärdena för bedömarnas föredragna respektive ej föredragna översättningsförslags
cosinuslikhet, samt p-värdena för skillnaderna i medelvärden (Snomed CT som föredragen vs.
Snomed CT som ej föredragen, Snomed CT som föredragen vs. OPUS-MT som föredragen,
Snomed CT som ej föredragen vs. OPUS-MT som ej föredragen, OPUS-MT som föredragen
vs. OPUS-MT som ej föredragen). Observera att endast skillnaden mellan Snomed CTs över-
sättningars cosinuslikhet när de var föredragna respektive ej föredragna är statistiskt signifikant
för α = 0,05.

4.2.1 Bedömare 1

Som framgått i avsnitt 4.1.1 svarade bedömare 1 på 86 av 100 termpar, varav 13 termpar var
likvärdiga. För resterande 73 termer stämde bedömarens val av det bättre översättningsförslaget
överens 33 gånger med det förslag vars inbäddning hade högst cosinuslikhet till den engelska
originaltermens inbäddning. Konfidensintervallen för andelen fall där bedömarens val stämde
överens med förslaget med högst cosinuslikhet är 34-57%.

28 av dessa 33 gånger var det Snomed CTs översättningsförslag som valts och 5 gånger var
det OPUS-MTs förslag.

4.2.2 Bedömare 2

Bedömare 2 svarade, som redovisat i avsnitt 4.1.2, på 54 av 100 termpar, varav ett termpar
var likvärdiga. Av resterande 53 stämde bedömarens val av bästa översättningsförslag överens
med det förslag som hade högst cosinuslikhet mellan sin inbäddning och den engelska termens
inbäddning 23 gånger. Konfidensintervallen för andelen fall där bedömarens val stämde överens
med förslaget med högst cosinuslikhet är 30-57%.

20 av de översättningsförslagen var från Snomed CT och 3 från OPUS-MT.

Tabell 2: Avrundade oviktade medelvärden av cosinuslikhet för bedömarnas föredragna respek-
tive ej föredragna översättningsförslag, samt p-värden för samtliga skillnader.

Snomed CT OPUS-MT p-värde
Föredragen 0,73 0,75 0,56
Ej föredragen 0,81 0,75 0,07

p-värde 0,01 0,98
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5 Diskussion
Diskussionsavsnittet inleds med en kvalitativ granskning av OPUS-MTs och Snomed CTs över-
sättningar samt en analys av bedömarnas resultat för att besvara frågeställning 1 och 2, vilka
handlar om hur väl en NMT-modell kan användas för att översätta medicinsk terminologi. Där-
efter diskuteras bedömarnas resultat som belyser huruvida cosinuslikhet är en lämplig indikation
på lämpligast översättning, vilket används för att besvara den tredje frågeställningen. Ytterliga-
re ett stickprov som togs för att kvalitativt undersöka vad som påverkar cosinuslikhet redovisas
även för att bättre besvara frågeställningen. Till sist behandlas eventuella appliceringar av den
föreslagna TQA-metoden samt förslag på hur framtida forskning kan utveckla metoden för att
vidare utforska användbarheten av NMT och cosinuslikhet inom översättningsstudier.

5.1 NMT för att översätta medicinsk terminologi
Resultatet visar att OPUS-MTs översättningsförslag föredrogs mycket sällan. I många fall var
detta på grund av att översättningen var felaktig, på så sätt att den innehöll grammatiska misstag
eller felöversättningar, vilket pekar på att en NMT tränad på generisk språkdata inte är lämplig
för att översätta medicinsk terminologi. Däremot speglar detta resultat specifikt OPUS-MTs
förmåga att översätta specifikt Snomed CTs engelska termer, då resultatet hade kunnat skilja sig
med en annan kombination av modell och data.

Följande avsnitt diskuterar anledningar till varför OPUS-MT inte var lika användbar som
förväntat samt intressanta fynd från resultatet.

5.1.1 Brist på domänspecifikt vokabulär

Trots att OPUS-MT tränats på en mycket stor samling språkdata var dess brist på medicinskt
vokabulär mycket markant. Med detta i åtanke hade det varit intressant att utforska hur väl en
NMT-modell tränad på medicinsk terminologi hade översatt Snomed CTs engelska termer. Dock
hade andra svårigheter uppstått, såsom vilken källa med terminologi som bör användas för att
träna modellen. Exempelvis brukar tvåspråkiga korpora med domänspecifik terminologi inte
vara stora nog för att träna en modell (Doğru 2021, s. 86). Att välja en annan källa än Snomed
CT för medicinsk terminologi hade dessutom krävt att hypotesen varit att den källan är bättre
än Snomed CT, något som denna studie ämnade att undvika genom att använda en NMT-modell
tränad på data från blandade generiska källor.

Doğru (2021, s. 85–86) menar att hur väl en MT-modell kan översätta terminologi beror
på huruvida och hur ofta en given term förekommer i språkdatan modellen tränats på. Detta är
problematiskt för modeller tränade på generisk språkdata, eftersom att den översättning för en
given term som modellen beräknar är den mest troliga kan härstamma från en annan domäns
terminologi om den har tränats på mer data från den domänen (Doğru 2021, s. 86). Dessutom är
chansen stor att domänspecifik terminologi inte förekommer i generisk språkdata, vilket verkar
vara fallet i exempel 2 där OPUS-MTs översättningsförslag 2b behållit de engelska orden.

(2) Agenesis of thymus

a. Avsaknad av tymus Snomed CT
b. Thymus agenesis OPUS-MT
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(3) Proximal phalanx of middle finger

a. Proximala falangen i långfinger Snomed CT
b. Proximal flalanx i långfingret OPUS-MT

Utifrån resultatet verkar det som att OPUS-MT ibland försvenskade engelska ord den inte
kände igen istället för att behålla de engelska orden. Exempelvis byttes /ph/ i ”phalanx” i ut
till /fl/ *”flalanx” i 3b. Detta är intressant då *”flalanx” inte är ett riktigt ord. Korpussamligen
OPUS, som OPUS-MT är tränad på, innehåller en brett sortiment av korpusgenrer och källor,
så det skulle kunna vara fallet att detta påhittade ord förekommit i någon korpus som modellen
lärt sig av. Däremot, som diskuterat i 2.2, använder många NMT-modeller självuppmärksamhet
på så sätt att de uppmärksammar och lär sig alla möjliga förekomna morfem i träningsdatan
med syftet att kunna känna igen böjda ord som inte förekommit i just den böjningsformen i
datan. Förmågan att identifiera och sätta samman individuella komponenter på ett lingvistiskt
vettigt sätt, vilket kallas kompositionell generalisering (”compositional generalization”), är en
utmaning för maskininlärning (Li m. fl. 2021, s. 1). Därav skulle det påhittade ordet i exempel
3 kunna vara ett resultat av att OPUS-MT felaktigt generaliserat översättningen av engelska
/ph/ till svenska /fl/. Medan förmågan för MT att generalisera är väldigt användbar i teorin
innebär felaktiga generaliseringar att MT-modeller inte är lämpliga för att översätta terminologi,
i synnerhet generiska sådana där risken är stor att de behöver generalisera ofta för att de inte
exponerats till domänspecifik data.

För vardagliga ord kunde OPUS-MT däremot prestera bättre och i vissa fall föreslå ett bättre
ordval än Snomed CT. Exempelvis föredrog bedömaren OPUS-MTs förslag i exempel 4, och
tillägger att detta är ”[...] ett återkommande problem i [Snomed CT], det som på engelska heter
operation on, repair of respektive reconstruction of blandas ofta ihop på svenska trots att det
egentligen är tre olika saker”.

(4) Repair of spinal pseudomeningocele with laminectomy

a. Operation av spinalt pseudomeningocele med laminektomi Snomed CT
b. Reparation av spinal pseudomeningocele med laminektomi OPUS-MT

5.1.2 Formalitet

I en del av de fall då bedömarna föredrogOPUS-MTs översättningsförslag var formalitet det som
skiljde åt det förslaget och Snomed CTs förslag. Som diskuterat i avsnitt 2.3.1 är val av formalitet
något som kan vara relevant i en TQA av terminologi. OPUS-MT tenderade att använda mer
vardagliga varianter än Snomed CTs översättningar. Denna skillnad illustreras i exempel 5, där
Snomed CT 5a översätter ”ligament of uterus” till dess latinska översättning medan OPUS-MT
5b översätter det till ”ligament i livmodern”.

(5) Excision of lesion of broad ligament of uterus

a. Excision av lesion på ligamentum latum uteri Snomed CT
b. Excision av lesion av breda ligament i livmodern OPUS-MT

Båda varianter är korrekta översättningar, så det som bestämmer vilken som är mest lämp-
lig är vilken variant som är bäst anpassad till målgruppen för texten. Medan latinska termer
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kan tänkas vara väl anpassade till den huvudsakliga målgruppen för Snomed CTs terminolo-
gisystem, läkare och andra arbetare inom medicinska verksamheter, är de inte alltid de mest
lämpliga. I Socialstyrelsens riktlinjer för översättningen av Snomed CT till svenska uttrycks det
att valet mellan en latinsk och svensk variant är upp till översättaren, då att konsekvent använda
antingen latin eller svenska inte nödvändigtvis representerar det naturliga språkbruket av medi-
cinska termer (Socialstyrelsen 2011, s. 14). De förser dock med allmänna rekommendationer,
som till exempel att i de fall där en latinsk variant används av specialister medan en svensk vari-
ant används av övriga arbetare inom hälso- och sjukvården bör den svenska varianten användas
(Socialstyrelsen 2011, s. 14-15).

5.2 Cosinuslikhet som indikation på lämpligast översättning
Då bedömarna relativt sällan höll med översättningsförslaget vars inbäddningar haft kortast co-
sinusavstånd till den engelska originaltermens inbäddningar är cosinusavstånd som indikation
på lämpligast översättningsförslag ett mått som inte bör användas utan kompletterande meto-
der. Dessutom visar tabell 2 att Snomed CTs förslag som bedömarna inte föredrog tenderade
att ha högre cosinuslikhet till dess engelska motsvarigheter än förslagen som de föredrog, vilket
indikerar att cosinuslikhet inte väl representerade semantisk likhet. Dock är skillnaderna i me-
delvärdena av cosinuslikhet mellan föredragna och ej föredragna översättningsförslag från både
Snomed CT och OPUS-MT nästan uteslutande ej statistiskt signifikanta. Det hade behövts större
stickprov för att få en bättre förståelse för hur väl cosinuslikhet representerar bedömarnas val.
Det är även viktigt att uppmärksamma att inbäddningarna som SBERT framräknar för termer-
na är mycket beroende av datan den tränats på, vilket innebär att en annan STS-modell tränad
på annan data mycket väl hade kunnat skapa mer semantiskt trogna inbäddningar för Snomed
CTs engelska och svenska termer. Därmed är resultatet i denna studie endast representativ för
kombinationen av modellen SBERT och datan från Snomed CT.

5.2.1 Problematik med en flerspråkig STS-modell

För att ytterligare utforska cosinuslikhet som bedömningsmått granskades ett stickprov av 50
termpar vars cosinusavstånd dememellan skiljde sig mer än 0,4. Syftet var att mer kvalitativt
undersöka vad som påverkar cosinusavstånden. Resultatet belyste att flerspråkiga STS-modeller,
som SBERT, förmodligen är problematiska vid jämförandet av engelska och svenska termer.
Den första möjliga felkällan som upptäcktes var att det översättningsförslag som innehöll ett
ord som förekommer i både engelska och svenska som återfanns i den engelska termen hade
en inbäddning som tenderade att vara närmare, d.v.s. mer semantiskt lik, den engelska termen
trots att ordet i översättningsförslaget inte kan användas på samma sätt som i engelskan. Samma
fenomen sker förstås även för fall som i exempel 2, där OPUS-MTs översättning med engelska
ord identiska till de i den engelska termen resulterar i högre cosinuslikhet.

Ett exempel på detta illusteras i 6, där båda översättningsförslags cosinuslikhet till den eng-
elska termen står inom paranteser. Exemplet visar att OPUS-MTs översättningsförslags inbädd-
ning var nästintill identisk till den engelska termen, trots att ”index” på svenska inte kan an-
vändas som *”indexfinger”. Här upptäcks också en andra möjlig felkälla, nämligen att det kan
vara särskrivningen av engelska sammansättningar som förvirrar modellen, så att inbäddningen
för ”index” (förteckning, lista) respektive ”fingers” tas fram separat, vilket gör att deras sam-
mansatta inbäddningar skiljer sig från inbäddningen av ”pekfingrarna”. OPUS-MTs identiska
översättning av ”bilateral” till skillnad från Snomed CTs ”båda” kan också ha bidragit till att
förslaget fått ett kortare avstånd. Som diskuterat i avsnitt 2.1.2 är BERT (och dess utökade mo-
deller såsom SBERT) tränad på att kunna urskilja homonymers betydelser utifrån kontexten,
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vilket innebär att inbäddningarna för ”index” i den engelska respektive svenska meningen bör
ha skiljt sig. Detta kan peka på att SBERT inte tränats tillräckligt mycket på svensk språkdata
för att framräkna mer välrepresentativa inbäddningar. Därav verkar cosinusavstånd mellan in-
bäddningar från en flerspråkig STS-modell påvisa samma brister som BLEU (se avsnitt 2.4.2),
på så sätt att det förslag med flest efterliknande ord till den engelska termen anses vara det bättre
förslaget.

(6) Polydactyly of bilateral index fingers

a. Polydaktyli av båda pekfingrarna (0,41) Snomed CT
b. Polydaktiskt av bilaterala index fingrar (0,93) OPUS-MT

5.3 Användbarhet och framtida forskning
Detta avsnitt behandlar ändamål där metoden som utforskats i denna studie skulle kunna vara
användbar. Avsnittet avslutas med förslag på hur forskning inom appliceringen av NMT och
cosinuslikhet mellan semantiska inbäddningar på översättningsstudier kan fortsättas.

5.3.1 Utelämningar och tillägg

För att identifiera de översättningar från Snomed CT som är felaktiga på så sätt att de uteläm-
nar eller tillägger information var denna metod något hjälpsam. Naturligtvis är att utelämna och
tillägga ord ett vanligt och nödvändigt fenomen för översättningar (s.k. ”translation shifts”),
då språk kan ha skiljande syntaktiska system som gör att att översätta en mening ord för ord
inte alltid genererar en korrekt översättning. Om syntaktiska egenskaper som ordföljd eller kod-
ningen av grammatiska relationer skiljer sig mellan källspråket och målspråket är en ord för
ord-översättning inte lämplig och tillägg eller utelämningar av ord är ofrånkomligt.

Men med tanke på att svenska och engelska har relativt lik syntax, med samma ordföljd
(SVO) förutom för ett fåtal satskonstruktioner såsom frågesatser, kan en mening till stor del
översättas ord för ord, eller fras för fras, och bibehålla ungefär samma betydelse. Detta kan
dock gå fel, som i exempel 6 där ”index fingers” felaktigt översattes ord för ord. Ett exempel på
när detta kan vara användbart för att upptäcka felaktiga översättningar illustreras i exempel 7,
där tanken förmodligen var att det är underförstått i Snomed CTs 7a att acetylsyrabehandlingen
insattes innan ankomsten till sjukhuset i och med att den insattes utanför sjukhuset, något som
inte är helt tydligt och kan vara missvisande. OPUS-MTs 7b ger i detta fall ett mer bokstavligt
översättningsförslag.

(7) Aspirin given prior to arrival at hospital

a. Acetylsyrabehandling insatt utanför sjukhuset (0,48) Snomed CT
b. Aspirin som gavs före ankomsten till sjukhus (0,95) OPUS-MT

Inbäddningen för OPUS-MTs förslag har ett betydligt kortare cosinusavstånd till den eng-
elska termen än Snomed CTs förslag. Eftersom att cosinuslikhet mellan inbäddningar bevisligen
inte är ett pålitligt mått är detta intetsägande. För att bekräfta detta jämfördes översättningarna
igen, men med ”Aspirin” ubytt till ”acetylsyrabehandling” även i OPUS-MTs översättningsför-
slag. Cosinuslikheten för de två förslagen blev då mycket närmare; 0,41 för Snomed CT mot
0,59 för OPUS-MT. Det skulle kunna argumenteras att denna lilla skillnad i cosinuslikhet in-
te väl reflekterar översättningsförslagens skiljande betydelser. Det är därmed främst tack vare
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OPUS-MT som denna missvisande översättning från Snomed CT upptäckts, och inte skillnaden
i cosinuslikhet.

Dessutom existerar det flera pålitliga metoder för detta ändamål. Poirier (2014, s. 40) ut-
vecklar en algoritm för att identifiera utelämningar och tillägg som fungerar genom att jämföra
antalet innehållsord i källtexten och måltexten. Om källtexten har flera innehållsord än måltex-
ten är det en indikation på att måltexten utelämnat information. Har måltexten flera innehållsord
än källtexten indikerar det att den tillagt information. Denna metod skulle fungera för fallet i ex-
empel 7, där Snomed CTs översättningar har fyra innehållsord medan den engelska termen har
fem stycken. Fördelen med att denna studies metod är dock att användandet av en andrakälla
förser med ett förslag på en bättre översättning, utöver att belysa utelämningarna eller tilläggen.

Att räkna och jämföra innehållsord kan dessutom bli problematiskt för språk som svenska,
där grammatiskt nödvändiga sammansättningar kan resultera i färre innehållsord än i språk som
engelska som inte använder sammansättningar på samma sätt. Om den engelska termen i 7 hade
använt ”acetylsalicylic acid treatment” istället för att specificera märket Aspirin hade termen
haft fler innehållsord än en svensk översättning som använder ”acetylsyrabehandling”. En lös-
ning för en kvantitativ TQA skulle då vara att istället översätta Snomed CTs svenska termer
till engelska med OPUS-MT och sedan jämföra antalet innehållsord mellan de nya engelska
översättningarna och Snomed CTs engelska översättningar. Alternativt kan en modell tränas på
att identifiera och separera orddelarna i de svenska sammansättningarna, för att enklare kunna
jämföra innehållsorden i de svenska och engelska termerna.

5.3.2 Förslag på förbättring

Medan resultaten i denna studie kan fungera som en varning för att använda en generisk NMT-
modell samt flerspråkig STS-modell för att kvalitetsbedöma medicinska översättningar är båda
metoders prestanda mycket beroende av hur de tränats, på vilken och hur mycket data de tränats
på samt den specifika datamängden som de appliceras på. Därmed bör appliceringen av NMT
och cosinuslikheten semantiska inbäddningar på översättningsstudier utforskas vidare.

Medan OPUS-MTs förslag valdes relativt sällan är faktumet att de valdes överhuvudtaget
en indikation på att Snomed CTs översättningar behövs kvalitetsbedömas vidare. Något som
eventuellt hade kunnat hjälpt lösa bristen på OPUS-MTs medicinska vokabulär är att finjustera
en generisk NMT-modell genom att träna den på en andel av endast de medicinska orden i Sno-
med CT. Nackdelen blir då att de termerna inte genomgår en lika objektiv kvalitetsbedömning,
men metoden kan då ändå belysa de fall där syntaktiska val resulterar i en felaktig översättning.
Dessutom kan termvariation belysas ifall att NMT-modellen och Snomed CTs svenska översätt-
ning översätter ett engelskt medicinskt ord olikt. Som diskuterat i avsnitt 2.3.1 är termvariation
något som kan vara relevant i en TQA av terminologi, vilket Kokkinakis 2011 (se avsnitt 2.4.1)
upptäcker är ett problem i Snomed CT.

Cosinuslikhet som mått rubbades av att engelska och svenska är germanska språk och där-
med har ord som förekommer i båda språk fast med olika regler för vilka semantiska kontexter
de kan användas i. SBERT tycks inte vara tillräckligt tränad på svensk språkdata för att uppfatta
de skiljande kontexterna som de överlappande orden kan befinna sig i. Det hade därför gynnat
studien att under förbehandlingsprocessen av datan identifiera de engelsk-svenska kognaterna
som förekommer i Snomed CTs engelska termer för att vara förberedd på hur de ska hanteras,
alternativt välja en bättre STS-modell eller träna en ny.

Cosinusavstånd fungerade som ett bra TQA-mått för Zhang och Genabith 2020 (se avsnitt
2.4.3), vilket skulle kunna vara tack vare att de tränade deras modell genom att låta den jämföra
cosinuslikhetenmed denmänskliga poängsättningen av en given översättning.Medan denna stu-
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die ämnade att utveckla en maskinell TQA-metod som inte förlitar sig på subjektiva referenser,
skulle mänsklig inblandning kunna ha förbättrat resultatet. Hade tid och resurser tillåtit hade det
varit intressant att låta bedömarna gå igenom en andel av Snomed CTs svenska översättningar
och poängsätta dem, vilket sedan kan användas som träningsdata för en STS-modell.
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6 Slutsatser
1. I vilken utsträckning kan en neuralmaskinöversättare som inte tränats påmedicinsk

språkdata översätta medicinsk terminologi?
Medan detta resultat endast kan representera OPUS-MTs prestanda visar det att risken är
mycket stor att en NMT-modell tränad på generisk språkdata inte exponeras tillräckligt
till medicinskt fackspråk för att på ett tillförlitligt sätt kunna översätta medicinsk termi-
nologi. Ofta är det till hjälp att NMT kan producera egna ord när den stöter på ett ord i
källtexten den inte känner igen, förmodat att ordet innehåller morfem vars motsvarigheter
i målspråket den lärt sig, men vid översättningen av terminologi är chansen att ett felaktigt
ord produceras inte värd att ta. Om det är specifikt de kliniska termerna som åsyftas att
kvalitetsbedömas bör andra metoder tillämpas, helst med hjälp utav mänsklig bedömning.
För de termer i ett medicinskt terminologisystem som innehåller mer vardagliga ord fun-
gerar NMT bättre.

2. Om en mänskligt gjord översättning från Snomed CT skiljer sig från en maskinö-
versättning, är det en indikation på att Snomed CTs översättning är felaktig?
För det mesta nej. Med tanke på att OPUS-MT inte är så väl anpassad till att översätta
medicinsk terminologi medan Snomed CT är ett mycket etablerat medicinskt termino-
logisystem är det dock intressant att OPUS-MTs översättningsförslag ibland föredrogs,
om än sällan. Medan det inte direkt indikerar att Snomed CTs översättning är felaktig om
OPUS-MT och Snomed CT skiljer sig, har resultatet ändå pekat på att Snomed CTs termer
är i behov av att kvalitetsbedömas. Huruvida en annan NMT-modell hade presterat bättre
för detta ändamål är därmed värt att utforska vidare.
För de fall där OPUS-MTs maskinöversättning skiljde sig från Snomed CTs översättning
och belyste brister i Snomed CTs översättning var det antingen missvisande ordval eller
utelämnad information som belystes. Därav kanmetoden eventuellt appliceras för att iden-
tifiera utelämningar eller tillägg av information i Snomed CTs svenska översättningar. En
annan lösning skulle vara att identifiera och separera orddelarna i svenska sammansätt-
ningar i Snomed CTs svenska översättningar så att antalet innehållsord kan jämföras med
antalet innehållsord i de engelska termerna, vilket kan belysa utelämningar och tillägg.

3. Är cosinuslikhet mellan inbäddningar en användbar indikation på hur lämplig en
översättning är vid jämförandet av två översättningsförslag; ett HT och ett MT?
För det mesta nej. Resultatet från stickproven med översättningsförslag som de två bedö-
marna gått igenom och markerat de som de föredrar visar att de förslag som de föredrog
inte hade ett högremedelvärde av cosinuslikhet till de engelska termerna än de förslag som
de ej föredrog. Medan denna skillnad endast var statistiskt signifikant för de föredragna
respektive ej föredragna förslagen från Snomed CT, tycks SBERTs inbäddningar inte re-
flektera termernas semantiska betydelse tillräckligt väl för att cosinuslikheten mellan dem
är en användbar indikation för att avgöra vilket översättningsförslag som är bäst.
Något som rubbade inbäddningarna verkar ha varit överlappande ord som kan ha olika
regler för hur de kan användas semantiskt i språken, då det gör att om ett ord från den
engelska termen förkommer i ett översättningsförslag får det översättningsförslaget högre
cosinuslikhet oavsett om ordet är en korrekt översättning eller ej. För att lösa detta skulle
det behövas att STS-modellen som används har tränats på tillräckligt med språkdata så
att den kan ge överlappande ord olika inbäddningar som bättre representerar de skiljande
kontext som orden kan förekomma i.
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