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Sammanfattning 

Detta examensarbete har utförts på uppdrag av Stanley Security Sverige AB. Företaget Stanley 
tillhandahåller en produkt för att beräkna antalet personer i en kö. Produkten detekterar antal 
personer i en kö med hjälp av en övervakningskamera och djup maskininlärning. Företaget upplever 
att den befintliga lösningen inte presterar tillräcklig nog för att driftsättas och dessutom inte detekterar 
med hög noggrannhet. I detta arbete har olika kända objektigenkänningsmodeller undersökts och 
jämförts, dessutom utfördes undersökning av tidigare arbeten och tester inom området.  

Resultatet blev en omkonfigurerad modellprototyp som endast detekterar ansikten gentemot de 
kända modellerna You Only Look Once V3 (YOLOV3) och Single Shot MultiBox Detector (SSD) som 
detekterar hela kroppen, inklusive andra objekt. Den föreslagna modellen presterade betydligt bättre 
än de kända modellerna i avseendet att räkna människor i en kö. Resultatet pekar mot att den 
förslagna modellprototypen kan driftsättas i realtid och användas av Stanelys kunder för att effektivt 
fördela resurser inom deras företag. 

Nyckelord 
maskininlärning, bildbehandling, Python, Darknet, neurala nätverk, djup maskininlärning, YOLOV3, 
Single Shot MultiBox Detector.  



 
 
 
 
 

 

  



 

Abstract 

This thesis has been carried out on behalf of Stanley Security Sverige AB. The company Stanley 
provides a product to calculate the number of people in a queue. The product detects the number of 
people in a queue with the help of a surveillance camera and deep machine learning. They find that 
the existing solution does not perform well enough to be deployed and does not detect with high 
accuracy. In this work, various known object recognition models have been examined and compared, 
as well as examination of previous work and tests in the field. 

The result was a reconfigured model prototype that only detected faces in comparison to known 
models You Only Look Once V3 (YOLOV3) and Single Shot MultiBox Detector (SSD) that detect the 
entire human body, in addition to other objects. The proposed model performed significantly better 
than the known models and had higher accuracy. The results indicate that the proposed model 
prototype can be deployed in real time and be used by Stanely's customers to efficiently allocate 
resources within their companies. 

Keywords 
machine learning, image analysis, Python, Darknet, neural network, deep learning, YOLOV3, Single 
Shot MultiBox Detector.  
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Ordlista 

Face embedding Analyserar en bild och returnerar 
numeriska vektorer som presenterar 
varje detekterade ansikte i bilden. 

Convolutional network Faltningsnätverk - Ett artificiellt 
neuronnät som används främst inom 
bildigenkänning. Faltningsnätverk söker 
igenom en hel bild successivt en liten 
bit i taget. 

Epoch  Epok - En epok är när ett helt dataset 
skickats framåt och bakåt genom ett 
neuralt nätverk en gång. 

Input size Inputstorlek – Anger bredden och 
höjden på en bild i pixlar även kallad för 
pixeldimension. 
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1 Inledning 

Under de senaste decennierna har intresset för olika tekniker och algoritmer för ansiktsigenkänning 
ökat markant. Med tekniken som utvecklas idag är objektigenkänning ett stort och aktuellt 
forskningsområde. Mer specifikt utgör ansiktsigenkänning en större del av forskningsområdet. 
Personidentifiering, autonoma fordon, videoanalys, säkerhetsövervakning, kriminell identifiering och 
fotografering är bara några exempel på konkreta applikationer som får attraktionskraft bland 
branscher. 

Detta projekt är ett försök för företaget Stanley Security Sverige AB att få en bättre 
objektigenkänningsmodell som detekterar antal personer i en kö från ett videoflöde med högre 
noggrannhet än deras befintliga lösning idag. Med hjälp av objektingenkänningsmodellen kunna dela 
resurser mer effektivt, som exempelvis antalet öppna kassor i en mataffär. 

1.1 Problemformulering 

Stanley Security Sverige AB är ett säkerhetsföretag som bland annat innehar en produkt vars syfte 
är att detektera antalet människor i en kö genom videoanalys. Produkten hjälper den eventuella 
kunden med att framförallt få ett bättre estimat på hur långa kötiderna är vid dagens olika tidpunkter. 
Kunden ska kunna i förväg planera fördelningen av arbetsresurserna under olika dagar, olika 
tidpunkter, evenemang och så vidare. Anställda ska även med hjälp av produkten kunna organisera 
sitt arbete i realtid baserat på antalet kunder. Produkten bidrar till att förbättra servicen men också för 
att öka effektivitet i arbetet.  
 
Produktens tillvägagångssätt är idag att den detekterar hela människokroppar, vilket kan vara 
problematiskt när flera personer står tätt i stora klungor eller tillsammans i köer. Det problematiska är 
att modellerna som idag används har problem att räkna människor som står för tätt inpå varandra, 
vilket resulterar i icke-användbara estimat för den riktiga mängden folk som står i en given kö. Ett 
lösningsförslag till det ställda problemet är att framställa en omkonfigurerad modell av samma typ 
som innan har använts, men som är tränad just för ansiktsdetektion. Med hjälp av den 
omkonfigurerade modellen ska kameror kunna detektera ansikten som befinner sig inom en viss 
angiven zon genom videoanalys, för att beräkna antalet personer som faktiskt står inom den angivna 
zonen. Den omkonfigurerade modellen löser problemet då ansikten är mer distinkta och segregerade 
från andra ansikten i en video i jämförelse med hela kroppar.  
 

 

1.2 Målsättning 

Arbetets huvudmål är att med hjälp av djup maskininlärning ta fram en befintlig 
objektigenkänningsmodell som konfigureras om och tränas till att detektera ansikten. Algoritmen 
implementeras därefter för att beräkna antal personer som faktiskt står i en kö från ett videoflöde.  

Huvudmålet delades upp i flera olika delmål: (1) undersöka hur djup maskininlärning och 
objektigenkänningsmodeller implementeras, (2) konfigurera om en befintlig 
objektigenkänningsmodell, (3) analysera och testa alla objektigenkänningsmodeller som används, (4) 
implementera logik för att beräkna antalet personer. 

1.2.1 Undersökning av djup maskininlärning och objektigenkänningsmodeller 

Förundersökningen av objektigenkänningsmodeller inom djup maskininlärning bör uppfylla dessa 
mål: 

1. Ta reda på hur djup maskininlärning fungerar och är uppbyggd.  
2. Undersöka hur modeller är konstruerade och hur de används.  
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1.2.2 Omkonfiguration av kända modeller 

Omkonfiguration av en känd modell bestäms utifrån de undersökningarna av djup maskininlärning 
och objektigenkänningsmodeller som utförts. Målet är att utifrån de befintliga modeller som SSD och 
YOLOV3 kunna konfigurera om till att endast detektera ansikte.  

1.2.3 Analysering av tester 

Modellen som har konfigurerats om och justerats skall genomgå tester för att undersöka närmare hur 
resultatet varierar och påverkas av olika faktorer, till exempel användningen av riktiga data från 
Stanley och variationen av bildupplösning på bilderna som matas in i modellen för detektion. 

1.2.4 Implementation av logik för att beräkna antal personer som står på kö 

För att beräkna antal personer i en kö krävs det en algoritm för att beräkna antal detektioner som 
modellen gör. Dessutom behövs det logik för att exkludera om någon person skulle passera förbi den 
zonen som är angiven. Detta uppnås genom följande mål:  

1. Implementera grundläggande logik för att räkna antalet detektioner i en zon av en bild genom 
videoanalys. 

2. Implementera logik för att exkludera personer som passerar förbi den zonen som detektionen sker 
i för att få en mindre felmarginal. 

 

1.3 Avgränsningar 

Under den givna tidsramen för arbetet har det funnits ett par avgränsningar. Avgränsningarna för 
detta arbete har varit följande:  

● De modellerna som används för ansiktsdetektion är inte utvecklade från grunden, på grund av 
rapportens tidsram utgår modellerna för ansiktsdetektion från befintliga 
objektigenkänningsmodeller. 

● På grund av en global pandemi, Covid-19, fick hela arbetet utföras på distans. Tillgång till Stanleys 
resurser som dataset, utvecklingsdator för träning och testning kunde därmed inte erhållas. 
Testningen utgick därmed utifrån ett dataset av bilder samt ett mindre dataset av videor.  
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2 Teori och bakgrund 

I detta kapitel beskrivs teorin och bakgrunden för examensarbetet. I sektion 2.1 presenteras 
uppkomsten av artificiell intelligens samt dess utveckling från år 1950. I sektion 2.2 behandlas teorin 
om maskininlärning. I sektion 2.3 introduceras ämnet neurala nätverk och hur det fungerar. Sektion 
2.4 beskriver teorin om djup maskininlärning samt objektigenkännings modellerna YOLO och SSD. 
Sista sektionen i kapitlet 2.4 beskriver tidigare arbeten inom objektdetektion. 

2.1 Artificiell intelligens 

Artificiell intelligens (AI) föddes år 1950, till följd av den fråga som kom upp om en dator skulle kunna 
skapas för “att tänka”. Det är en fråga som man än idag söker svar på. En definition för AI är svårt att 
ge då det inte riktigt existerar en definition för vad mänsklig intelligens är, men en kort beskrivning av 
området AI kan vara att automatisera intellektuella arbeten som vanligtvis kräver en människa. 
Samtidigt har AI utvecklare målet att överträffa människans tänkande, för att analysera komplexa 
mönster och problem [1]. Definitionen av “att tänka” är: intellektuella uppgifter som utförs av 
människor. Artificiell intelligens är ett allmänt område som inbegriper maskininlärning, och i sin tur 
innehåller djup maskininlärning. [2] 

Äldre schackprogram är ett exempel som inte klassificeras som maskininlärning, då programmerare 
endast hårdkodade reglerna för spelet. Från 1950-talet till slutet av 1980-talet ansåg många experter 
att man kunde åstadkomma mänsklig nivå av prestation utifrån att programmerare skapar en relativt 
stor uppsättning av tydliga regler för att därmed kunna ha ett system som efterliknar mänskligt 
tänkande [2]. Den metoden kallas för symbolisk AI. 1950-talet till slutet av 1980-talet var symbolisk 
AI den dominerande paradigmen inom Artificiell intelligens samt var den populäraste under 1980-
talet. [1] 

Symbolisk AI var lämplig till att lösa vissa väldefinierade problem, såsom spelet schack. Däremot 
kunde symbolisk AI inte räkna ut explicita regler för att lösa mer otydliga samt komplexa problem, 
som exempelvis taligenkänning, språköversättning och bildklassificering. Det var då maskininlärning 
uppstod, just för att ta symboliska AI:s plats. [1, 2] 

2.2 Maskininlärning 

Under 1900-talet utvecklades maskininlärning och en pionjär inom området var Alan Turing [3]. Turing 
började fundera på hur datorer kan utföra en specifik uppgift genom att själv lära sig att utföra 
uppgiften för att få den kunskap som krävdes [1, 4]. Generellt är applikationer programmerade med 
handskrivna regler som den följer för att exekvera och utföra en viss uppgift. Med maskininlärning 
och artificiell intelligens i åtanke löd frågan ”hur man får applikationer att komma på egna regler och 
utföra uppgiften självständigt”. Nya tankesättet var att mata in maskininlärning system med data och 
sammanhörande resultat, i sin tur skulle systemet fatta egna regler (se Figur 2.1). [1] 

 

Figur 2.1: Programmeringsprocessen för maskininlärning jämfört med klassisk programmering. 
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Maskininlärning handlar om att träna ett system för att senare kunna fatta egna beslut istället för att 
programmera den med bestämda regler. Inom området för bildbehandling, tränas maskininlärning 
modeller med dataset som kan innehålla miljontals av bilder och varje bild kan innehålla tusentals 
pixlar. Träning av dataset som innehåller miljontals av bilder är resurs- och tidskrävande, något en 
vanlig algoritm eller Bayesiansk analys inte skulle klara av. Bayesiansk analys är en algoritm som 
sätter sannolikhet på statistikproblem istället för att ge förutsägelser. [5] 

2.3 Neurala nätverk 

Ett neuralt nätverk är ett nätverk som består av flera noder, enheter eller bearbetnings element som 
tillsammans är sammankopplade. Den digitala betydelsen av neurala nätverk är likt de biologiska 
neurala nätverken som finns i hjärnan. I de biologiska neurala nätverken är varje neuron(nod) kopplad 
med en synaps. Neuronerna kommunicerar genom aktionspotentialer som är en kortare impuls i 
spänningen av cellen. [6]  

2.3.1 Grundstrukturen i ett neuralt nätverk 

De digitala neurala nätverken delas upp i tre delar, input lager, dolda lager och output lager (se Figur 
2.2). Input-lagren är vart neurala nätverket tar emot data, detta går sedan vidare i nätverket genom 
så kallade dolda lager och till slut till output-lagret där resultatet kommer ut. [7]  

 

Figur 2.2: Överblick av de olika lagren i ett neuralt nätverk och djup maskininlärningsnätverk.  

Varje anslutning mellan dessa noder i de olika lagerna har en associerad vikt. Varje vikt representerar 
relationen mellan två noder där en “vikt” i detta fall är ett numeriskt värde. När en input (Input X) 
kommer in till en nod i en av de flera olika lagren kalkyleras transformationen av X då varje variabel i 
X multipliceras med sin korresponderande vikt. Summan skickas därefter till en aktiveringsfunktion 
likt det biologiska neurala nätverket, som kan transformera summan till ett nytt värde som kan variera 
beroende på vilken aktiveringsfunktion som används. Mest förekommande aktiveringsfunktion inom 
neurala nätverk är linjär funktion, sigmoid, rektifierade linjärenhet (ReLU) och hyperbolisk funktion 
(tanh). [7] Formeln för en output av en nod innan den skickats till en aktiveringsfunktion är: 

y = f(x)  =  Σ xi wi    (1) 

Där i är 1 till antalet av inputs och y är outputen innan den skickats till en aktiveringsfunktion. Variabeln 
x är input och korresponderande vikt till inputen är w. Detta kan även betecknas på detta sätt i och 
med att det är en matrismultiplikation:  
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(2) 

 

 

 

Innan den slutliga förutsägelsen matas ut ur output-lagret så matas förutsägelsen från modellen till 
en förlustfunktion tillsammans med det sanna resultatet så att de kan jämföras (se Figur 2.3). Det 
värde som genereras i förlustfunktionen kallas för förlusten och används sedan för att optimera alla 
olika lager. Detta kallas för backpropagation vilket kommer att beskrivas i nästa avsnitt.  

 

Figur 2.3: Relationerna mellan nätverk, lager, loss funktioner och optimerare.  

 

2.3.2 Backpropagation algoritmen 

En av den mest grundläggande byggstenen i ett neuralt nätverk är backpropagation algoritmen. 
Backpropagation används för att kontinuerligt träna ett neuralt nätverk effektivt genom en metod som 
kallas för kedjeregeln. Med det menas att varje gång data itereras i modellen från input-lagret vidare 
till alla gömda lagren och till sist output-lagret så sker det en gång till fast baklänges. När det sker 
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baklänges så ändras modellens vikter och partiskhet samtidigt [8]. Enkel förklaring till hur algoritmen 
fungerar kan förklaras på följande sätt: 

1. Input X kommer fram till Output-lagret. 

2. Kalkylera Error i Output-lagret (Error = Faktiska Output - Förväntad Output) 

3. Iterera bakåt till Gömda lagren för att justera vikterna tills erroret är förminskad (Ny Vikt = 
Existerande Vikt - Inlärningshastighet * Gradient) 

4. Iterera tills förväntad output är uppnådd. 

2.3.3 Datarepresentation för neurala nätverk 

Data som används i neurala nätverk är oftast lagrad i form av multidimensionella arrayer, dessa kallas 
för tensors som är idag en standard för maskininlärningssystem. [1] 

Tensors (Skalär, Vektorer och Matriser) 

Tensorer brukar betecknas i hur många dimensioner den är och kan kopplas till skalär, matris eller 
vektor.  0D tensor är alltså en skalär, 1D tensor är en vektor, 2D tensor är en matris och 3D eller 
högre dimensionella tensor är flerdimensionella arrayer. [1] 

Tidsföljd data eller sekvens data 

Vid beräkningar av en mängd data som är beroende på tiden brukar man använda sig av 3D tensor 
för att lagra data. Varje data i mängden som skall beräknas kan ses som en 2D tensor (en vektor) 
och som tillsammans med resterande data i mängden blir 3D tensor (se Figur 2.4). [1] 

 

Figur 2.4: En 3D tidsföljd data tensor  

Bild och video data 

Vid behandling av bilder tar man hänsyn till hur bilder är strukturerad. Vanligtvis har en bild tre 
dimensioner, höjd, bredd och färgdjup. Det finns dock undantag som gråskalebilder som endast har 
en färgkanal och på så vis lagras i en 2D tensor. Men för att göra det tydligare och smidigare lagras 
alla bilder i 3D tensor. En mängd bilder hanteras därav i en 4D tensor (se Figur 2.5). 
Objektdetektionsmodeller har oftast en input size parameter som anger antalet pixlar i höjd och bredd 
av input data som används för detektionen. [1] 
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Figur 2.5: En 4D bild data tensor 

 

Behandling av video fungerar ungefär likadant som bilder. En video består av flera bilder i en serie. 
Varje bild hanteras i en 3D tensor, dessa bilder hanteras i en 4D tensor och en mängd av videos 
hanteras då i 5D tensor. 

2.4 Djup maskininlärning 

Djup maskininlärning är ett delämne till maskininlärning och ur ett tekniskt perspektiv fungerar det på 
samma vis men har olika förmågor. Största skillnaden är att maskininlärning kräver omkonfigurering 
ifall den returnerar en felaktig förutsägelse medan djup maskininlärning tar hand om detta problem 
självständigt. Tittar man på exemplet om bildbehandling så är det användaren som bestämmer över 
vad som ska extraheras från bildpixlarna för att förutse i maskininlärning. I djup maskininlärning är 
det modellen själv som klurar ut vad som ska extraheras för att kunna förutse objektet, utan 
användarens input. Ett annat bra exempel på djup maskininlärning är självkörande bilar, där är det 
viktigt att systemet kan ta hand om sådana fel på egen hand och inte kräver att man konfigurerar om. 
Djup maskininlärning beskriver lärande av representationer utifrån data, som i sin tur lägger stor vikt 
på att lära successiva lager, för mer meningsfull representation (se Figur 2.2). [1, 9] 

Det moderna djup maskininlärning innehåller oftast tio upp till hundratals successiva lager av 
representationer (se Figur 2.2), där alla lager automatiserad lär sig av exponering för träningsdata. 
Andra strategier för maskininlärning väljer att inrikta sig på att endast lära ett eller två lager av data, 
för denna anledning kallar dessa strategier gör grunt lärande. Neurala nätverk är modellen som lär 
nästan alltid dessa lager representationer inom djup maskininlärning. [1, 6] 

Utveckling och driftsättning av djup maskininlärning kan delas upp i två olika steg. Första är att 
utveckla en modell där man definierar de olika lagren och konfigurerar vilket format input data ska 
ha. Andra steget är att träna modellen med dataset, där de önskade klasserna är definierade.  

2.4.1 Implementering av djup maskininlärningsmodell med hjälp av Darknet 

Darknet1 är ett neuralt nätverks ramverk som är skriven i C och använder sig av Compute Unified 
Device Architecture (CUDA) som är en parallell beräknings plattform och programmeringsmodell [10, 
11]. Detta ramverk är öppen källkod och har stöd för både CPU och GPU beräkningar. I ramverket 

 
1 https://pjreddie.com/darknet/ 

https://pjreddie.com/darknet/
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ingår det objekt-detektions modeller som YOLO och bildklassificerare ImageNet [13, 12]. Istället av 
att hämta en känd modell samt träna det för att kunna testa modellen samt se hur bra modellen är, 
har Darknet förenklat alla dessa steg genom att inkludera tränade modeller som kan direkt driftsättas 
eller användas. [14] 

I det här avsnittet kommer två olika modeller som redan implementerats i Darknet och som är relevant 
för detta arbete att beskrivas.  

Single Shot MultiBox Detector 

Single Shot MultiBox Detektor (SSD) är en objektigenkännings algoritm [15]. Algoritmen utförs med 
endast en iteration genom de olika djup maskininlärnings lagren och dessutom klassificerar den 
detekterade objektet.  

SSD använder sig utav Visual Geometry Group 16 (VGG16), som är en convolutional nätverksmodell 
skapad av K. Simonyan och A. Zisserman från Oxforduniversitetet [16]. En convolutional neuralt 
nätverk (CNN) är en algoritm som kan ta en bild som input och tilldela vikt till olika aspekter och objekt 
i bilden för att kunna skilja ena från det andra. En CNN är består av flera convolutional lager som 
innehåller oberoende filter, filtren initialiseras slumpmässigt och blir de parametrar som kommer att 
lära sig av nätverket efteråt. De flesta modellerna har en arkitektur inspirerad av VGG16 för 
klassificering och detektion som dessutom har tränats med över 14 miljoner bilder från ImageNet 
dataset och har över 1000 klasser. [12] I SSD används VGG16 för att extrahera feature maps och 
sedan detekterar objektet med hjälp av Conv4_3 lagren (se Figur 2.6). Feature maps är outputen av 
ett givet filter, i detta fall VGG16. Conv4_3 lagren är en 38x38 ruta och utifrån den maskar 4 möjliga 
förutsägelser. Nätverket har 16 olika lager därav namnet VGG16, vidare kan dessa lager delas upp i 
13 convolution lager, 5 max pooling lager och 3 dense lager. Max pooling lagren beräknar maximala 
värdet i varje del av feature mappen. Dense lagren representerar multiplikation av matriser. Det är 21 
lager men bara 16 av dessa är lager med vikter mellan noderna. [15] 

Efter VGG16 lägger SSD till ytterligare 6 lager, dessa är för objektdetektionen (se Figur 2.6). I tre av 
lagren görs det 6 förutsägelser istället för 4 såsom i Conv4_3. Totalt gör modellen cirka 8700 
förutsägelser med hjälp av 6 lager. [16] 

 

Figur 2.6: Single Shot MultiBox Detectors struktur som visar de olika lagren inklusive VGG16. Från vänster till 
höger matas in en 300x300 bild [17].    

You Only Look Once 

För att detektera flera objekt i en bild utför de flesta objektigenkänningsmodeller en två-stegs 
detektion, som innebär att regioner där ett objekt tros befinna sig i föreslås. Därefter försöker modellen 
ange boundingboxes och klassificera objektet. Boundingbox beskriver på vilken position i bilden som 
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objektet är detekterad i och används för att visualisera storleken på objektet i förhållande till bilden. 
YOLOV3 är en en-stegs detektor som tar in bilden, anger boundingbox och därefter klassificerar 
objektet. Av just detta valdes namnet You Only Look Once som förkortas till YOLO. En-stegs 
detektionen gör att YOLOV3 kan detektera ett objekt snabbare än en två-stegs detektion eftersom 
det kräver mer datorkraft för att klassificera objektet. [13] 

YOLO delar bilder i SxS rutnät. Varje rutnät förutsäger två boundingboxes (avgränsade rutor) med 
sannolikhet av objektet tillhör en viss klass. En boundingbox har fem olika värden x, y, w och h. 
Värdena x och y representerar mittpunkten av boundingboxen relaterad till rutnätet, värdena w och h 
är bredden och höjden av boundingboxen relaterat till bildens storlek. [18] 

YOLOV3 använder först Darknet-53 som är en convolutional neuralt nätverk, likt VGG-16, som har 
53-lagers nätverk som är tränat på ImageNet. För detektions delen har den ytterligare 53-lager, som 
gör att YOLOV3 har arkitektur med totalt 106-lager (se Figur 2.8). 

YOLOV3 i jämförelse med SSD inom 320 × 320 kör YOLOV3 på 22 ms vid 28,2 mAP, detta är exakt 
likt SSD, men den är trippel så snabbt. [19] 

 

Figur 2.8: YOLOV3 nätverksarkitektur. [20] 

2.4.2 Inlärning av data 

För att förstå hur djup maskininlärning läser och behandlar data är det viktigt att veta hur data är 
representerad. Det kan delas upp i tre punkter: 

● Input data points:  

Input data points kan variera beroende på vad det är för typ av uppgift. Handlar det om 
röstigenkänning är dessa data points ljudfiler på personer som pratar. Handlar det om objekt-
detektion kan dessa data points vara bilder eller videos. 

● De förväntade outputen: 
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Följer vi exemplet med röstigenkänning så bör den förväntade outputen vara transkribering av de 
inmatade ljudfilerna. Eller exemplet med bilder så bör den förväntade outputen vara taggar som till 
exempel bil, hus, cykel och så vidare tillsammans med en boundingbox för varje detekterade objekt. 

● Ett sätt att mäta hur bra algoritmen är: 

Att ha ett sätt att mäta hur bra algoritmen presterar är nödvändigt för att veta hur koppling från input 
dras till dess output, detta hjälper till att signalera om hur algoritmen ska justeras om, fasen vi kallar 
för inlärning. I exemplet med röstigenkänning kan ett sätt att mäta hur bra algoritmen presterar, är att 
räkna antalet korrekt detekterade ord. 

 

Viktigaste skillnaden mellan djup maskininlärning och maskininlärning är att maskininlärning oftast 
kräver strukturerade data som förklarats ovanför medan djup maskininlärning tillförlitar sig på lager 
av artificiellt neuronnät, och på så vis inte kräver strukturerade data. [1] 

2.5 Tidigare forskning 

Tejas Phase [21] testade olika tekniker för ansiktsigenkänning och kom fram till att det inte var optimal 
med klassiska klassificerare som HAAR-Cascade då det krävs enorma mängder av dataset för att 
skapa egna features. Samtidigt som Tejas Phase föreslår att djup maskininlärning skulle hantera 
detta problem på mer effektivt sätt. Eftersom djup maskininlärning kan skapa en egen klassificerings 
algoritm för en viss kategori av bilder. Tejas Phase nämner om hur traditionella maskininlärning 
algoritmer fungerar med hjälp av förprogrammerade funktioner och data försöker extrahera dessa 
fördefinierade funktioner, medan djup maskininlärning försöker lära sig dessa funktioner direkt från 
data som blir inmatad.  

I en annan rapport undersöker Bana, Budi och Jan om hur användning av convolutional neurala 
nätverk kan detektera ansikten, djup metric lärning för face embedding och K-NN för att klassificera 
ansikten. Slutresultatet blev att med hjälp av detta kunde det detektera och samtidigt kunna identifiera 
ansikten. Vidare undersökte författarna om det var möjligt att ta närvaro i skolor med hjälp av djup 
maskininlärning och även ta fram studenters information vid varje ansiktsigenkänning. [22] 

Samir Aoun samt Fredrik Arvidsson undersökte, vilken form av bildanalys är lämpligt att användas 
för en CMOS kamera [23]. Bland de tekniker som de testade för att identifiera en människa i ett 
förbestämt område var YOLOV3 rekommenderad av anledning till dess höga noggrannhet.
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3 Metoder 

Detta kapitel framställer uppsatsens metod, lösningsmetoder samt verktyg. Verktygen avser de 
ramverk och tjänster som valdes som tillvägagångssätt från problemet, som beskrivs i sektion 1.1 till 
att fullgöra målen som beskrivs i sektion 1.2. Kapitlet börjar med att beskriva vilka modeller som 
valdes att användas i examensarbetet. Kapitlet beskriver därefter vilka dataset som användes för att 
träna modellen. Senare i kapitlet beskrivs metoden som används för att beräkna antal personer i en 
video. Kapitlet avslutas med att beskriva vilka ramverk och tjänster som användes för att 
implementera samt omkonfigurera modellen.  

För att undersöka och bestämma vilka objektingkänningsmodeller som kunde används för 
problemlösningen utfördes litteraturstudier. Litteraturstudierna inkluderade tidigare arbeten, forskning 
och arbete kring forskningsområdet för maskininlärning och djup maskininlärning. De valda 
objektingkänningsmodellerna blev därefter utvärderade och jämförda med varandra i olika tester. 
Slutligen blev resultaten från utvärderingen och testningen samlad och analyserad. 

3.1 Modeller som togs fram för analys och testning  

Under förstudierna presenterades och undersöktes tre olika objektigenkänningsmodeller för närmare 
analys och testning. Dessa modeller var Single Shot MultiBox Detector, YOLOV3 samt YOLOv3-
Based-Face- Detection-Tracking.  Modellerna valdes baserat på deras prestanda i en undersökning 
av Facebook AI Research (FAIR) samt en jämförelse av YOLO, SSD [24, 25]. 

Den första modellen som valdes att testas och implementeras var SSD som testades utan några 
modifieringar. SSDs standard input size är 300x300 (höjd och bredd), vilket är ett mått på 
bildupplösningen i pixlar som modellen tar emot. Testningen för SSD skedde genom både bild samt 
videoinput data.  

Den andra modellen som valdes för att testas och implementeras var YOLOV3 som har en standard 
input size på 416x416 (höjd och bredd). Testning skedde på samma sätt som SSD och på samma 
dataset. Efter testningen valdes YOLOV3 för omkonfiguration för att den endast ska detektera 
ansiktet och inte hela kroppen. Antal klasser för den omkonfigureade modellen sattes till ett och var 
“face”, innan hade modellen 80 klasser (se bilaga C).  

Följande parametrar ändrades: 

● Antal omgångar som laddas in för en iteration sattes till 64st och kallas för batch size, det 
baserades på hur mycket minne grafikkortet hade som använts för träningen. 

● Hur många omgångar en enda batch ska delas in i sattes till 8. I detta fall blir varje omgång åtta 
bilder (64/8=8). Detta skickas senaste till grafikkortet för bearbetning tills alla 64 bilder är klar och 
sedan påbörjar en ny iteration med 64 nya bilder.  

● Höjd och bredd av input size sattes till 416x416 samt 832x832. 
● Inlärningshastighet som bestämmer stegstorleken vid varje iteration medan man går mot ett 

minimum av en förlustfunktion sattes till 0,01. 
● Antal filter som används i CNN algoritmen sattes till 18 och detta görs enligt YOLOV3 

dokumentation där man tar (antalet klasser + 5) x 3.  
● Maximala antalet batches som skulle itereras sattes till 200 000. 
● Antalet steps sattes till [200 000, 220 000] som anger efter hur många steg inlärningshastigheten 

ska justeras. I detta fall justeras inlärningshastigheten först efter 200 000 och därefter justeras den 
om igen efter 220 000. 

Den omkonfigurerade modellen benämns för YOLOV3_KADY_416 och en ytterligare kopia av 
modellen skapades fast med ändrad input size, kopian hade 832 i bredd och höjd samt kallades för 
YOLOV3_KADY_832. 

YOLOv3-Based-Face-Detection-Tracking är en modell baserat på YOLOV3 för just 
ansiktsigenkänning av Chenyang Zhu. Zhu nämner att modellen har tränats på WIDER FACE 
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biblioteket2 och testad med FDDB benchmark3. Modellen har en standard input size på 416x416 och 
genomgick ett antal tester för att undersöka närmare hur resultatet varierade i förhållande till den 
omkonfigurerade YOLOV3 modellen. [26] 

3.2 Träning och dataset 

För att kunna testa och driftsätta modellen som omkonfigurerades behövdes den tränas på nytt. 
Datasetet som användes för att träna modellen var bland annat dataset från UTKFace4 men även 
dataset från WIDER FACE biblioteket. WIDER FACE erbjuder en mängd olika typer av dataset som 
innehåller sammanlagt cirka 32 000 bilder och i dessa bilder cirka 390 000 ansikten. UTKFace 
erbjuder ett dataset som består av mer än 20 000 ansikten. Bilderna från både WIDER FACE 
biblioteket och UTKFace täcker en stor variation i posering, upplösning och ansiktsuttryck.  

Annotationer i de olika dataseten för bilderna kan vara uppsatt i olika format och struktur. I datasetet 
från UTKFace var annotationerna redan i YOLO format. Annotationerna i WIDER FACE datasetet var 
i WIDER FACE format, för att få det i YOLO format behövdes annotationerna konverteras först till 
Pascal VOC och därefter till YOLO format (se bilaga B) med hjälp av ett Python skript. När all dataset 
som skulle används för att träna modellen var i korrekt format så importerades det till Google Drive 
mappen så att Colab kunde komma åt filerna.  

För att senare kunna testa alla modeller med samma dataset framställdes tre olika dataset. Dessa 
dataset användes enbart för testning och inte för träning av modellerna. Första datasetet, dataset_ 
bild, bestod av totalt tjugo bilder (se Bilaga D). Ett annat dataset framställdes, dataset_video, som 
bestod av totalt sex videor (se Bilaga E). Tredje datasetet som användes för testning var från 
företaget Stanley som kallades för dataset_stanley. Stanleys dataset innehöll samma format av 
data som används i deras produkt där modellen ska driftsättas och i realtid analysera (se Figur 3.1). 
Datasetet bestod av data som var från ett videoflöde från en övervakningskamera (se Bilaga F).  

 
2 http://shuoyang1213.me/WIDERFACE/ 
3 http://vis-www.cs.umass.edu/fddb/ 
4 https://susanqq.github.io/UTKFace/ 

http://shuoyang1213.me/WIDERFACE/
http://vis-www.cs.umass.edu/fddb/
https://susanqq.github.io/UTKFace/
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Figur 3.1: Flödesdiagram över processen från input till output. 

3.3 Efterbehandling 

För att kunna ta nytta av detektionerna som den modifierade modellen gjorde behövdes ett skript 
skrivas som extraherade antalet detektioner i en bild. Skriptet skrevs i Python och importerades till 
Darknet-motorn som körde själva modellen. Därefter kunde antalet personer i videoflödet som stod i 
kö presenteras (se Figur 3.1).  

Vidare behövdes feldetektioner räknas bort från antalet personer som faktiskt stod i kö. Detta gjordes 
genom att ta antal detektioner per bild under en viss period som gick att ändra med hjälp av en 
tidparameter. Tidparametern avgör hur länge en person måste befinna sig i bilen för att räknas med. 
Sedan ta medelvärdet av alla detektioner under antalet bilder och avrunda nedåt. Exempelvis kan en 
videokamera filma i 30 bilder per sekund. Om tidparametern är då satt till 300 (30fps*10) kommer 
antalet personer som står i kö endast ta med personer som står i kön i 10 sekunder eller längre. 
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3.4 Ramverket som användes 

För att enklare kunna starta och komma igång med de valda modellerna användes det neurala 
nätverksramverket Darknet. Darknet erbjöd alla nödvändiga filer och majoriteten av de nödvändiga 
mjukvaror som krävdes för att köra YOLOV3. Ramverket tillåter användaren konfigurera modellen 
och välja om den ska köras på grafikkortet eller processorn. För att upprätta en arbetsstation med de 
valda modellerna och ramverket Darknet användes det Google Colaboratory5 även kallad för Colab. 
Colab är en tjänst där man kan i tolv timmar få en instans av en python Notebook6. Eftersom 
algoritmerna som körs är resurskrävande krävs det hårdvara som klarar av det vilket Google erbjuder. 
Colab erbjuder Tesla K807 grafikkort som är passande för maskininlärningsarbeten då den har 24GB 
GDDR5 minne. Med hjälp av Colab kunde modellerna köras, tränas och testas virtuellt online. En 
nackdel med detta var att en instans var endast tillgänglig i tolv timmar, efter dessa tolv timmar togs 
alla filer från Notebooken bort. Vid träning av data som kan ta flera timmar krävdes det att man delade 
upp träningen i ett visst antal iterationer. Efter att iterationer genomförts sparades vikten för modellen, 
för att senare kunna återuppta träningen.  

Eftersom alla filer på Notebooken endast var tillgänglig i tolv timmar blev lösningen att ladda upp alla 
filer till en mapp på Google Drive. Därefter kunde mappen med alla filer från Google Drive importeras 
direkt till Notebooken och dessutom kunna använda filerna direkt genom Google Drive (se Figur 3.2). 
Dock installerades det nödvändiga mjukvaror till ramverket till systemet i Colab vid varje instans av 
Notebooken (se Bilaga A).   

 

Figur 3.2: En representation över arbetsflödet med Google Colab.

 
5 https://colab.research.google.com/ 
6 https://colab.research.google.com/notebooks/welcome.ipynb 
7 https://www.nvidia.com/en-gb/data-center/tesla-k80/ 

https://colab.research.google.com/
https://colab.research.google.com/notebooks/welcome.ipynb
https://www.nvidia.com/en-gb/data-center/tesla-k80/
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4 Resultat 

För att kunna skapa en uppfattning på hur modellerna presterade utfördes flera tester. Under detta 
kapitel framställs alla resultat från tester som har utförts under examensarbetets period. Testerna 
delades i tre olika delar: (1) Tester för YOLOV3 och SSD med datasetet dataset_bild samt 
dataset_video. (2) Tester för YOLOv3_KADY_416, YOLOv3_KADY_832 och YOLOv3-Based-Face- 
Detection-Tracking med datasetet dataset_bild samt dataset_video. (3) Tester för alla modeller som 
användes i examensarbetet med datasetet dataset_stanley.  

4.1 Test för YOLOV3 och SSD 

Test för objektigenkänningsmodellerna YOLOV3 samt SSD utfördes med datasetet dataset_bild samt 
dataset_video. Testet utfördes för att finna den bäst presterande modellen som detekterar hela 
personen inom bild samt video. Testets resultat för dataset_bild presenteras genom ett diagram som 
visas i Figur 4.1. YOLOV3:s medelvärde för antal feldetektioner per bild blev 4,45 och SSD:s 
medelvärdet för antal feldetektioner per bild blev 11,1 (se Tabell 4.1). 

 

Figur 4.1: En representation på resultat av tester på YOLOV3 samt SSD. Blåa streck beskriver den totala antal 
personer i en bild. Röda streck beskriver antalet personer som YOLOV3 detekterade. Gula streck beskriver 
antalet personer som SSD detekterade. 

Resultatet för dataset_video presenteras i diagrammet som redogörs i Figur 4.2. Medelvärdet för 
antal feldetektion var 3,5 fel per video för YOLOV3 och 4,67 fel per video för SSD (se Tabell 4.1). 
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Figur 4.2: En representation på resultat av tester på YOLOv3 samt SSD. Blåa streck beskriver antal personer i 
en bild. Röda streck beskriver antalet personer som YOLOV3 detekterade. Gula streck beskriver antalet 
personer som SSD detekterade. 

4.2 Testning av YOLOv3_KADY_416, YOLOv3_KADY_832 och YOLOv3-Based-
Face-Detection-Tracking. 

Objektigenkänningsmodellerna YOLOv3_KADY_416, YOLOv3_KADY_832 samt YOLOv3-Based- 
Face-Detection-Tracking testades med datasetet dataset_bild samt dataset_video. Testets syfte var 
att jämföra modellerna som konfigurerades om inom examensarbetet samt den befintliga modellen 
YOLOv3-Based-Face-Detection-Tracking. Resultatet av testet för dataset_bild som visas i figur 4.3 
visar att YOLOv3_KADY_832 var den som presterade bäst, sedan var YOLOv3_KADY_416 som 
presterade näst bäst och sist var YOLOv3-Based-Face-Detection-Tracking som presterade sämst. 
Medelvärdet för feldetektionen av testet för dataset_bild blev 3,65 fel per bild för 
YOLOv3_KADY_832, 3,95 för YOLOv3_KADY_416:s samt 4,4 för YOLOv3-Based-Face- Detection- 
Tracking (se Tabell 4.1). 
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Figur 4.3: En representation på resultat av tester med YOLOv3_KADY_416, YOLOv3_KADY_823 samt 
YOLOv3-Based-Face-Detection-Tracking. Blåa streck beskriver antal personer i en bild. Röda streck beskriver 
antalet personer som YOLOv3_KADY_416 detekterade. Gula streck beskriver antalet personer som 
YOLOv3_KADY_823 detekterade. Gröna streck beskriver antalet personer som YOLOv3-Based-Face-
Detection-Tracking detekterade.  

I Figur 4.4 redogörs resultatet för testet av dataset_video som visar att båda YOLOv3_KADY_416 
samt YOLOv3_KADY_832 var presterade lika bra på video. YOLOv3_KADY_416 samt 
YOLOv3_KADY_832 har medelvärdet 0,67 för feldetektion per bild (se Tabell 4.1). YOLOv3-Based-
Face- Detection-Tracking:s medelvärdet blev 1,17 som återigen hamnar som sämst (se Tabell 4.1). 

Figur 4.4: En representation på resultat av tester på modellen som konfigurerades om, YOLOv3_KADY_416, 
YOLOv3_KADY_823 samt YOLOv3-Based-Face-Detection-Tracking. Blåa streck beskriver antal personer i en 
bild. Röda streck beskriver antalet personer som YOLOv3_KADY_416 detekterade. Gula streck beskriver antalet 
personer som YOLOv3_KADY_823 detekterade. Gröna streck beskriver antalet personer som YOLOv3-Based-
Face-Detection-Tracking detekterade.  
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4.3 Test av datasetet dataset_stanley 

Den sista testet utfördes på alla modeller med datasetet dataset_stanley. Testet skedde på just 
dataset_stanley för att kunna se hur modellerna skulle prestera mot data från kamerorna som skulle 
användas på den slutliga modellen. YOLOv3:s medelvärde för antal feldetektioner per frame blev 1,1 
och SSD:s medelvärdet för antal feldetektioner per frame blev 1,6 (se Tabell 4.1). YOLOv3-Based-
Face- Detection-Tracking:s medelvärdet blev 0,3 fel detektion per frame (se Tabell 4.1). Båda 
YOLOv3_KADY_416 samt YOLOv3_KADY_832 har medelvärdet 0,1 för feldetektion per frame (se 
Tabell 4.1). I figur 4.5 redogörs en dålig detektion samt en bra detektion av YOLOv3_KADY_832 vid 
testning av dataset_stanley. 

 

Figur 4.5: En representation på resultat av en dålig detektion samt en bra detektion av YOLOv3_KADY_832 vid 
testning av dataset_stanley. 
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Tabell 4.1: Tabellen representerar prestandan av alla testade modeller i varje dataset. Prestandan är uttryckt i 
form av både noggrannhet samt absolutfel (medelvärde och standardavvikelser). Noggrannhet redogör antal 
korrekta detekterade ansikten i förhållande till totala antalet ansikten i ett dataset. Absolutfelet beskriver 
medelvärdet av feldetektioner per bild/video i ett dataset, samt standardavvikelsen. 

Modell dataset_bild dataset_video dataset_stanley 

SSD Noggrannhet = 
25,8% 
Absolutfel = 
11.1 ± 0,9 

Noggrannhet = 
64,6% 
Absolutfel = 4,67 
± 5,33 

Noggrannhet =   
66% 
Absolutfel =    
1,6 ± 0,6 

YOLOV3 Noggrannhet = 
70,2% 
Absolutfel = 
4,45 ± 4,55 

Noggrannhet = 
73,4% 
Absolutfel =   
3,5 ± 5,5 

Noggrannhet = 
76,6% 
Absolutfel =    
1,1 ± 0,1 

YOLOv3-Based-
Face-Detection-
Tracking 

Noggrannhet = 
70,6% 
Absolutfel = 4,4 
±,.4 

Noggrannhet = 
91,1% 
Absolutfel =   
1,17 ± 1,17 

Noggrannhet = 
93,6% 
Absolutfel =    
0,3 ± 0,3 

YOLOv3_KADY_416 Noggrannhet = 
73,6% 
Absolutfel =   
3,95 ± 0,05 

Noggrannhet = 
94,9% 
Absolutfel =    
0,67 ± 0,67 

Noggrannhet = 
97,9% 
Absolutfel =    
0,1 ± 0,1 

YOLOv3_KADY_832 Noggrannhet = 
76,9% 
Absolutfel =   
3,45 ± 1,55 

Noggrannhet = 
94,9% 
Absolutfel =    
0,67 ± 0,67 

Noggrannhet = 
97,9% 
Absolutfel =    
0,1 ± 0,1 
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5 Analys och diskussion 

I detta kapitel framställs analys och utvärdering av rapportens resultat. Resultaten står i relation till 
examensarbetets målsättning och metodval.  

5.1 Analys 

Vid testning av både dataset_bild samt dataset_video visade det sig att YOLOV3 presterade bättre 
än SSD. Testning av dataset_bild resulterade att YOLOv3 hade 44,4% högre noggrannhet i 
jämförelse med SSD. Under testning med dataset_video hade YOLOV3 endast 8,8% högre antal 
detektioner i jämförelse med SSD. Detta beror på att SSD får en inputbild med sämre kvalité i och 
med att den har en mindre input size än YOLOv3. 

YOLOv3_KADY_416 har 21,5% högre noggrannhet inom dataset_video i jämförelse med YOLOv3. 
YOLOv3_KADY_416 presterar bättre eftersom den detekterar endast ansikte till skillnad från 
YOLOv3 som detekterar hela människas kropp. Datasetet som används inom examensarbetet är mer 
specificerade för ansiktsdetektion som gör att YOLOv3 prestera mindre bra. 

YOLOv3_KADY_832 i jämfört med YOLOv3_KADY_416 visade en förbättring med 3,3% för detektion 
inom datasetet dataset_bild. Resultatet är förståeligt då YOLOv3_KADY_832 har input size på 832, 
till skillnad ifrån YOLOv3_KADY_416 som har input size på 416. 

Datasetet dataset_stanley ansågs som den viktigaste dataset inom examensarbetet, därför förblev 
sista testet som utfördes med dataset_stanley den viktigaste testet. YOLOv3_KADY_416 samt 
YOLOv3_KADY_832 var objektigenkänningsmodellerna som presterade bäst i testet med 97,9% 
noggrannhet. Det beror på att YOLOv3_KADY_416 samt YOLOv3_KADY_832 tränades för att kunna 
detektera ansikten av personer som står tätt i stora klungor. 

Resultaten för antal detektioner per bild (se Tabell 4.1) visar att objektigenkänningsmodell som 
specifikt detekterar ansikten har högre träffsäkerhet än objektigenkänningsmodeller som detekterar 
hela människokroppen. Detta visar att detektera endast ansiktet och inte hela människokroppen ger 
en högre träffsäkerhet. Det kan antas bero på att när folk står i klungor kan modellen få problem med 
att se hela kroppen gentemot att bara se ansiktet av en person. En annan anledning tros vara att 
ansiktet oftast inte är täckt av kläder och dylikt. 

5.2 Diskussion 

Vid närmare analys av testresultatet visar det sig att i vissa fall när personen är vänd ifrån kameran 
kan YOLOV3_KADY missa att detektera ansiktet se exemplet med dålig detektion i Figur 4.5. Detta 
kan antas bero på att modellen är endast tränad på ansikten och inte hela huvudet. En lösning skulle 
vara att träna modellen med ytterligare ett dataset som innehåller data med huvuden från alla olika 
vinklar. 

Den noterbara skillnaden mellan kända modeller som SSD, YOLOV3 och den omkonfigurerade 
YOLOV3_KADY i prestanda kan antas bero på typen av dataset som dessa modeller tränats på. 
YOLOV3, SSD och andra kända modeller är sämre på att hantera situationer där folk står i klungor. 
Detta kan antas bero på att modellerna grupperar alla features från ett objekt och kan leda till svårare 
särskiljning av objekten om det är tätt med ett annat objekt.  Datasetet som användes för att träna 
YOLOV3_KADY var mer korrelerat till arbetets ändamål än de kända modellerna.  

Enligt resultaten visar det sig att YOLOv3-Based-Face-Detection-Tracking presterar sämre än 
YOLOV3_KADY som är tränad med samma dataset. Detta kan bero på att YOLOV3_KADY är tränad 
på cirka 170 epocher av hela WIDER FACE datasetet och dessutom UTKFace datasetet. YOLOv3-
Based-Face-Detection-Tracking är endast tränad på 10 epocher av WIDER FACE.  
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En sammanställning av resultaten visar tydligt hur YOLOV3_KADY presterar bättre än samtliga 
modeller med hög noggrannhet. Därav rekommenderas YOLOV3_KADY att användas hos Stanley 
Security Sverige AB istället för deras befintliga lösning. Dessutom rekommenderas det att träna 
vidare modellen med ytterligare dataset som innehåller data med huvuden riktade åt alla olika håll för 
att kunna ta med fall där modellen hade problem med. 

Slutligen är ämnet för detta examensarbete starkt relaterad till sociala, miljö, etiska och ekonomiska 
implikationer, som har beaktats noggrant under arbetet. När det gäller de etiska implikationerna, är 
ansiktsigenkänning ett känsligt ämne eftersom den faller under integritet. I detta examensarbete 
omkonfigureras en objektdetektor till en ansiktsdetektor. Ansiktsdetektion detekterar om det finns ett 
synligt ansikte, till skillnad från ansiktsigenkänning som utöver detektion även identifierar ansikten. 
Stanley Security Sverige AB lagrar övervakningsvideor upp till två månader i form av rådata som 
innehåller rena inspelningar av videoflödet. Övervakningsvideorna lagras utan identifiering eller 
beräkningar av antalet personer och därefter raderas videorna.  

Examensarbetets lösningsförslag gynnar företag ur ett ekonomiskt perspektiv. Lösningsförslaget 
hjälper företag med att kunna planera sina resurser effektivt, genom att inte placera ut mer personal 
än vad som behövs vid en viss tidpunkt. Effektiviseringen av resursfördelning har även en positiv 
påverkan på miljön i och med att mer personal inte placeras ut än vad som behövs kan färre kassor 
vara öppna och det leder till en mindre elförbrukning för företaget. Slutligen när det gäller de sociala 
implikationerna, underlättar lösningsförslaget för både medarbetare i företaget och kunder. Genom 
att både medarbetarna och kunderna som står i kön slipper oroa eller stressa sig för långa köer. 
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6 Slutsatser 

Målen som var uppsatta för examensarbetet har uppnåtts genom att analysera olika metoder, 
implementera, testa och utvärdera prestandan hos olika modeller. Testerna resulterade i att 
YOLOV3_KADY_416 och YOLOV3_KADY_832 presterade med 21,3%-31,9% högre noggrannhet 
än de resterande modellerna som detekterade hela människokroppen. Båda dessa modeller som har 
konfigurerats om har uppfyllt önskade mål och visat sig att prestera betydligt bättre än dagens lösning 
hos säkerhetsföretaget Stanley. Genom att endast detektera ansikten och inte hela människokroppen 
har modellen kunnat detektera antalet personer i en kö med högre träffsäkerhet. 

Inte bara den föreslagna modellen utan befintliga modeller som testades kan används för analys inom 
kameraövervakning. Det är en billig lösning för en rad olika ändamål som i detta fall för att fördela 
resurser på ett effektivt sätt. 

6.1 Rekommendationer 

Under examensarbetets gång släpptes det en nyare version av YOLO, YOLOV4, som har betydligt 
bättre prestanda än YOLOV3 och hanterar täta objekter bättre [27].  Därför skulle det vara lämpligt 
att undersöka YOLOV4 och jämföra med andra nya kända modeller. Att detektera endast ansikten 
och inte hela kroppen gav ett tydligt resultat, och därför skulle det vara bra om det undersöktes 
huruvida detektion av hela huvudet skulle resultera i. 
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Bilagor 

Bilaga A. Notebook kod för att ansluta till Google Drive och hämta nödvändiga mjukvaror för att köra 

Darknet.  

from google.colab import drive 
drive.mount('/content/drive') 
import os 
os.chdir("/content/drive/My Drive/KTH/Examensarbete/darknet") 
!apt-get update 
!apt-get upgrade 
 
 
!apt-get install build-essential 
!apt-get install cmake git libgtk2.0-dev pkg-config libavcodec-dev libavformat-dev 
libswscale-dev 
!apt-get install libavcodec-dev libavformat-dev libswscale-d 
!apt-get install libopencv-dev 
!apt install g++-5 
!apt install gcc-5 
 
!apt update 
!apt upgrade 
 
 
!chmod +x ./darknet 
!./darknet detect cfg/yolov3-voc.cfg yolov3.weights data/person.jpg 
 
def imShow(path): 
 import cv2 
 import matplotlib.pyplot as plt 
 %matplotlib inline 
 
 image = cv2.imread(path) 
 height, width = image.shape[:2] 
 resized_image = cv2.resize(image,(3*width, 3*height), interpolation = 
cv2.INTER_CUBIC) 
 
 fig = plt.gcf() 
 fig.set_size_inches(18, 10) 
 plt.axis("off") 
 plt.imshow(cv2.cvtColor(resized_image, cv2.COLOR_BGR2RGB)) 
 plt.show() 
 imShow('predictions.jpg') 
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Bilaga B. Olika annoteringsformat för träning av djup maskininlärningsmodell 

YOLO Format: 
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WIDER FACE Format: 
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Pascal VOC Format: 
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Bilaga C. Klasser som kommer med färdig tränade objektigenkänningsmodellen YOLOV3. 

+---------------+----------------+-------------+--------------+------------+ 

| person        | handbag        | carrot      | oven         | sheep      | 

+---------------+----------------+-------------+--------------+------------+ 

| bicycle       | tie            | hot dog     | toaster      | cow        | 

+---------------+----------------+-------------+--------------+------------+ 

| car           | suitcase       | pizza       | sink         | elephant   | 

+---------------+----------------+-------------+--------------+------------+ 

| motorbike     | frisbee        | donut       | refrigerator | bear       | 

+---------------+----------------+-------------+--------------+------------+ 

| aeroplane     | skis           | cake        | book         | zebra      | 

+---------------+----------------+-------------+--------------+------------+ 

| bus           | snowboard      | chair       | clock        | giraffe    | 

+---------------+----------------+-------------+--------------+------------+ 

| train         | sports ball    | sofa        | vase         | backpack   | 

+---------------+----------------+-------------+--------------+------------+ 

| truck         | kite           | pottedplant | scissors     | umbrella   | 

+---------------+----------------+-------------+--------------+------------+ 

| boat          | baseball bat   | bed         | teddy bear   | bowl       | 

+---------------+----------------+-------------+--------------+------------+ 

| traffic light | baseball glove | diningtable | hair drier   | banana     | 

+---------------+----------------+-------------+--------------+------------+ 

| fire hydrant  | skateboard     | toilet      | toothbrush   | apple      | 

+---------------+----------------+-------------+--------------+------------+ 

| stop sign     | surfboard      | tvmonitor   | microwave    | sandwich   | 

+---------------+----------------+-------------+--------------+------------+ 

| parking meter | tennis racket  | laptop      | knife        | orange     | 

+---------------+----------------+-------------+--------------+------------+ 

| bench         | bottle         | mouse       | horse        | broccoli   | 

+---------------+----------------+-------------+--------------+------------+ 

| bird          | wine glass     | remote      | spoon        | cell phone | 

+---------------+----------------+-------------+--------------+------------+ 

| cat           | cup            | keyboard    | fork         | dog        | 

+---------------+----------------+-------------+--------------+------------+ 
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Bilaga D. Exempelbilder på dataset_bild 
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Bilaga E. Exempelbilder på dataset_video 
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Bilaga F. Exempelbilder på dataset_stanley 
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