Linkdpings universitet | Institutionen fér datavetenskap
Examensarbete pa grundniva, 16hp | Datateknik
2019 | LIU-IDA/LITH-EX-G--19/061--SE

Undersokning av energiforbruk-
ningen i lassystem

Analysis of energy consumption in electronic locks

Christoffer Johansson
Dawid Lesicki

Handledare : Huanyu Li
Examinator : Patrick Lambrix

Extern handledare : Andreas Kassab

LINKOPINGS e
U N |VERS|TET 013-28 10 00 , www.liu.se



http://www.liu.se

Upphovsritt

Detta dokument halls tillgingligt pa Internet - eller dess framtida ersattare - under 25 ar fran publice-
ringsdatum under forutsattning att inga extraordinidra omstandigheter uppstar.

Tillgang till dokumentet innebar tillstdnd for var och en att l4sa, ladda ner, skriva ut enstaka kopi-
or for enskilt bruk och att anvanda det oférandrat fér ickekommersiell forskning och for undervisning.
Overféring av upphovsritten vid en senare tidpunkt kan inte upphiva detta tillstdnd. All annan anvind-
ning av dokumentet kraver upphovsmannens medgivande. For att garantera dktheten, siakerheten och
tillgangligheten finns I6sningar av teknisk och administrativ art.

Upphovsmannens ideella ratt innefattar ratt att bli nAmnd som upphovsman i den omfattning som
god sed kraver vid anvandning av dokumentet pa ovan beskrivna satt samt skydd mot att dokumentet
andras eller presenteras i sddan form eller i sddant sammanhang som &r krankande fér upphovsman-
nens litterara eller konstnarliga anseende eller egenart.

For ytterligare information om Link&ping University Electronic Press se forlagets hemsida
http://www.ep.liu.se/.

Copyright

The publishers will keep this document online on the Internet - or its possible replacement - for a
period of 25 years starting from the date of publication barring exceptional circumstances.

The online availability of the document implies permanent permission for anyone to read, to down-
load, or to print out single copies for his/hers own use and to use it unchanged for non-commercial
research and educational purpose. Subsequent transfers of copyright cannot revoke this permission.
All other uses of the document are conditional upon the consent of the copyright owner. The publisher
has taken technical and administrative measures to assure authenticity, security and accessibility.

According to intellectual property law the author has the right to be mentioned when his/her work
is accessed as described above and to be protected against infringement.

For additional information about the Linképing University Electronic Press and its procedu-
res for publication and for assurance of document integrity, please refer to its www home page:
http://www.ep.liu.se/l

Christoffer Johansson
Dawid Lesicki


http://www.ep.liu.se/
http://www.ep.liu.se/

Sammanfattning

Genom att anvdnda en vanlig smartphone kan hanteringen av
nycklar till elektroniska dorrlas fdrenklas avsevart. Phoniro
har anvant denna teknik till att forbattra arbetsvilkoren och
rutinerna hos flertalet hemtjdnstfdretag Over hela Skandinavien.
Under en langtid har Phoniro samlat in data O6ver hur deras kunder
anvander dessa elektroniska las fdr att kunna hjdlpa till att
forbédttra foretagens rutiner. Den data som samlats in vill Phoniro
dven analysera for att kunna forbdttra livstiden hos de batterier
som anvadnds for att driva doérldsen. Denna rapport syftar till att
genomfdra en grundldggande analys av denna data fOr att kunna
analysera hur olika lasinstdlningar paverkar energikonsumptionen
och hur man kan minimera denna. Initialt i arbetet sker en
genomgang av olika metoder och algoritmer fdr att analysera stora
médngder data. De algoritmer som ansdgs vara lédmpliga for arbetet
valdes sedan ut foOr att testat. De algoritmer som uppvisade ett
bra resultat valdes fdr analys av erhdllen data. De utvalda
algoritmeran anvdndes till att analysera den given data genom
klassificering, klusterindelning och regression. Resultatet av
denna analys pavisade att det inte var méjligt att tydligt visa
vilka parametrar som gav den lagsta energifdrbrukningen eller hur
den paverkas av olika inst&dllningar.



Forfattarens tack

Vi vill tacka var handledare Andreas Kassab pd Phoniro f&r det stdd
vi fatt under arbetets gang. Vi vill dven tacka var Examinator for
de tips vi fatt pd olika algoritmer och analysmetoder.
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Introduktion

“The only mystery in life is why the kamikaze pilots wore helmets.”

— Al McGuire

Detta dr ett kandidatarbete for Hogskoleingenjors programmet inom datateknik. Arbetet fo-
kuserar pé att analysera vilka instdllningar som péaverkar energikonsumptionen hos elektro-
niska 1as.

1.1 Uppdragsgivaren

Phoniro AB ér ett foretag som producerar och utvecklar lds, larm och 6vervakningssystem: till
dldreomsorgen. Foretaget grundades 2002 efter att flertalet dldrevardsdistrikt fatt identifiera
de storsta problemen som fanns inom deras verksamhet. Ett av dessa problemen som fram-
kom i undersokningen var nyckelhanteringen. Detta resulterade i att Phoniro utvecklade ett
las som kan lasas upp med mobiltelefonen och loggar alla lasningar och uppldsningar. Dessa
system hanterar idag nycklarna till de flesta hemtjanstforetag i Sverige och norden. Foretaget
har sedan dess utvecklat flera produkter inom hemsjukvard och dldreomsorg. Bland dessa sa
ar personlarm, schemaldggning och tidsbokning de mest populdra produkterna. De har dven
system for tillsyn och overvakning till hemsjukvard dar kameror kan placeras hos de dldre
som behover tillsyn vilket ger mindre intrang och stérningar i deras vardag.

Phoniro har samlat stora mangder data kring de produkter och tjanster som de erbjuder. Det-
ta har medfort mojligheten att analysera flertalet olika parametrar for deras 19sningar inom
hemsjukvérden. Foretaget vill nu med hjdlp av dessa parametrar etablera en metod for analys
av de olika systemen samt analys av nya kommande system.

1.2 Motivering

Phoniro har upptéckt att vissa av ldssystemen har en ojamn energikonsumption och vill dar-
for att livslangden hos dessa batterier studeras och hur den paverkas av olika installningar
och konfigurationer. Phoniro vill sedan att resultat av dessa studier, anvédnds som en grund
for programmering av ett program som ska forutse hur linge ett batteri kommer att halla
samt upptécka felaktiga beteenden i ldssystemens energikonsumption. Energikonsumtionen
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i ett batteri dr viktig ur flera perspektiv. Da den energiméngd som konsumeras fran batteri-
et bestimmer hur ofta det behover bytas och dédrfor d&ven paverkar det antal batterier som
behover produceras och transporteras.

Batterierna i ldssystemen ar engangsbatterier vilket innebér att de har en storre miljopa-
verkan dn ateruppladningsbara batterier. Att minimera den mangd batterier som forbrukas i
Phoniros system kan dérfor bidra till en minskad miljopaverkan [13].

1.3 Syfte

Syftet med denna rapport dr att analysera databasen med lasdata samt lasens energiférbruk-
ning. Rapporten syftar 4ven till att hitta de instillningar och parametrar som péverkar energi-
konsumtionen mest samt hitta kombinationer av instdllningar som ger en sa ldng livstid som
mojligt. Analysen kommer att ske som ett forsta steg for att undersoka hur Al kan anvandas
inom dldrevarden for att kunna ¢ka kvalitén pa den service som kan erbjudas.

1.4 Problemformulering

For att kunna minimera den méngd batterier som behéver anviandas over tid behover de pa-
rametrar som utgor den storsta paverkningsbara faktorn hittas. Detta kommer att ske genom
att ett antal analysmodeller anvénds for att se om det finns ndgon parameter som utdvar en
storre paverkan dn andra. Mangden batterier som anvénds i ldssystemen kan &ven minimeras
genom att anvdnda en mer exakt modell 6ver den energi som batterierna forbrukar. Phoniro
anviander idag en enkel metod baserat pd ndgra olika linjara modeller vilka bygger pa anta-
let upplésningar som har gjorts sedan det senast registrerade batteribytet. Detta medfor att
vissa lds som har en lang period mellan 1ds och upplasning samt de med en oregelbunden
anvandning kan ge en dalig uppskattning. Genom att trdna upp olika algoritmer till att kun-
na uppskatta hur konsumtionen ser ut for olika dorrlds kan troligtvis en battre modell for
energikonsumptionen skapas.

1.5 Fragestillning

Utifrdn problemformuleringen ovan har foljande fragestillning uthdmtats.
1. Vilka parametrar paverkar energikonsumptionen i ldssystemen?

2. Vilken/vilka algoritmer kan bast skapa en modell 6ver batteriforbrukningen utifrdn de
valda parametrarna.

1.6 Avgrinsningar

For att arbetet dr begrédnsat i tid och resurser kommer de algoritmer som anvénds i arbetet
vara begransat till enklare maskininldrningsalgoritmer och dataminingverktyg. Det kommer
dven att ske avgransiningar med avseende pa den data som anvands for analysering da da-
tabasen innehaller vildigt mycket data fran olika kunder och avdelningar. Darfor kommer
bara den data som anses mest relevant att plockas ut ur databasen.

1.7 Nomenklatur
1. PWM - pulsbreddemodulering, en metod som anvénds for att reglera spanning.
2. LoF - Local outlier Factor, metod som anvénds for att hitta avvikande punkter.

3. Knn - K-Nearest Neighbour, metod som anvénds for att gruppera datapunkter.



1.8. Rapportstruktur

1.8

AT S R

DBC - Density based clustering, metod som grupperar data baserat pa dens densitet.

SSL - Semi supervised learning.

Rapportstruktur

Kapitel 1 - ger en introduktion av arbetets syfte samt beskriver foretaget som arbetet
utforts for. Kapitlet innehaller 4ven den fragestallning som arbetet ska baseras pa.

Kapitel 2 - Beskriver den teoretiska bakgrunden till arbetet.
Kapitel 3 - Ger en beskrivning av den metod och de algoritmer som anvénts i arbetet.
Kapitel 4 - Presenterar det resultat som framkommit i arbetet.

Kapitel 5 - Diskussion och analys av det resultat som presenterats i kapitel 4. Kontexten
kring arbetet diskuteras dven i detta kapitel.

Kapitel 6 - Arbetets slutsats, forslag pd forbattringar samt hur en djupare analys av
databasen skulle kunna utforas diskuteras i detta kapitel.



Bakgrund

“The difference between stupidity and genius is that genius has its limits.”

—Albert Einstein

2.1 Outlier Klassificering

Outlier klassificering anvénds for att hitta och identifiera punkter i data som avviker i en eller
flera dimensioner fran den 6vriga datan. Detta gors oftast som ett forsta steg eftersom dessa
avvikande punkter kan bidra till att analysen ger daliga resultat vid inldrningsprocessen.
Avvikande data kan dven anvidndas som en egen analys for att identifiera felaktiga noder i
ett system.

2.1.1 Local Outlier Factor

Local Outlier Factor (LOF) dr en metod for att kategorisera och avgora graden till vilken en
punkt i eller utanfor ett grupp med punkter dr avvikande. Metoden togs fram av Breunig m.f
och bygger pé en parameterlos metod for att hitta de k st ndrmaste grannarna till en punkt p
[4]. Avstandet fran p till dess k ndrmaste grannar uppmats varefter detta upprepas for alla k
grannar. Nar avstdnden till k antalet grannar dr uppmaétt kan man vélja den av dessa k gran-
nar som har langst avstdnd till punkten p. Detta avstand kallas for k — distance. Detta avstand
kan sedan anvandas for att berdkna den lokala densiteten vilken kallas for local reachabili-
ty density (Idr). Denna densitet berdknas genom att avstanden till dess grannpunkter o1

summeras och delas med antalet enligt Ird(p) = M dar d(p,0;) dr avstdndet till den i
ndrmaste grannen som ligger innanfor k — distance. Densiteten anvdnds sedan som en jam-
forelseparameter for att kunna avgora hur avvikande densiteten for en punkt &r i jamforelse
med sina nérliggande punketer enligt ekvation [4]). T ekvationen beskriven MinPts minsta
antalet punkter inom en k — distance som kravs for en grupp.

Ird(0)

Z Ird(p)
LOF(p) = — =P/ 2.1)

(») Numinpts(p)

Local Outlier Factor kan sedan anvandas for att kontrollera om en punkt ar lokalt avvi-
kande eller inte. De vdrden som fas av LOF &r en kvot mellan densiteten hos den punkt som
undersoks och densiteten hos dess grannar. D4 dessa virden &r néra ett kommer algoritmen
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att se dessa som en del i en gruppering och om den avviker mycket fran ett kommer punkten
att ses som avvikande.

2.1.2 Isolation Forest

Isolation Forest algoritmen skapades av F. T. Liu m.f for att kunna identifiera avvikande
punkter i ett set med data[14]]. Algoritmen 4r en 6vervakad inldrningsalgoritm som anvander
sig av att avvikande punkter ofta ligger langt ifran kluster med data. Det blir dédrfor ldttare att
isolera genom att dela settet till mindre delset. Delningen sker genom att en tradstruktur ska-
pas utifrdn en slumpvis vald punkt i datarymden. Denna punkt anvdnds sedan som rotnod
och avgrédnsning till datarymden. Nya slumpvis valda punkter kommer sedan att véljas som
delningsvarden for att dela in datarymden i mindre delar. Den sokta punkten kommer sedan
att jamforas med delningsvéardet for att bestimma vart i trddet den ska placeras. Delnings-
vardet placeras till hoger eller vénster i nivan under foregdende delningsvarde beroende pa
om det &r storre eller mindre &n den sokta punkten. Settet med data delas pé detta satt tills
dess att den sokta punkten dr den enda som ligger mellan delningsvardena eller tills dess att
en maxniva i tradstrukturen har uppnatts.

Extended Isolation Forest

Nar Isolation Forest anvands till att analysera data med hjdlp av avvikelsepodng, som tillde-
las baserat pa hur punkterna placeras i tradstrukturen, kan vissa delar av grafen favoriseras.
Detta uppstar pa grund av att Isolation Forest delar in graferna med endimensionella granser
baserat pa en variabel. Gransindelningen leder till att uppdelningen inte tar hansyn till punk-
ternas fordelning. Det mojliggor en viss favorisering pa grund av att en avvikande punkt har
samma koordinat som en eller flera klusterpunkter och darfor far ett ldgre podngvarde. En
16sning pé problemet med favorisering foreslogs av Hariri, Kind och Brunner [11]. Den fore-
slagna losningen tillimpas genom att dela in trdden baserat pa lutande linjer eller plan med
slumpvis valda vdrden i flera dimensioner. Detta resulterar i att normalpunkterna inte skapar
favoriserade omraden da alla punkter inte kommer att delas pa samma satt i alla trddar som
skapas under algoritmens upplarningsperiod.

2.2 Klusteralgoritmer

Klusteralgoritmer &r en form av odvervakad maskininlarning som bygger pd att man de-
lar in data i olika kluster vilka baseras pa ett stort antal parametrar med okdnd relation till
varandra. Detta kan ske genom partitionsindelning, hierarkisk indelning, densitetsbaserad
indelning och modellbaserad indelning. Klusterindelning genom partitionering bygger pa
att data delas in i ett forutbestdmt antal delar. Vid partiotionering maste varje partion inne-
halla mins en datapunkt, inga datapunkter far tasbort innan partiotioneringen samt att varje
punkt maste tillhora endast en partion. det vanligaste settet att indela en partitionering byg-
ger pa avstdndet till slumpvis valda centerpunkter. Dessa delar anvdnds sedan for att vélja
nya centerpunkter. Processen upprepas tills centerpunkterna inte lingre flyttar pa sig vilket
betyder att algoritmen har uppnatt stabilitet [[10].

Hierarkisk indelning bygger pa att data delas i hierarkiska kluster beroende pa vilka para-
metrar som liknar varandra i de olika punkterna. Denna typ av algoritm delar in alla punkter
i en sammanhéangande hierarki av kluster. Det gar sedan att valja vilken niva pd djup som
man vill att de olika klustren ska delas upp i [19].

Densitetsbaserade kluster (DBC) édr ett angreppssatt som ofta anvands vid analys av da-
ta. Tanken med detta angreppssitt dr att gruppera upp dataobjekt som ligger i ndrheten av
varandra i ett flerdimensionellt plan. Dessa nirliggande dataobjekt bygger tillsammans upp
en grupp. Efter att all data har grupperats kan man enkelt se alla grupper men &ven avvikan-
deobjekt som inte tillhor ndgon av grupperna sa kallat brus eller Outliers [19].
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Modellbaseradekluster bygger pa att ett flertal modeller for hur datastrukturen ar upp-
byggd anvdnds. De olika datapunkterna tilldelas sedan en sannolikhet att de tillhor en spe-
cifik modell. Eftersom modellbaseradekluster anvander olika modeller till data s& raknas det
som en av de mest robusta klusteralgoritmerna.

2.2.1 K-Means

K-Means &r en algoritm for odvervakad ldrande som anvands till att gruppera data med avse-
ende pa nérliggande variabler i set med data[15]. K-Means véljer forst ut en slumpvis punkt
i data och sdtter den som centerpunkt for gruppen. Darefter inspekterar den de ndrmaste
punkterna och utifall en battre punkt hittas sa sdtts den till nya centerpunkten fér gruppen.
En ny centerpunkt anses vara béttre dn den gamla punkten om den har hogst densitet av alla
punkter runt om sig. Algoritmen stegar genom punkterna tills den bésta punkten har hittats.
K-Means enda parameter dr det 6nskad antalet grupper som datasetet ska delas in i. Denna
parameter dr ofta enkel att komma fram till genom att observera en grafisk representation av
datasetet. Som alla andra algoritmer har K-Means bdde for och nackdelar. En av fordelar ar
enkelhet med att vélja parameter till algoritmen. K-Means storsta nackdel &r att den inte tar
hénsyn till avvikande punkter. Vilket betyder att K-Means tilldelar alla punkter i datasetet
till en grupp dven om dessa punkter dr avvikande. Detta innebér att for att f4 basta méjliga
resultat sd maste alla avvikande punkter tas bort. Detta gors enklast med hjélp av de tidigare
ndmnda outlier klassificeringsalgoritmer.

2.2.2 DBSCAN

Density-based spatial clustering of applications with noise (DBSCAN) skapades utav Ester
m.f 1996. DBSCAN anvénder sig utav tva in-parametrar Eps och MinPts. Eps anvands for
att bestimma hur ldngt ifrdn varandra tva dataobjekt kan vara for att fortfarande anses
tillhéra samma grupp. MinPts avgdr hur manga nérliggande dataobjekt som behovs for att
de ska ridknas som en egen grupp. Under kortiden kan DBSCAN sitta tre olika kategorier
pa varje dataobjekt, Core-point, Border-point och Noise. Bide Core-point och border-point
ar dataobjekt som tillhor en grupp. For att ett dataobjekt ska kunna rdknas som en core-point
maste den ha mer eller lika ménga nérliggande dataobjekt som vardet pa MinPts. Ett data-
objekt raknas som en border-point om den inte uppfyller MinPts kraven men kan dndd nas
frdn nagon core-point inom guppen. Med dessa parametrar och kategorier kan DBSCAN ga
igenom en databas och gruppera alla dataobjekt i grupper med avseende pa den delen av
dataobjekt som dr av intresse[9]. DBSCAN &r idag en av de mest populdra algoritmer inom
DBC med 6ver 14 000 citationer pa den originella publikationen.[18]

DBSCAN har sedan sitt skapande varit grund fér manga modifikationer vilket resultera-
de i manga nya algoritmer baserade pA DBSCAN. Nagra sddana algoritmer &dr bland annat
GM — DBSCAN och BRIDGE. Dessa modifikationer skapades for att forbattra vissa delar av
DBSCAN som prestanda[5] eller 16sa problemet med att avgora in-parametrar [25][7].

DBSCAN-GM

DBSCAN med Gaussian means ér ett forsok att forbattra DBSCAN. DBSCAN — GM ska-
pades 2012 utav A. Smiti och Z. Elouedi [25]. Sattet som DBSCAN — GM fungerar pa ar
att den anvénder sig utav en kombination av tva olika algoritmer. Dessa &r DBSCAN och
GaussianMeans for att komplettera varandra och motverka nackdelar med bdda dessa al-
goritmer. DBSCAN — GM anvander forst Gaussian Means pa ett set med data for att hitta
grupper och deras centerpunkter. Denna data anvinds vidare for att bestimma paramet-

rarna som krdvs for DBSCAN. Detta resulterar i en enklare och effektivare metod for att
konfigurera DBSCAN [25].
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BRIDGE

Bridge é&r precis som den tidigarendamnda algoritmen en modifikation pd DBSCAN. Den an-
vander sig utav en blandning av K-Means och DBSCAN. Bade K-Means och DBSCAN dr
algoritmer med ménga férdelar men dven med vissa nackdelar. K-Means ar snabbt och effek-
tivt men tar inte hansyn till avvikande punkter. DBSCAN i sin tur tar hdnsyn till avvikande
punkter och kan f6lja gruppernas form men &r véldigt beroende av invariabler som kan vara
svara att bestimma utan att vara valdigt insatt i den data som ska analyseras. Bridge anvan-
der forst K-Means for att bestamma antal grupper och dela upp data i partitioner. DBSCAN
kors sedan pa varje partition for sig for att gora grupperingarna mer exakta. Efterat sd an-
vands resultatet fran DBSCAN till att filtrera K-Means ursprungliga resultat sd att hdnsyn
tas till de avvikande punkter samt formen pa grupperingarna [7.

2.3 Klassificeringsalgoritmer

Klassificeringsalgoritmer &r en sektion inom 6vervakad larandet. Overvakat larandet som
bygger pa att algoritmer trdnas med exempel pa matchande fragor och svar. Algoritmen ska-
par sedan en modell som kan anvindas till att 16sa problem av samma typ som den trénats
pa att 16sa.

2.3.1 Naive Bayes classifier

Naive Bayes Classifier(NBC) &r en grupp av algoritmer inom det 6vervakade larandet. NBC
berdknar den statistiska chansen for att ett visst resultat med ndgon givet indata intraffar
[21]. Detta sker genom att dela indata i olika klasser beroende pd dess egenskaper. NBC
utvérderar de olika parametrarna separat och tilldelar indatat olika sannolikheter for att den
ska tillhora en viss klass. De sannolikheter som fas fram fran de olika parametrarna ger sedan
en samlad sannolikhet f6r de olika klasser som indatat kan tilldelas. Algoritmen antar att alla
egenskaper dr oberoende av varandra vilket gor att den blir opassande i de sammanhang dar
egenskaperna visar sig vara berodde av varandra.

2.3.2 K-Nearest Neighbors

K-Nearest neighbor Classifier (KNN) dr en algoritm inom 6vervakat larandet. Algoritmen till-
delar en punkt till en grupp baserat pa de k stycken punkter som ligger ndrmast den punkt
som ska grupperas [6]. Exempelvis om K sitts till tio och en okdnd punkt ska grupperas s&
kommer KNN att kolla péd de tio punkter som ligger ndrmast den okdnda punkter for att se-
dan gruppera punkten till gruppen som majoritet av de tio narmaste punkterna tillhorde. For
att kunna gruppera punkter med nérliggande grannar behéver KNN initieras med ett data-
set som innehaller redan klassificerade punkter. Strukturen pa den initiala data som anvands
i algoritmen kommer darfor att ha en stor inverkan pa vilka grupper de nya punkterna som
ska klassificeras kommer att tilldelas.

2.3.3 Decission tree

Decission trees (Beslutstrad) ar ett hjalpverktyg som baserar pa att bygga upp ett trad for
att snabbt berdkna sannolikheten att ett givet event intréffar. Beslutstrdd anvédnds oftast i
samband med olika algoritmer for att hjélpa till att hitta det basta eller mest sannolika sittet
for att uppna ett mal eller resultat. Metoden anvénder den data som ska analyseras for att
bygga upp en tradstruktur. Dessa trdd kan sedan anvdndas for att analysera ny data eller for
att utvirdera den data som anvéndes for att bygga dessa[22].
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2.3.4 Random Forest

Random forest &r en ensemblemetod for klassificering av data med hjélp av beslutstrad. Den-
na metoden baserar pa att samla ihop ménga beslutstrdd och sla samman dem for att mot-
verka nackdelarna med metoden [3]]. Beslutstrad ar datastrukturer som skapas under en in-
larningsfas i algoritmen. Desto djupare dessa trdd &r desto mindre partiskhet till inldrnings
data far algoritmen. Djupa trdd har dven en stor nackdel. Denna nackdel 4r att desto djupare
ett trdd dr desto mindre varians tilldts. Med detta menas att valdigt djupa trdd kommer att
endast vélja vildigt specifika resultat pa grund av 6veranpassning. Detta gor att antalet trad
och djupet pa dess har en stor inverkan pa resultatet som fas med random forest algoritmen.
Algoritmen har saledes en stor risk for 6veranpassning och partiskhet vid bade for ldgt och
for hogt traddjup.

2.3.5 Support Vector Machines

Suport vecktor machines fungerar genom att data som ska klassificeras delas in med hjilp av
hyperplan dvs. flerdimensionella plan eller linjer. Klassificeringen gors genom att de yttersta
punkterna i en gruppering anvénds till att bilda hjalplinjer eller plan mellan olika klasser.
Metoden Maximum margin hyperplane kan sedan anvéandas till att skapa ett hyperplan som
ligger mellan dessa hjélplinjer. Hyperplanet skall da placeras med sa stort avstdnd som moj-
ligt till alla hjdlplinjer. [26].

2.4 Semi Supervised Learning

Semi supervised learning(SSL) dr en samling inldrningsalgoritmer som anvander sig av en
blandning mellan 6vervakat och oovervakat larandet. Malet med SSL &r att forsta hur datorer
och manniskor kan dra nytta av klassificerade och oklassificerade data vid inldrningsproces-
sen samt att skapa algoritmer som kan anvidnda sig av bdda dessa typer av data[27]. Klas-
sificerade data dr data som har beskrivits med kédnda vérden eller taggar, ex. en blid kan ha
klassificeringen bil vilket innebér att det finns en bil pa bilden. Klassificerade data anvands
som standard vid overvakat larandet medan oklassificerade data ar standard for ooverva-
kat larandet[27]. De flesta SSL algoritmer baseras pa algoritmer for antingen 6vervakat eller
oovervakat ldrandes som sedan utokas till att dven inkludera data typiskt for den andra ty-
pen av larande. Ett exempel pa sadant angreppssitt dr semi-supervised klassificering och
constrained clustering. Semi-supervised klassificering ar ett angreppssitt dar overvakat 1&-
randet anvénds tillsammans med oklassificerade data for att lara en klassificerare med hjdlp
av bada sorters data. Detta gors eftersom det ofta finns betydligt mycket mer oklassificerad
an Kklassificerad data. D& klassificering av data kan vara en véldigt dyr process. Constrai-
ned clustering dr en utdkning av grupperings algoritmer. Med hjilp av klassificerade data
kan ytterligare begransningar séttas pd grupperingsalgoritmen exempelvis att data med visa
klasser begransas till att de alltid méste vara med i samma grupp eller att visa klasser aldrig
kan tillhora samma grupp. Detta okar precisionen for grupperingen och leder ofta till mer
konkreta resultat [27].

2.5 Suport Vector Regression

Suport Vector Regression fungerar likt andra suport vector machines genom att en 6vre och
en undre grins for den data som ska studeras hittas. Nar dessa har skapat en fungerande max
och minlinje s kommer funktionen att forskoka maximera avstdnden till dess. Den sokta lin-
jen placeras saledes mellan dessa hjilplinjer med den storsta skillnaden att max och minlinjen
plockas ut med hjalp av regression [_8].
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2.6 Sammanslutningsregler

Sammanslutningsregler (Association rules) dr en regelbaserad typ av maskinldrandet. Sam-
manslutningsregler anvands for att hitta intressanta starka kopplingar mellan olika parame-
ter i dataset. Sammanslutningsregler kan hittas genom att anvanda algoritmer som exempel-
vis Apriori [23]. Reglerna som hittas i data set med hjdlp av denna metod talar om att det
finns parametrar som implicerar visa andra parametrar eller d4ven specifika védrden. I bor-
jan anvdndes sammanslutningsregler oftast inom marknadsanalys for att hitta ssammanhang
mellan olika produkter och lista ut vilka produkter som kunder ofta handlar tillsammans
med andra produkter. Detta ledde till att man kan placera produkter pa hyllor pé ett mer
strategiskt sitt for att uppna ett vis mal. Nufortiden anvands sammanslutningsregler i flera
olika branscher dér datautvinning anvinds exempelvis, webb-mining, detektering av data-
intrang och Bioinformatik[16].

2.6.1 Apriori algoritm

Apriori algoritmen &r en av de mest populéra algoritmer som finns inom regler-baserat 14-
randet och anvénds till att hitta sammanslutningsregler i stora dataset. Apriori kréver fyra
stycken inparametrar, minsupport,minconfidence,minlift samt minlength. Dessa inparamet-
rar anvands till att vélja ut de mest intressanta regler ur alla sammanslutningsregler genom
att begrédnsa valet till de regler som Overstiger dessa minimigréanser. Ett resultat frdn Aprio-
ri algoritmen &r ett eller flera regler som beréttar hur parametrar implicerar varandra eller
specifika varden och bevisas med 3 stycken varde[23][16].

* Support: Anvénds for att visa marginell sannolikhet, dvs. antalet gdnger den sokta pa-
rameter férekommer i urvalet delad med urvalet.

¢ Confidence: Beskriver sannolikheten att den hittade regeln kommer stimma fér majo-
riteten fall.

¢ Lift: Hur beroendet en regel dr av de parametrar som ger regeln.



Method

“My favorite machine at the gym is the vending machine.”

— Caroline Rhea
3.1 Resurser

For att gora arbetet ldttare och mer forstarligt behovdes olika verktyg som underldttar arbetet
och mojliggor att arbetet kan anvandas av Phoniro i framtiden. Programmeringsspraket som
anvéndes i arbetet ar Python. Anledning till att detta sprdk valdes var att det finns ett brett
utbud av fdrdiga bibliotek och moduler for detta programmeringssprak. De moduler och
biblioteken som lagts till dr bl.a. Scikit — learn, MatPlotLib, och Pandas.

3.1.1 Scikit-learn

Scikit — learn &r en modul for programmeringsspraket Python. Den &dr byggt pa SciPy som &r
en annan modul for Python, skapat for att hantera vetenskapligt data. Scikit — learn skapades
for att underldtta anvandandet av algoritmer och modellbaserad machine-learning. Modu-
len &r idag en open-source projekt som utvecklas utav volontdrer. Scikit — learn innehaller
implementation av manga olika machine-learning algoritmer bl.a. DBSCAN, K — Means och
Random forest. Modulen innehaller implementation f6r bdde 6vervakade och otvervakade
inldrningsalgoritmer [20]. Modulen anvédnds i dagsldget mest for statistiska analys och data
mining.

3.1.2 Matplotlib

MatPlotLib dr en Python-modul som anvinds for att representera data grafiskt. Modulen
kan generera hogkvalité grafer och diagram for presentationer eller vetenskapliga publika-
tioner[12].

3.1.3 Pandas

Pandas &r en open-source modul for spraket Python. Den anvénds for att f& mer avancerade
datastrukturer samt for analys av sadana strukturer[17]. Pandas datastrukturer dr kompa-
tibla med bade matplotlib och Scikit-learn vilket gor att datan ldttare kan hanteras genom
anviandandet av detta paket.
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3.2 Databasen

Den databas som ska analyseras har tillhandahalls av Phoniro. Den innehaller all information
om deras ldssystem som samlas in vid ett event. Eventen kan i detta fall vara en upplasning,
lasning, registrerad ankomst, registrerad avfard eller ett registrerat batteribyte. Den data som
dr mest intressant for den hér studien dr de parametrar som sparas i samband med att en
lasning eller upplasning har skett. Det dr dven intressant for studien att titta pd de parametrar
som dndras nér ett batteribyte har registrerats. Databasen sparar ytterligare information om
de nuvarande instillningarna for de olika lasen och vilka parametrar som lades in for att
styra hur en upplasning eller ldsning sker. Den registrerar dven vilken linjar modell som
anvands i laset for att forutse energikonsumpptionen. Den data som samlas in sparas i en
separat databas for varje kund som Phoniro har installerade lassystem hos. Det finns darmed
flertalet databaser som innehaller 6ver hundratusen lés tillsammans.

3.2.1 Lasning och upplasning

Den data som sparas vid en ldsning och upplasning sparas separat i tva olika tabeller i data-
bassystemet. Den ena tabellen innehéller den data som laset registrerar vid ett lasevent. Den
andra tabellen registrerar all data som registreras av en den utrusting som anvénds till att
aktivera upplasning eller ldsnings funktionen. Datan som som méts och sparas utav laset in-
nehaller flertalet parametrar som kan anvéandas vid analys av energikonsumptionen. Bland
dessa sparas vilken tidpunkt envetet skedde, hur mycket energi som laset uppmatt i batte-
riet fore en uppldsning och hur mycket som &r kvar efter. Datan innehaller 4ven parametrar
som spanning over ldset, hur ménga lasningar och upplasningar som skett totalt samt vil-
ken mjukvaruversion som ldset anvinde vid upplasningen och lasning. For att gora den data
som ska analyseras mer hanterbar har Phoniro forberett ett antal vyer som sammanstaller
data frén atta av deras kunddatabaser.

3.2.2 Batteribyten

Nar ett batteribyte registreras i databasen via en anvédndares telefon skapas ett event dar den
nya energimiangden uppmiits och sparas. Ett batteribyte kan dven registreras via en Webldsar-
portal men kommer i sddant fall inte att vara registrerat i databasen. Det gar dock att utldsa
nér ett batteribyte skett pa grund av att det sker en 6kning i mdngden energi som registreras
i batteriet. Oregistrerade batteribyten kan innebéra en felkélla som gor att den insamlade da-
tan blir svédrare att analysera. Batteribyten som registrerats i databasen kommer att analyseras
bade som separata event och som en del i en serie dér energiforbrukningen mits 6ver tid.

3.2.3 Lasinstillningar

Det finns ett stort antal parametrar i databasen som anvénds for att ordna olika instillningar
for dorrlasen. I de flesta fall s& sparas dessa i en databas 6ver de nuvarande dorrparamet-
rarna. Dessa parametrar dr de som ska studeras for att skapa en bild av vad som paverkar
hur batterikonsumptionen i ett dorrlas paverkas av de olika instillningar som kan goras. De
parametrar som kan stillas in beskrivs i tabell 3.1}

3.2.4 Energiforbrukning

For att kunna analysera hur olika parametrar paverkar den energi som ett 1as anvander mel-
lan tva batteribyten har den spdnning som ett batteriet uppvisar efter en upplasning lagrats.
Spéanningen som ett batteri uppvisas efter en uppldsning ger en uppmaitning av den energi-
méingd som ett batteri uppvisar under belastning. Spanningen under belastning kommer att
undersokas i samband med de instillningsparametrar som forvéntas paverka energiforbruk-
ningen och dérfor vara varda att undersoka.
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Tabell 3.1: Instdllnings parametrar

Parameter Anvianding Uppskattad Paverkan
PWM Limit Anvéands till att bestim- | Medel
ma nedre gransen for lasets
motorhastighet
PWM Ivl Den PWM niva som mo- | Hog
torn ska starta pa
Save Voltage Den voltniva som anvands | Hog
ilasets viloldge
Power Save Mode Den metod som anvands | Medel

ndr laset gér ner i och vak-
nar upp fran viloldge

Voltage Threshold Den nedre energigransen | Lig
som ett las har for batteri-
byte
Time Over Voltage Thres- | Det antal mitningar som 13- | Lag
hold set behover gora for att fast-
stdlla 1&g batteriniva
Reverse Distance Den stricka som Laskolven | Hog

behover flyttas for att sdset
ska kunna lasas/lasasupp

Time Awake faktor Den faktor som bestimmer | Hog
tiden innan laset dtergar till
energisparldge.

Wake upp Knocks Det antal knackningar som | Hog

man behover gora for att
vécka ett 14s i det fall det in-
te har bluetooth

Knock Sensitivity Den kénslighet som ett las | Hog
har for att kdnna av en
knackning

3.3 Tillvagagangssatt

Arbetet paborjades med en bred litteraturstudie kring olika grupperings- och klassificerings-
algoritmer. Algoritmernas for- och nackdelar analyserades for att gora framtida val av algo-
ritmer som visade sig lampliga for implementation. Efter litteraturstudie testades alla algo-
ritmer med enklare exempel av slumpviss data. detta gjordes for att kunna analysera hur de
olika parametrarna som anvénds till att stilla in algoritmerna paverkade dessa.

Tillgangligt databas analyserades for att kunna vélja ut de mest viktiga parametrar for
en fortsatt test-omgang for algoritmer. Ett program for extrahering av data fran databasen
skapades.

Efter att extraheringprogrammen var fardigt testades de tidigare utvalda algoritmer forst
med en avgrdnsad del av den tillgédngliga databasen. Den avgrinsade delen valdes ut som
en representation av hela databasen. Detta gjordes for att kunna se att den valda algoritmen
implementerades pa ett korrekt sétt. Databasdelen som valdes ut omfattar ca. 2-4% av alla 1ds
som finns lagrade i databasen. Dessa valdes genom att serienumrena plockades ut slumpvis
fran hela settet med data sé att alla event som tillhérde dessa serienummer skull kunna an-
viandas. Anledningen till att en sa liten procentdel av hela databasen anvindes for inledande
testning &r att en genomgdang av hela datasettet tar valdigt lang tid och ddrfor kravdes att al-
goritmen fungerade for den data som skulle analyserars innan en hel korning. Vid ett korrekt
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Tabell 3.2: Lasparametrar

Information Syfte Relevans

Software version Visar vilken typ av software | Medel
som dr installerat pd laset

Type Vilket typ av las det ar. Hog

Serial Léasens serienummer, an- | Ingen

vands for att enkelt vélja ut
specifika las ur databasen
samt for att koppla ihop da-
ta fran flera tabeller

Event Visar anledning till att en | Lag
record skapades, exempel-
vis, lock, unlock eller batte-
ribyte

Time visar vid dilken tidpunkt | Medel
somm ett evnet har skapats
Before Visar batteriets laddning in- | Ingen
nan ett event sker
After Visar batteriets laddning ef- | Ingen
ter att ett event har skett
Counter Riknare som anger antalet | Hog
event sedan senaste batteri-
bytet

uppvisat betende. Efter analysen modifierades implementationen av algoritmen med malet
att fa ut ett tydligare och mer specifikt resultat.

3.3.1 Kriterier

Kriterier som sattes pa algoritmer som ska viljas har forst diskuterats med foretag samt inom
gruppen. Dessa kriterier dr foljande:

1. Algoritmen ska ta hansyn till avvikandeviarden.
2. Algoritmen ska vara lampligt for stora dataset.
3. Algoritmen ska kunna modelera energikonsumptionen dver tid.

4. Algoritmen ska kunna anvéndas for att undersoka hur energikonsumptionen paverkas
av olika parametrar.

3.3.2 Analys av databasen

Databasen som anvéands har tillhandahallits av Phoniro och bestar utav ménga kolumner dar
varje kolumn innehdller information om laset samt lasets parametrar. For analysen valdes
de parametrar som beskrevs utav Phoniro som de mest relevanta fér energikonsumptionen.
Till dessa lades de kolumner som vi anser kan paverka energikonsumptionen mest sd att
det totala antalet parametrar blev 18 stycken. De parametrar som valdes finns beskrivna i
tabellerna 3.1l och

Dessa parametrar kommer att anvindas som indata till algoritmerna vid gruppering eller
Klassificering. Majoriteten av alla parametrar som valts ut for anvandning representeras av
heltal eller upprédkningsbara variabler. Dessa kan dérfor enkelt anvandas direkt utan att de
maste typkonverteras. De datapunkter som anvinds vid analysen kommer forst att rensas
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pa avvikandepunkter for att den data som kvarstar ska kunna anses som palitlig. Vid en
korning med olika grupperingsalgoritmer kommer det att skapas stapeldiagram for de olika
grupperingarna. Diagramen kommer da att kunna anvandas till jaimforelse mellan de olika
installningar.

Det totala antal rader i databasen &r 6ver 4 miljoner men pé grund av att det saknas data
samt eventuella felaktigheter i den data som finns sd kan inte alla 4 miljoner anvindas vid
analysen. Anledningen till att viss data saknas eller &r felaktigt beror pa hur arkitekturen hos
Phoniros system for datainsamling &r uppbyggt.

3.3.3 Testande av algoritmer

Alla algoritmer som valdes i litteraturstudien kommer forst att testas med slumpgenererad
data. Efter det kommer klassificeringsalgoritmer att testas med en enklare dataset, exempel-
vis Iris flowerdataset. Algoritmer kommer sedan att testas med en del av den riktiga data fran
databasen och till slut med hela databasen.

Testningen av algoritmerna dr uppdelad i tidigarendmnda testingsfaser for att kunna be-
visa att kriterier uppfylls sa bra som mojligt. Vi valde att forst testa algoritmer med mindre
dataset for att forsdkra oss om att algoritmernas funktionalitet dr limplig till arvbetets syfte
samt att den implementeras pa ett korrekt sitt. Anledning till att dessa implementationer inte
endast kan testas pa hela databasen &r huvudsakligen antalet rader i databasen. Databasen
som vi arbetar pd innehaller information om nastan 1400 dorrar vilket ger en total pa 1,6 mil-
joner inldgg i databasen. Detta gor att det kan ta upp till 10 timmar att lata algoritmen kora
igenom hela databasen. Anledningen att algoritmer d&ven méaste testas med hela databasen dr
att forsdkra oss om att kriterium tva uppfylls.

For att uppfylla kriterium ett valde vi att sld ihop en algoritm for detektering av avvikande
punkter tillsammans med de algoritmer som uppfyller resterande kriterium.

3.3.4 Detektering av avvikandepunkter

For hantering av avvikande punkter har tre stycken algoritm provats, Isolation Forrest, Exten-
ded Isolation Forrest och LoF. Dessa tre algoritmer har valts for att kunna uppfylla kriterierna
som beskrivs i[3.3.1] Detta sker eftersom vissa av de évriga algoritmerna littare ska kunna
anvéandas till att besvara fragestéllningen. For att forsdkra sig om att algoritmer implemen-
terades korrekt och fungerar som det var tankt sd har dessa provats med en fardigt dataset,
IrisTK. Efter den initiala testet har algoritmerna korts pd en del av data settet tillgangligt i
arbetet. Inparametrar for bade isolation forrest samt extended isolation forrest sattes till 512
tree med 128 leaf per tree. Dessa parametrar sattes for att de var de hogsta antalet som gick
att anvinda med den hdrdvara som fanns tillgianglig. Experimentet har dven prévats med
ett lagre antal trdd men detta gav ett simre resultat. Inparametrar som sattes pa LoF var 60
neighbours och 20% contamination.

I'ett senare experiment har LoF korts pd hela datasetet samt pa uppdelade datasetet for att
se om det presterade béttre pa enskilda las &n pa alla 1ds sammanlagt. Vid dessa experiment
har inparametrar varit 20 neighbours fo6r de enskilda ldsen och 200 for alla 1ds sammanslagna.
Bédda dessa tester hade contamination satt till 15%.

3.3.5 Experiment med KNN

Forsta experiment som genomfordes med hjélp av KNN var att kora algoritmen pa alla var-
den i tabellen med antalet sokta grannar satt till 20, dvs vilken grupp en punkt tillhor bestams
av majoriteten av de 20 ndrmaste punkterna. Efter detta kordes experimentet om med nagra
andra varde pa K for att se skillnad och eventuellt hitta béattre K-varde. Resultat av dessa
experiment presenterades i form av grafer dar X-axel visar batteriets livstid och Y-axel visar
energivarde uppmadtt pa batteriet efter ett event.
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Det andra experimentet som genomfordes skapades for att se om det gick att anvdanda
en enklare metod som KNN for att forutse vilken niva av energiforbrukning som batterier-
na lade sig pa. Detta experiment syftade till att besvara fraga tva i fragestdlningen angaende
energiforutsagelser. Detta experiment genomfordes genom att dela in databasen i en tréanings
och en test del. Traningsdelen av databasen valdes ut till att besta av ca 65% av alla las som
fanns tillgangliga. De 6vriga 35% anvandes till att validera hur vida det var majligt att med
denna enklare teknik hitta nivder hos energiforbrukningen i ldsen. Det antal sokta grannar
som sattes for KNN i detta experiment var 45 stycken. Antalet sokta grannar sattes till detta
vdrde da antalet punkter som anvandes for att trina KNN modellen var 65% av ca 1.2 mil-
joner matpunkter och virdet hadde visat sig ge ett bittre resultat &n de andra som testats i
exprementet ovan. Ett antagande gjordes om att detta varde inte skulle vara for hogt men inte
heller for lagt for att en bra klassificering skulle kunna goras. De parametrar som valdes att
anvanda vid klassificering med KNN var de instdllningsparametrar som nimnts ovan men
dven antalet event anvéndes.

3.3.6 Experiment med Random Forest

De experiment som gjordes med random forest syftade precis som expermenten med KNN
till att se om en modell f6r hur energin i ett 14s férbrukas med tiden kan tas fram. Experimen-
tet besvarar d&ven samma fragestillning som KNN. Eftersom random forest bygger besluts
trdd baserat pa traningsdata kunde inte samma uppdelning mellan trdningsdata och testdata
goras. Detta berodde pa att random forest sparar alla sina modell trad i systemminnet och da
detta var begransat valdes att istillet anvanda 45% som testdata och 55% som tréningsdata.
Det antal trdd som random forest ska bygga upp ér viktigt for att ge ett bra resultat. Om an-
talet sétts till ett for lagt varde sa kommer algoritmen inte att kunna hitta bra varden for den
data som den ska utfora berdkningar pa. Om den istillet har ett for hogt tradantal kommer
algoritmen att ge resultat som bara skulle vara lampligt for den data som den trénats pa. An-
talet trad sattes darfor i detta experiment till 110 stycke vilket var det storsta antalet som den
hardvara som algoritmen kordes pa kunde klara av att anvédnda.

3.3.7 Experiment med DBSCAN

I det forsta experiment testades algoritmen pa ett enklare dataset. Efter detta testades
DBSCAN pa en del av den riktiga data med invariabler Eps = 5 och Minpts = 4, parametrar
som anvndes for denna analysen var Softwareversion och tiden mellan varje evnet i timmar
Time2. I nésta fas av testet har DBSCAN gjorts om sd att den representerar resultat i form av
en tre dimensionell graf. Fér denna fasen anvdndes samma vdrde pd Eps samt Minpts. Den
nya delen i denna testfasen var tillagg av differensen mellan Before och After parametern i
grafen. Efter denna testfasen kordes algoritmen pd hela den tillgéngliga datasetet. Dessa ex-
periment syftade till att pavisa samband mellan olika instdlningar och energiférbrukningen i
lasen. Resultatet skulle sedan kunna anvéndas till att besvara fraga ett i frdgestdllningen.

3.3.8 Experiment med K-Means

Det forsta experimentet som genomfordes med K-Means algoritmen var att forsoka guppera
alla instdllningar for att se om det var mojligt att fa ett resultat som pavisar samband mellan
dessa instdlningar och energiférbrukningen.

Forsta experimentet som genomférdes med K-Means algoritmen var att kora algoritmen
pa alla instéllningar for att se om algoritmen kan gruppera dessa pa ett sédtt som gor det maj-
ligt att analysera och fa ut ndgra resultat. Experimentet var tankt att anvandas for att se hur
energiforbrukningen som lasen uppvisade sammanfoll i kluster baserat pa de installningar
som de var satta med. Detta skulle sedan kunna anvéndas till att besvara fraga ett i frage-
stallningen.
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3.3. Tillvagagangssatt

Eftersom den enda parameter som K-Means tar in dr onskat antal grupper som &r svar
att veta fran borjan har denna experiment kords i en for-loop som for varje steg i loopen
okade inparameter med 1. Detta gjordes for att hitta den optimala antalet grupper for vidare
korning av algoritmen. De olika varden som testades som inparameter var heltal fran 10 upp
till 130.

Iandra K-Means experiment d&ndrades data som gruppering hdande p4é, visa av parametrar
som algoritmen korde pa i experiment 1 ansags forstora grupperingen och togs dérfor bort.
Aven i detta fallet testades ménga olika heltal fér inparametrar till algoritmen.

Bade experiment 1 och 2 presenterades med scatter grafer dér x-axel var tid i timmar och
y-axel var differansen i energi fore och efter event.

I experiment 3 har de analyserade parametrar &ndrats igen och likt experiment 1 & 2 har
inparametern 6kat med 1 frén 10 till 130. Denna experiment presenterades med tva grafer for
varje hittat grupp dar forsta grafen visade tid i dagar pa x-axel och eftervirde pa ett batteri
efter att event har skett pd y-axel. Den andra grafen visade dterigen eftervardet pd y-axel men
istéllet for tid i dagar pa x-axel visades anatalet event istllet.
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Figur 3.1: Gradtal: 1-4

3.3.9 Experiment med Polynomfunktioner

I experiment med polynomfunktioner togs resultatet fran experimentet med K-Means ett och
tva. Dessa resultat anviandes som grund for skapandet av polynomfunktion. Motivering for
detta experiment var att man med hjidlp av polynomfunktioner skulle kunna jaimfora lut-
ningsgraden for energiférbrukningen hos de olika instidllningskombinationerna och pa det
sattet hitta de kombinationer som uppvisar minst lutning. Algoritmen som anvénds for ska-
pandet av dessa polynomfunktioner anvinder minsta kvadratmetoden for att skapa poly-
nomfunktioner av onskad grad. Algoritmen testades med nagra olika gradtal pa funktio-
nerna for att se vilket gradtal som gav ett bra resultat. Figur [3.1| visar fyra olika gradtal for
polynomfunktioner som har testats. De bld, grona och gra linjerna anger resultatet for grad-
talen tva tre och fyra medans den roda linjen avser gradtal ett. Det gradtal som valdes efter
testningen var ett, sd att linjara funktioner erholls. Detta valdes pa grund utav att de and-
ra polynomfunktionerna uppvisade en linje som liknar linjarfunktion dir de anpassats efter
vdrden fran databasen. Det valdes dven for att lutningen pa linjdra funktioner ar enkla att
jamfora med varandra. Lutningarna pa alla kurvor anvéndes for att skapa en medellutning
vilket skulle gora de mojligt att jamfora de olika klusternas medellutning. Detta experiment
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3.3. Tillvagagangssatt

gjordes for att forsoka péavisa olika samband mellan grupper av instillningar och energifor-
brukningen for sa att en forsta steg till fraga ett i fragestédllningen kunde besvaras.

3.3.10 Experiment med Support vektor regression

De tester som utférdes med Suport vektor regression syftar till att pavisa att en battre mo-
dell for energikonsumptionen hos batterier kan enkelt skapas genom en extrapolering av
den energi som anvants sedan senaste batteribytet. Experimentet genomfordes genom att
lata de energinivder som uppmiaitts for ett batteri anvandas for att skapa en modell for det
batteriet. Det antal registrerade energimétningar som finns tillhérande det registrerade bat-
teribytet kommer da att behova vara tillrackligt stort. Storleken pa den 6nskade mangden
punkter bestimdes genom att lata alla dataset skapa olika modeller for energikonsumptio-
nen. Modellerna jamfors sedan genom att stickprov tas av modellerna for ldga, medel och
hog mingd datapunkter. De modeller som sedan valts ut kommer att ges en tidsserie for att
se om modellerna kan skapa en bra forutsagelse. Forutsdgelsen kan sedan anvandas till att
besvara frdga tva i frdgestillningen.

3.3.11 Grafiskt representation av data och resultat

Resultat av ndstan alla experiment presenteras i form av scatter grafer skapade med hjilp av
matplotlib modulen tidigare beskriven ovan i[3.1.2} Méanga av dessa grafer presenterar data
med en s.k. highlight. Highlight innebér att man pa ett tydligt sitt visar den data som man ar
intresserad av i kontrast till all annan data. Anledningen till att resultat presenteras i form av
en highlight &r att detta underldttar jamforandet av kurvor i graferna.

3.3.12 Experiment med Apriori

For att se om det gar att hitta nagra regler for datasetet i arbetet har Apriori algoritmen im-
plementerats och testats. Reglerna som genereras kan sedan anvidndas for att bestimma de
installningsgrupper som paverkar energikonsumptionen som mest. detta skulle besvara fra-
ga ett i frdgestdllningen. Algoritmen testades med tva stycken diskretiserade variabler fran
datasetet. For det forsta testet dr dessa tva variabler en hoppslagen parameterskombination
vilket beskriver alla de kombinationer av instdllningar for las som finns med i dataset samt
en uppdelning av batteriets livstid. For andra testet kommer en av variabel att dterigen vara
kombinationer av alla ldsinstdllningar och den andra variabel kommer att vara en uppdel-
ning av antalet event som skett fram till nédsta batteribyte.
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Resultat

“I refuse to answer that question on the grounds that I don’t know the answer.”

— Douglas Adams

4.1 Analys av databasen

Databasen analyserades till en borjan genom observationer av den den data som finns till-
ginglig. De parametrar som var intressanta studerades och &ven hur férdelningen av den
data som fanns i databasen ser ut. Dessa undersokningar gjordes fora att fa en uppfattning
om hur databasen ar uppbyggd och hur 6vriga experiment skulle kunna genomforas. De re-
gistrerade event i databasen visade sig innehélla manga null-rader. Dessa null-rader ar event
som registrerats i databasen men som saknar relevant data pa vilken energi som batterierna
uppvisade vid tillfallet eller vilken tid som eventet skedde vid. Det visade sig ocksé att ménga
dorrar inneholl valdigt fa datapunkter vilket gjorde att den inte gick att utldsa forandringar
i energimdngden for dessa las. Ett sidant las kan ses i figur Lésen med ett antal data-
punkter som var mindre &n 300 forkastades sa att endast de las som uppvisade forandringar
i energin inkluderades i experimenten.

41.1 Gruppering av parametrar

Som en forsta analys av databasen grupperades de olika parametrarna i alla 1ds baserat pa
de kombinationer av instédllningar som dessa kunde bygga. Grupperingen gjordes for att be-
stimma i vilken kvantitet som dessa olika instillningskombinationer férekom for de olika
dorrldsen i databasen. Grupperingarna presenteras i figur [4.2| som visar att de flesta kombi-
nationer av instillningar innehaller véldigt fa las. De kombinationer som férekommer i storst
kvantitet var de som finns i de forsta femton grupperna. Dessa grupper valdes darfor ut for
att fokusera mer pa i de 6vriga experimenten medans de instéllnings grupper som bara fanns
i en mindre delméngd bestdende av mellan en och fem dorrar ansags innehdlla for lite data
for att kunna analyseras med ndgon statistisk sidkerhet i detta arbete.

4.1.2 Fordelning av livslingd

Vid fortsatt analys av fordelningen av data i databasen kontrollerades hur lang tid som bat-
terierna levde. Figur[d.3]visar det diagram som skapades utav livslingden pa batterierna hos

18



4.1. Analys av databasen

plot for serial: 10150290 and all points
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Figur 4.1: Exempel pa lds med fa datapunkter
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Figur 4.2: Fordelningen av instéllningar

de olika ldsen. Det som man direkt kan utldsa ur diagrammet ar att en stor méngden batte-
rier byts inom tio manader fran senaste batteribytet. Férdelningen som batterierna uppvisar
dr en avtagande exponentialfordelning. Medelvérdet for ett batteribyte visade sig vara unge-
far sex manader. Stapeldiagrammet uppvisar dven tva toppar varav det forsta vid en till tva
manader och den andra vid ungefédr 18 manader.

4.1.3 Detektering av avvikandepunkter

Resultatet frdn experimenten med detekteringsalgoritmer for avvikandepunkter kan delas i
tva grupper. I den ena gruppen ingar resultatet fran Isolation Forrest och Extended Isolation
forest. Den andra gruppen innehéller resultatet fran tester med LoF. Denna indelning gjordes
for att de resultat som gavs var uppbyggda pa olika satt.

Resultat fran Isolation forrest och extended isolation forrest presenteras pa samma sétt
med ett avvikelsepodng for varje punkt. Dessa podng kan anvéndas till att generera en heat-
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4.1. Analys av databasen

Distribution of battery change over Time

Number of Battery changes

Month

Figur 4.3: Férdelningen av batteriernas livstid

map Sver poangtalet fér olika omréaden i grafen (se bild [£.4). Heatmapen visar pd sa sitt hur
mycket dvvikandepodngsom kommer att tilldelas till en punkt baserad péa dess placering.
Bilderna [.4] och [£.5 visar andelen avvikelsepoang som en fargskala fran ljust gult vilket ger
hoga podng till rott som ger ldga poang. De svarta punkteran i bilderna &r alla de datapunkter
som har anvénts. Extended isolation forrest visade sig vara béttre &n den vanliga varianten
eftersom de avvikelsepodng som genererades inte var lika viktat baserat pa om de avvikande
punkterna var placerade i en horisontell eller vagrat linje mot de ordinarie punkterna. Po-
angfordelningen vilken presenteras i graferna 4.4/ och Dessa visar tydligt hur bias ser ut
genom att tilldela en ljusare farg till de omraden som tilldelas ett lagre podngvarde. Detta bi-
as resulterade i att den vanliga isolation forest algoritmen inte hittade de avvikande punkter
som ldg i ndrheten av ordinarie punkter. De punkter som klassades som avvikande dr marke-
rat med svart i figur [f.6loch som tydlig tvisas ar det endast ett fatal kantpunkter som klassats
som avvikande.
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Figur 4.4: Poangkarta 6ver Isolation Forest
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4.1. Analys av databasen
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Figur 4.5: Podangkarta 6ver Extended Isolation Forest
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Figur 4.6: Klassificering av punkter

Resultat av LoF gav en array med védrden déar varje virde talade om utifall en datapunkt
var en avvikande punkt eller inte. Detta var ldttare att tolka i jamforelse med heatmaps fan de
bada isolation forrest algoritmer dédr man sjalv behovde hitta ett gransvarde som avgjorde om
punkten var avvikande eller inte. Lof gav dven ett battre resultat 4n extended isolation forest
for de punkter som ligger ganska nira de ovriga punkterna men som é&r lokalt avvikande.
Figurerna {4.7|och 4.8 visar vilka punkter som klassades som avvikande av LoF for tva las. i
dessa bilder kan man utlédsa att de punkter som ligger ndra men som inte dr en energikurvan
har klassats som avvikande. P4 grund av detta har LoF valts som den badsta utav de tva
algoritmer for detektering av avvikande punkter och har dédrfér anviants tillsammans med
andra algoritmen i resterande delar av projektet.
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4.2. Analys med grupperingsalgoritmer

Door: 10200108 with 1325 outliers
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Figur 4.7: LoF for 1as: 10200108

Door: 10120721 with 391 outliers
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Figur 4.8: Lof for 1as: 10120721

4.2 Analys med grupperingsalgoritmer

De grupperingsalgoritmer tidigare beskrivna i metod kapitlet har forst testats med hjalp av
slumpvisgenererad data for att kunna observera algoritmenas beteende. Algoritmer som an-
sdgs vara bra har testats vidare med en del av den riktiga data och slutligen med all data.
Testerna har utforts i dessa steg for att kontrolera att algoritmerna uppfyller de krav som
ndmnts ovan iB.3.]]

421 Experiment med DBSCAN

DBSCAN var den algoritm som testades forst genom att lata algoritmen analysera en da-
taméangd ur den standarddatabas som tidagare namnts. Nér algoritmens betende hade fast-
stallt anvandes en delmdngd av den data som skulle analyseras for att ge ett forsta resultat.
Resultat av detta &r den tre dimensionell graf som viasas i figuren [£.9] Denna figur visar att
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4.2. Analys med grupperingsalgoritmer

DBSCAN har bildat kluster framst baserat pa vilken version av mjukvaran som fanns instal-
lerad pa dorren. Algoritmen de har dven bildat klusterm baserat pd andra parametrar som
tidsspannet mellan olika grupper av event.

Estimated number of clusters: 5
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Figur 4.9: DBSCAN med 16 av 1300 dorrar

Efter detta testet har algoritmen valts till att koras 6ver all data som finns tillgéanglig. Detta
fungerade dock inte pa grund av hur algoritmen beter sig under kortiden. DBSCAN algorit-
men sparar alla information om distansen mellan alla punkter till andra punkter i minnet fér
att kunna utfora en korrekt gruppering pa dessa. Det visade sig att DBSCAN dérfor skulle
behova koras pa en maskin med ungefar 17 TB systemminne {or att klara av hela settet med
data. Av denna anledning valdes DBSCAN algoritmen bort.

4.2.2 Experiment med K-Means

K — Means algoritmen testades bdde med exempeldata[24] samt den riktiga data. Efter de
forsta testerna ansags K — Means algoritmen fungera bra och testades darfor med hela den
tillgangliga dataméngden. K — Means har testkorts med flera olika antal sokta kluster for att
analysera eventuella skillnader mellan dessa och hitta det bésta virde for antalet kluster att
basera experimentet pd. Resultat for tva kluster fran denna korning presenteras i figurerna
och

Som visas i figurerna kan det utldsas att ett stort antal dorlas har placerats i samma kluster.
Dessa dorrlas har hamtats fran olika grupperingar av instéllningsparametrar och har ganska
fd gemensamma ndmnare. En observation som kan goras dr dock att den tid som en serie
med event startar vid i vissa av dessa kluster uppvisar en ndgon form av samhorighet. Tiden
for nér ett evenst har skett har dock inte anvants som en parameter vid skapandet av de olika
kluster som hittats av algoritmen.
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4.3. Analys med Klassificeringsalgoritmer

K-Means cluster nr: 32 for K-value: 61
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Figur 4.10: K-Means 61 clusters, Cluster:32

K-Means cluster nr: 16 for K-value: 61
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Figur 4.11: K-Means 61 clusters, Cluster:16

4.3 Analys med Klassificeringsalgoritmer

For att kunna se om den data som tillhandaholls av Phoniro skulle kunna anvéndas for att
skapa en modell 6ver hur energin forbrukas i ldsen anviandes ett fatal klassificeringsalgorit-
mer. Resultatet av dessa tester presenteras i nedanstdende sektion.

4.3.1 Experiment med KNN

De modeller som skapades for energiférbrukningen med KNN redovisas i ett antal grafer. I
dessa grafer kan man utldsa att modellen som for energiforbrukningen placerar ut punkterna
i ett omrade kring de riktiga punkterna som modellen testats med. Det gar dven att utldsa att
modellen genererar en minskning i den férviantade energin da ett las anvands kontinuerligt.
Modellen gav @ven olika bra resultat for olika set med testdata vilket kan ses i figureran [.12]
och .13 Anledningen till att resultatet med testdata skiljer sig kan bero pé att de modellen
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4.3. Analys med Klassificeringsalgoritmer

med ganska tréaffsikra resultat har ett fatal 1ds med de instillningarna sa att modellen inte
har ménga olika alternativ for hur den kan placera det férvantade energivardet.

K-Nearest Neighbour for serial: 10150284
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Figur 4.12: KNN modell 6ver energiforbrukningen
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Figur 4.13: Samma modell men annan indata

4.3.2 Experiment med random-forest

De experiment som har gjorts med random-forest har likt de for KNN gjorts for att skapa
en modell 6ver energikonsumptionen. Denna modell presenteras likt de andra experimen-
ten med en grafisk representation ddr modellen visas mot den testdata som den matats med
samt all traningsdata som anvénts for att bygga modellen. Denna visas i figurerna och
Figurerna visar att randomforest har byggt upp modeller pa ett liknande satt som KNN
vilket resulterat i att modell 6ver energiforbrukningen ger véldigt varierande grad av palit-
lighet. Modellerna uppvisar bade en tendens att folja den uppmaitta datamodellen men den
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4.4. Ovriga experiment

uppvisar dven tendenser till att inte folja nagon specifik energimodell utan placerar punkter
spritt.
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Figur 4.14: Random forest modell 6ver energiférbrukningen
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Figur 4.15: Random forest modell 6ver energiférbrukningen

4.4 Ovriga experiment

De 6vriga experimenten som gjordes for en djupare analys av databasen och mojligheterna
att skapa en modell 6ver energiforbrukningen presenteras i denna sektion. Dessa experiment
ar som namnts tidigare enkla analys med polynomfunktioner, sammanslutningsregler och
regressionsmodeller.
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44. Ovriga experiment

4.4.1 Suport vector regression

Experimenten med suportvector regresion syftade likt de experiment som gjordes med KNN
och random-forest till att se om en mer pélitlig modell for energiférbrukningen kan ska-
pas. Skillnaden mellan de ovanndmnda modellerna och de som skapades med suport vector
regression &r att regressions algoritmen maéaste skapa en modell for varje enskilt batteribyte.
Tre av dessa modeller visas i figurerna [£.16] £.177] och [£.18] Figurerna visar att modellen f6ljer
de verkliga vdrdena med en hogre presicion én bade KNN och Random forest. Det framgar
ocksd av figurerna att den modell som byggs skulle ge ett vildigt bra resultat om det inte sker
nagon forandring i hur laset anvédnds efter den period som modellen byggts.
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Figur 4.16: Regressions modell for las 10200504
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Figur 4.17: Regressions modell for 1ds 10200385
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Figur 4.18: Regressions modell for las 10200594

4.4.2 Experiment med polynomfunktioner

Resultat av experimentet med polynomfunktioner presenteras som ett antal grafer dir algo-
ritmen ritar ut de polynomfunktioner som anvandes. Polynonmfunktionerna var tédnkta att
ge en lutningsintervall for alla kluster sa att man kunde anvénda lutningen till att analysera
hur fort dessa forbrukade energi. Resultatet for dessa lutningsundersokningar pavisas i ta-
bell Som kan utldsas ur tabellen s& sd ser man att det 4r smad skillnader mellan de olika
grupperna. Den storsta skillnaden som kan utldsas &r att visa av grupperna verkar {4 en po-
sitivt lutning. Detta &r ett fel som forekommer pa grund av batteribyten som finns lagrade i
databasen men som inte har registrerats. Pa grund av dessa far den funktionen som passar
bést till vardet pd punkterna en positivt lutning. Eftersom detta anses som ett fel s kommer
inte grupper med positivt lutning att analyseras. Ett exempel av sddan felaktig resultat visas
i figur: Ett korrekt resultat visas i figur[£.20| De grupperna som pd grund av deras storlek
ar av mest intresse att analysera dr grupperna tva och fjorton. Skillnadden mellan medelvér-
dena for de lutningar som fas fran dessa grupper kommer att gélla for den storsta delen av
alla l1as da antalet 1&s i grupperna tva och fjorton utgor 45,35% av alla lasen som analyserats.
De lutnings medelvarden som fétts fram dr for grupp tva ar ca -0,038 och for grupp fjorton ca
-0,016. Detta visar att grupp fjorton dr ca 58% bittre i denna méatning. Den bista ldsgruppen
ar grupp 16 med lutning -0.0072 vilket dr ungefar 72% béttre dn de andra grupperna.

44.3 Experiment med Apriori

For att underlétta for anvandning av apriori algoritm har viarden som skulle anvants i algo-
ritmen diskretiserats. Varden som diskretiserades var Maxeventnumber och Maxbatterylife.
Virden fore och efter diskretisering presenteras i tabell[£.2 och [£.3]

Efter att viarden har disktretiserats sa anvindes de tillsammans med parameterskombina-
tionerna for att generera tva regelsamlingar. En samling for tid i dagar och parameterskombi-
nationerna och en for antalet event och parameterskombinationerna. Parametrar som sattes
pa algoritmen for detta experiment var, support=0.000000045 och con fidence=20%. Resultat
av dessa experiment genererade regler som talade om hur stor sannolikheten &r att olika
parameterskombinationer kan uppna dessa diskretiserade varden. Alla de skapade reglerna
kan ses i bilaga[A]l De biasta regler presenteras i tabellen 4.4} Resultat for de mest intressanta

grupper som beskrivs i presenteras i tabeller 4.5/ och
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Figur 4.19: Polynomfunktion for 1as: 10200338 i grupp 2
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Figur 4.20: Polynomfunktion for 1as: 10200218 i grupp 2
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44. Ovriga experiment

Tabell 4.1: Medellutning med polynomfunktioner

Grupp# Medellutning avrundat
Grupp 0 -0.0384
Grupp 1 -0.0265
Grupp 2 -0.0376
Grupp 3 -0.0246
Grupp 4 -0.0780
Grupp 5 -0.0377
Grupp 6 -0.0316
Grupp 7 -0.0280
Grupp 8 -0.0342
Grupp 9 -0.0316
Grupp 10 -0.0276
Grupp 11 -0.0301
Grupp 12 -0.0475
Grupp 13 -0.0356
Grupp 14 -0.0164
Grupp 15 -0.0169
Grupp 16 -0.00721

Tabell 4.2: Diskretiserad tid i dagar

Time in days

Diskretiserade viarden

0-345

346-690

691-1035

1036-1380

1381-1725

Q1| x| W N| —

Tabell 4.3: Diskreta viarden for event

Antal event

Diskretiserad viarden

0-80000

8001-16000

16001-24000

24001-32000

32001-40000

QI = W N -

Tabell 4.4: Bésta regler fran Apriori experiment

Regel Confidence
Grupp 50 -> Grupp 3(antal event) 25%
Grupp 32 -> Grupp 3(antal event) 20%
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44. Ovriga experiment

Tabell 4.5: Eventbaserade apriori-regler f{6r de mest intressanta parameterskombinationer

Regel Sakerhet
Grupp 0 -> Grupp 1(antalet event) 87%
Grupp 1 -> Grupp 2(antalet event) 30%
Grupp 2 -> Grupp 1(antalet event) 71%
Grupp 3 -> Grupp 1(antalet event) 53%
Grupp 3 -> Grupp 2(antalet event) 27%
Grupp 4 -> Grupp 1(antalet event) 61%
Grupp 4 -> Grupp 2(antalet event) 21%
Grupp 5 -> Grupp 1(antalet event) 63%
Grupp 5 -> Grupp 2(antalet event) 34%
Grupp 6 -> Grupp 1(antalet event) 100%
Grupp 7 -> Grupp 1(antalet event) 80%
Grupp 8 -> Grupp 1(antalet event) 100%
Grupp 9 -> Grupp 1(antalet event) 73%
Grupp 9 -> Grupp 2(antalet event) 22%
Grupp 10 -> Grupp 1(antalet event) 100%
Grupp 11 -> Grupp 1(antalet event) 91%
Grupp 12 -> Grupp 1(antalet event) 97%
Grupp 13 -> Grupp 1(antalet event) 60%
Grupp 13 -> Grupp 2(antalet event) 37%
Grupp 14 -> Grupp 1(antalet event) 82%
Grupp 15 -> Grupp 1(antalet event) 88%

Tabell 4.6: Tidsbaserade apriori-regler for de mest intressanta parameterskombinationer

Regel Sékerhet
Grupp 0 -> Grupp 1(tid i dagar) 100%
Grupp 2 -> Grupp 1(tid i dagar) 71%
Grupp 3 -> Grupp 1(tid i dagar) 92%
Grupp 5 -> Grupp 1(tid i dagar) 100%
Grupp 12 -> Grupp 3(tid i dagar) 50%
Grupp 12 -> Grupp 4(tid i dagar) 50%
Grupp 14 -> Grupp 1(tid i dagar) 100%
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Diskussion

“A man doesn’t know what he knows until he knows what he doesn’t know.”

— Laurence J. Peter

5.1 Metod

Metoden som anvindes i detta arbetet gick ut pa att identifiera de algoritmer som baserat pa
information kring dessa, fungerar bést for detta arbete. Alla algoritmer som valdes for arbetet
har testats i fler smdsteg. Analysen har gatt fran tester pa liten kdnd dataset till korningar pa
hela databasen. Eftersom arbetet pdgick under endast 10 veckor sd har inte alla tinkbara
algoritmer testats. Det dr dven svart att sdga ifall de valda algoritmer verkligen &r de som
passar bdst da det kan finnas manga algoritmer som inte hittades men som skulle kunna
fungera battre.

En annan begransning i arbetet var den tillgédngliga hdrdvaran. Detta var mest problema-
tiskt ndr det kom till testande av de algoritmer som krdvde mycket tid. Da visa av dessa tog
over 10 timmar att koras och kunde darfor endast koras over natterna for att inte paverka
arbetet under dagen. Konsekvenserna av detta var att mycket av tiden gick at till att van-
ta pd att en algoritm ska koras klart. Eftersom algoritmerna forst da kunde utvdrderas och
eventuellt rattas till for att fa ett battre resultat.

Den tredje samt stdrsta begrdansning i arbetet var hur databasen som Phoniro tillhandaholl
var uppbyggd. Det visade sig ganska fort att flertalet viktiga parametrar saknas i denna samt
att de parametrar som fanns inte nodvandigtvis var noggranna eller registrerade korrekt.
Detta kravde da att véldigt mycket tid dgnas at filtrering av databasen. Ménga utav gdngarna
har det dven resulterat i oviantade och svaranlyserade resultat frdn algoritmerna. Det som
gjordes for att atgdrda problemet var en funktion som filtrerade databasen genom att ta bort
rader i den som ansags irrelevanta eller felaktiga. Denna funktion skulle kunna goras dnnu
béttre ifall mer tid kunde liggas pa dess utveckling.

51.1 Polynomfunktioner

Polynomfunktioner ritades ut pa sarskilda las for varje parametersgrupp. Som det gjordes
sa ritades en polynom funktion for varje lds och med det hela lasets data. Det som skulle
kunna forbattras i detta experiment dr att man bryter upp alla las pé batteribyten. Detta skulle
eliminera problemet med att ett positivt lutning ritas for vissa las och darfor generera mycket
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5.2. Resultat

tréffsdkrare resultat som dessutom skulle vara enklare att analysera och forsta. Detta gjordes
inte pa grund av tidsbegransningen i arbetet men bor absolut implementeras som en del
av vidare studier. Det som behover faststillas vid enskild analys av batteriférbrukningen &r
dock att det finns en tillrdckligt stor mdngd matpunkter mellan varje batteribyte. Databasen
uppvisar ndmligen en avsaknad av méatpunkter mellan visa batteribyten.

5.1.2 LoF

Local Outlier Factor har f6r det mesta fungerat bra. Resultat blev som férvantat men imple-
mentationen av algoritmen kan fortfarande forbattras. Ett problem som inte har forutsetts
innan blev att ndar man kor LoF separat pa varje las sa kan den fungera valdigt olika beroen-
de péd vilka inparametrar som valdes samt storleken pa den datan som algoritmen ska koras
pa. For att motverka detta problem kan en algoritm skapas for att avgora vad inparametrar
for algoritmen bor vara, baserat pa antalet punkter i den data som ska filtreras. Detta skulle
troligtvis medfora ett mer palitligt resultat pa filtreringen.

5.1.3 K-Means

Experiment med Kmeans var en av de storsta delar i arbetet. Kmeans har testats med flera
olika variationer pa inparametrar for att hitta de basta mojliga. Det som borde goras dr att
anvénda sig av sk. elbow method. Det dr en method som ska vara bra for att avgora vad in-
parametrar for algoritmen bor vara baserat pa data som ska analyseras. Detta skulle resultera
i sdkrare virden pa inparametrar samt sparande av tid.

5.2 Resultat

Under analysen av databasen s har det visat sig att det finns externa faktorer som paverkar
batterikonsumptionen mer for varje specifikt las. Dessa okdnda parametrar bor undersokas
noggrannare i en vidare studie om det ska vara mojligt att pavisa vilka parametrar i install-
ningarna som ger en viss energikonsumption. Det skulle dven vara majligt att generera ett
béttre resultat for analys av instédllningarna om spanningsmaétningarna skedde pa dérrar som
satt uppsatta i en kontrollerad miljo dér fler av de kringliggande variablerna som temperatur
och batterikavalitet finns registrerade. Forslag pa vilka parametrar som skulle kunna hjilpa
en fortsatt studie ges i tabell Tabellen visar d&ven den paverkansgrad som vi tror skulle
finnas for dessa olika parametrar med beteckningen Hog, Mellan och Lag. Det bor observeras
att vi tror att paverkansgraden for dessa parametrar ar hogre én de motsvarande beteckning-
arna for paverkan i tabellerna 3.2l och

5.2.1 Inledande analys

De fordelningar av ldsens olika instdllningar som fanns lagrade i databasen var valdigt
ojamnt spridda. Det medfor att den statistiska sikerhet som kan antas gilla for det resul-
tat som slutligen framkom inte &dr sdrskilt hogt for de flesta instidllningskombinationer. Det
medfor ocksa att det blev svart att avgora vilka instillnings kombinationer som gav bést re-
sultat for energiforbrukningen. Anledningen till att databasen var uppbyggd pa detta sitt ar
troligtvis for att den bara bestdr av las som ér installerade i en specifik region for en specifik
kund.

Grafen som skapades for att analysera spridningen av batteriernas livslangd uppvisade
ett ndgot ovintat resultat. Det som forst antogs var att fordelningen skulle vara normalfor-
delad. Grafen 6ver fordelningen, figur uppvisade istillet en exponentialférdelning med
en mindre topp efter ungefdr 15 ménader. Detta beror mojligtvis pd att manga batteribyten
har blivit dubbelregistrerade. En dubbelregistrering anses ha skett om ett batteribyte blivit
registrerat och sedan registrerats en géng till inom ndgra dagar. Den anledning som angavs
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5.2. Resultat

av Phoniro till varfor det registreras dubbla batteribyten i snabb f6ljd dr for att de som byter
batterier kan ha anvant ett gammalt batteri vid bytet. Den andra toppen i diagrammet skul-
le darfor kunna antas vara den riktiga toppen for en normalférdelad graf dver batteriernas
livslangd.

5.2.2 Experiment med Grupperingsalgoritmer

Syftet med Klustering experimenten var att forsoka hitta vilka tyddliga granser som finns
mellan de olika instillningsgruppernas energiférbrukning. Detta uppndddes inte for de klus-
ter som skapades av K — Means vilken var den enda grupperingsalgoritmen som gick att kéra
med den méngd data som var tillgédnglig. Resultatet visade istéllet att de olika instédllnings-
grupperna uppvisade spridda energifoérbrukningar som troligtvis paverkades mer av andra
parametrar &n de som fanns tillgangliga i databasen. Ett resultat som pavisades med gruppe-
ringarna som bildades var skilda fran varandra med avsende pa tiden trots att tiden inte var
en parameter som anvandes vid kluster gruppering. Detta beror troligtvis pa att vissa install-
ningar anvindes som standard vid installation av vissa las under en viss tid men att dessa
sedan byttes for nyare las och 1ds som har uppdaterats. Det slutliga resultatet for de grup-
peringsalgoritmer som kan ses som ett misslyckande dé& det onskade malet att se en tydlig
koppling mellan instillningar och energiférbrukningen inte uppnétts.

5.2.3 Experiment med Klassificeringsalgoritmer

De modeller som skapades med de olika klassificerings algoritmerna som anvandes uppvisa-
de inte ndgot palitligt resultat. Det som pévisades i stillet var att de varden som modellerna
angav med den testdata som de matades med blev spridd 6ver ett storre omrade kring de for-
vantade vardena. Detta resultat beror till en stor del pa att de Klassificering algoritmer som
valdes i borjan av projektet visade sig inte vara lampliga for data som var seriell. Den data
som fanns i databasen var métningar pa energiméngden hos ett batteri 6ver en viss tid. Data-
strukturen var darfor sddan att vardet hos en matpunkt var beroende av vardet pa den forra
métpunkten och paverkades dérfor till stor del av detta. Klassificeringalgoritmerna KNN och
random-forest som implementerades ar inte lampliga f6r denna typ av data eftersom att de
ser varje ny punkt som ska klassificeras som en oberoende punkt och kan dérfor inte anvan-
da tidigare vdrden som en utgangspunkt for vart det senaste véardet ska placeras. En béttre
klassificeringsmetod som skulle vara mer lamplig dr algoritmer som anvédnder regression sa
att tidigare varden tas hiansyn till.

5.2.4 Ovriga Experiment

Resultatet for de tester som klassades under ovriga funktioner diskuteras nedan. Diskussio-
nen for dess dr uppdelad dé de olika algoritmer och experiment som testats har olika funk-
tioner och syften.

Suport vector regression

Resultatet for suport vector regression ar det som pavisar hogst potential till att kunna anvan-
das till att skapa sdkrare modeller 6ver energiforbrukningen. De modeller som visas i figur
.16 [4.18 och [4.17] visar tydligt att man kan skapa relativt traffsikra modeller 6ver energifor-
brukningen. Modellernas triffsakerhet paverkas dock av hurvida laset anvands kontinuerligt
sé att det inte sker forandringar i dess anvindande vilket pavisas i figur[4.16 Modellerna blir
dven mindre triffsikra om lasen uppvisar ett ovintat beteende likt det som visas i [¢.17] dér
den kvarvarande energin ser ut att oka. Sker inga sddana fordandringar i energikurvan kan
modellerna antas vara mycket traffsikra likt[4.18]
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5.3. Arbetet i en vidare kontext

Apriori

Resultat fran apriori hade kunnat vara battre ifall batteribyten alltid registrerats korrekt. Det
forekom att manga batteribyte inte registreras i databasen och manga batteribyten fatt en
dubbel-registrering. Att eliminera dessa felaktiga beteende skulle gora att de regler som fés
ut frdn Apriori &r mycket sdkrare och &r en béttre avbildning av den riktiga vdrlden. Detta
skulle dven dndra hur variabler anvindda i Apriori diskretiseras.

Polynomfunktioner

Resultat fran experiment med polynomfunktioner dr det ndrmaste till en resultat som har
fatts fram i detta arbetet. Resultatet &r dock inte helt pélitligt pd grund av skél som diskuteras
indsta section.

5.3 Arbetetien vidare kontext

De etiska och sociala aspekterna av arbetet kan delas in i tre storre kategorier dar den forsta
handlar om hantering och lagring av stora dataméngder. Den andra handlar om hur arbetet
kan séttas in i ett storre miljosammanhang dédr en minskad anvdndning av batterier dr 6nsk-
vért. Den tredje och sista gruppen handlar om hur en automatiserad dldrevard kommer att
paverka hélsan och valbefinnandet hos de &ldre.

5.3.1 Hantering av data

Phoniro erbjuder i dagslédget flera olika teknologier for att underlétta arbetet inom &ldrevérd.
Detta gor att foretaget samlar in och hanterar stora mangder personlig information om sina
kunder. P& grund av detta &r det vildigt viktigt att foretaget tanker pa de olika etiska samt
sociala aspekter som framkommer vid insamling av data. Man kan urskilja fyra stycken
etiska aspekter som foretaget bor tinka pa nar det giller insamling av personlig information.
Dessa fyra aspekter dr dgandet av informationen, transparent hantering av data, hemlighal-
lande av data samt kundernas samtycke[1].

Aspekten Agandet av informationen syftar till att besvara fragan, Vem ager den personli-
ga informationen? Ar det foretaget som samlat in all data som anses vara dgaren eller &r det
personen som denna personliga information handlar om. Detta ar véldigt viktigt att svara
pa ur den etiska vinkel eftersom det paverkar hur datan hanteras samt hur olika deltagare i
processen for informationssamlande ser pa datan. Den information som hanterades i arbetet
har hanterats pa ett sadant sitt att det klargjorts att det d&r Phoniro som stdr som dgare av
datan och att den inte far anvédndas av projektdeltagarna utanfor arbetets syfte.

Med transparent hantering av data menas det att foretaget som har samlat personliga
informationer kring sina kunder &r tydlig med varfor denna data samlas samt hur denna data
kommer att anvdndas. Det dr viktigt att foretaget informerar sina kunder ifall den personliga
informationen behover delas med nagon annan samt vem det &r och varfoér informationen
ska delas med denne. Det dr dven viktigt att foretag som samlar information &r tydlig med
hur linge informationen kommer att lagras. Den information som lagrats for arbetet kommer
bara att finnas tillgédnglig under en kortare tid. Phoniro har dven forsikrat sig om att kunden
ar medveten om att ldsinformation kommer att anvéndas i denna studie.

Hemlighéllande av data syftar till att foretag som samlar data &r skylldig att skydda den
data som samlats. Det behover goras pa ett sddant sitt att den inte hamnar ndgonstans dar
den kan skada eller ge andra mojlighet att skada personen som data handlar om. Detta &r
viktigt d& det avgor hur trygg kunden kan kédnna sig och pa det séttet hur villig kunden &r att
overlamna sin personliga information till foretaget. I detta arbete har den data som hanterats
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blivit anonymiserad innan vilket betyder att all information som hanterats i arbetet inte
innehallit information som gor att en person gar att identifiera. Datan har dven behandlats
genom privat lagring sa att den inte funnits tillgénglig for utomstaende.

Kundens samtycke syftar till att foretaget bor alltid soka sina kunders samtycke nér det
kommer till in samling, anvdndning samt distribution av personliga informationer om kun-
den. Detta skapar da aterigen tryggheten for kunden da denne alltid blir informerad om hur
datan anvéands och varfor. Vid starten av arbetet har Phoniro darfor sokt samtycke hos den
kund dar lasen var uppsatta. Da det var viktigt att alla berdrda parter var medvetna om att
deras data skulle anvéndas i en undersokning.

5.3.2 Batteriernas miljopaverkan

Arbetets initiala syfte dr att minska méngden batterier som anvédnds i hemtjanstlasen. Som
har ndmnts tidigare s& har bade produktion och destruktion av batterier en stor social och
miljomaéssig paverkan. Denna paverkan sker fraimst pa de platser dar batterier produceras
men dven pa de deponier dar férbrukade batterier lagras och dtervinns. Det dr sdledes 6nsk-
vart att undersoka hur den méangd batterier som anvands i olika situationer kan minskas till
ett minimalt antal[[13].

5.3.3 Automatiserad Aldrevard

Den sociala och etiska frdga som denna rapport vidror dr hurvida det dr onskvart att infora
mer och mer automatisering kring dldrevdrden. Manga lander uppvisar en énska om att in-
fora en mer digitala och automatiserad dldrevard. Ménga ldnder och foretag fokuserar pa att
infora nya losningar pé olika problem. Dessa kan vara allt fran robotkatter som syftar till att
ménniskor som inte kan ta hand om djur ska kunna ha dem som séllskap till helt robotiserra-
de vdrdhem dar personalen till storsta delen bestar av olika robotar och mjukvaruldsningar
[2]. Lénder som Japan har bland annat som mal att ca 80 procent av all dldrevérd ska skotas
av robotar i framtiden.
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Slutsats

“I have learned from my mistakes, and I am sure I can repeat them exactly.”

— Peter Cook

Den teknologiska utveckling under de senaste decennierna har majliggjort flera olika for-
enklingar i arbeten som tidigare har varit svara eller tidskrdvande. En av de manga olika
branscher som paverkats mycket av de nya teknologierna &r dldreomsorgen. Dessa nya tek-
nologier forenklat olika uppgifter inom detta falt valdigt mycket. Hembesok hos de dldre har
gjorts enklare genom att méojligheten att ldsa upp dorrar med en telefon via mjukvaru appli-
kationer utvecklades. Utveckling och utvérdering av olika produkter samt analys av dessa
har férenklats med hjéilp av informationslagring i databaser. Majligheten till en enklare infor-
mationslagring skapade i sin tur fenomenet som idag ar kidnt som Big Data. Utveckling av
applikationskontrolerade dorrlés gjorde att foretag som Phoniro kunde bildas for att erbjuda
sadana tjanster till olika dldreomsvardsforetag. Phoniro som erbjuder denna typ av las vill
nu utvdrdera och hitta metoder for att gora teknologin battre. For att gora detta vill Phoniro
analysera den information som féretaget har samlat in under de senaste dren. En av de storsta
problem som uppstidr med applikationskontrolerade dorrlas &r enligt foretaget dess anvan-
dandnig av batterier. Phoniro ville ddrfor fokusera analysen av sin information samling kring
batteriproblemet och med hjilp av de nya teknologier som Al kunna utveckla sin produkt.

I detta arbete har flera olika metoder for data mining data beskrivits och implementerats.
Manga av metoderna som har beskrivits valdes bort pa grund av olika skil som exempelvis
krav pd hardvara eller resultat som inte var tillfredsstdllande. Algoritmen som har implemen-
terats har testats pa flera olika sitt for att forsdkra sig om att de uppfyller alla kriterier satta
innan arbetet borjade.

6.1 Lasparametrar

Efter att ha utfort detta arbetet kan vi konstantera att den tillgdngliga databasen saknar va-
riabler som har valdigt stor paverkan pa batteriernas livstid och kan darfor inte siga med
sakerhet vilka de mest paverkande parametrar dr. Utav den tillgédngliga informationen har
det konstaterats att de parametrar som péaverkar ldsen inte gar att identifiera utan att ta hén-
syn till flertalet okdnda variabler. Forslag pa vilka dess skulle kunna vara ges i tabellen
nedan.
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6.2. Prototyp

Tabell 6.1: Lasparametrar

[ forslag | Syfte | Relevans |

Maita miljotemperatur Samla data kring tempera- | Hog
turen pd den omgivande
miljon vid ett event

Mita batteritemperatur Samla data kring tempera- | Hog
turen som batteriet haller
vid ett envent

Periodiska métningar Skaffa palitligare matpunk- | Hog
ter &ven vid de tillfallen ett
13s inte anvéands

Uppskatta depacificering Skapa en uppfattning om | Hog
kvaliteten pa batteriet
Genomsnittlig anvdandning | Uppskatta det genomsnitli- | Medel
ga anvindandet hos ett las
per vecka

6.2 Prototyp

Detta arbetet resulterade dven i en prototyp av en program som kan anvindas for analys av
databas. Prototypen implementerar alla algoritmer som anvédndes vid experimentet tidigare
beskrivna i kapitel 3} Prototypen kan anvéndas for analys av andra databaser &n den som var
tillgangligt i arbetet samt utckas med mer funktionalitet som en del av vidare studier.

6.3 Vidare arbete

Efter att ha utfort detta arbetet har vi kommit fram till ett antal saker som skulle kunna utforas
som vidare studie eller eventuellt som forbéttringar pa denna studie for att gora upprepandet
av arbetet smidigare samt mer forstarligt.

6.3.1 Regression

Eftersom att den basta modellen 6ver energiférbrukningen som skapats i detta arbete base-
rades pa en regressionsmodell foreslar vi att ett vidare arbete gors utifrdn detta. Det arbetet
skulle kunna fokusera pa att jamfora olika typer av regression for att undersoka vilken som
skulle ge det basta resultatet.

6.3.2 Neurala nitverk

For ett fortsatt studie kring &mnet rekommenderar vi dven att forsoka implementera neurala
nitverk. Detta dr en vildigt kraftigt metod for integrering av Al och analyser. Denna metod
fungerar valdigt bra for klassificering av data samt for klustering vilket skulle gora den lamp-
lig i en vidare studie. Eftersom var arbete var ganska begransad i tid sd valde vi att avgrdnsa
oss fran att anvdnda denna algoritm.

6.3.3 Databas

Den tredje delen av vidarearbete kan vara att bygga om strukturen pa databasen samt struk-
turen pad de sparade parametrar for att kunna fa mer specifika varde samt for att forsdkra
sig att allting registreras i databasen korrekt. Detta skulle underlétta fér analysen déd ingen
hénsyn till oregistrerade eller flergangs-registrerade batteribyte sker. Med detta skulle man
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kunna anvénda sig utav algoritmerna beskrivna i detta arbete pa ett mycket smidigare samt
tréaffsaker sétt.

6.3.4 Miljotester

Den sista delen av vidare arbete som vi rekommenderar &r att testa 1dssystem i ett kontrolle-
rad miljo for att pa det séttet f& ut mer information om hur ldsen paverkas av omgivningen.
I sddana test skulle man kunna prova hur mycket fortare ett batteri laddas ut nédr temperatu-
ren runt om ldsen ar hogt eller 1dgt. Dessa méatningar skulle bidra till att analysen av lasens
parametrar gors med mycket storre sikerhet dn i detta arbete.
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Apriori resultat

A.1 Presentation av apriori resultat

Denna bilaga presenterar hela resultatet fran apriori experiment. Resultat presenteras vidare
itva delar. Forsta delen av resultat 4r parameterskombination och antalet event. Andra delen
ar parameterskombinationer och batteriernas livstid.

A.1.1 Regler for antalet even

Rule : frozenset() —> frozenset('1")
Support: 0.8805194805194805
Confidence: 0.8805194805194805
Lift: 1.0

Rule : frozenset() —> frozenset('2")
Support: 0.38849721706864565
Confidence: 0.38849721706864565
Lift: 1.0

Rule : frozenset('0') — frozenset('1")
Support: 0.036734693877551024
Confidence: 0.9082568807339451
Lift: 1.0315011772347165

Rule : frozenset('10") — frozenset('1’)
Support: 0.004081632653061225
Confidence: 1.0
Lift: 1.1356932153392332
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Rule : frozenset('11") — frozenset('1")
Support: 0.046753246753246755
Confidence: 0.875
Lift: 0.993731563421829

Rule : frozenset('12') —> frozenset('1")
Support: 0.029313543599257884
Confidence: 0.9753086419753086
Lift: 1.1076514075530792

Rule : frozenset('13') —> frozenset('1")
Support: 0.04564007421150278
Confidence: 0.7987012987012987
Lift: 0.9070796460176992

Rule : frozenset('14") — frozenset('1’)
Support: 0.12096474953617811
Confidence: 0.9106145251396648
Lift: 1.0341787379904748

Rule : frozenset('15") — frozenset('1’)
Support: 0.006679035250463822
Confidence: 0.9
Lift: 1.0221238938053099

Rule : frozenset('16") — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('17") —> frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('18') —> frozenset('1")
Support: 0.01150278293135436
Confidence: 0.96875
Lift: 1.100202802359882

Rule : frozenset('19") —> frozenset('1")
Support: 0.0022263450834879408
Confidence: 1.0
Lift: 1.1356932153392332
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Rule : frozenset('l") — frozenset('2")
Support: 0.2779220779220779
Confidence: 0.31563421828908556
Lift: 0.8124491101137398

Rule : frozenset('20") — frozenset('1’)
Support: 0.001484230055658627
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('21") — frozenset('1’)
Support: 0.0022263450834879408
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('22') — frozenset('1")
Support: 0.006679035250463822
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('23') —> frozenset('1")
Support: 0.0022263450834879408
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('24’) — frozenset('1")
Support: 0.001484230055658627
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('25") —> frozenset('1")
Support: 0.002968460111317254
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('26') — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('27") — frozenset('1")
Support: 0.00037105751391465676
Confidence: 1.0
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Lift: 1.1356932153392332

Rule : frozenset('28') —> frozenset('1")
Support: 0.00037105751391465676
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('29") —> frozenset('1")
Support: 0.01150278293135436
Confidence: 0.9117647058823529
Lift: 1.0354849904563597

Rule : frozenset('3') — frozenset('1")
Support: 0.05602968460111317
Confidence: 0.7549999999999999
Lift: 0.8574483775811209

Rule : frozenset('30") — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('31") — frozenset('1")
Support: 0.0025974025974025974
Confidence: 0.5384615384615384
Lift: 0.6115271159518947

Rule : frozenset('32") —> frozenset('1")
Support: 0.005194805194805195
Confidence: 0.4827586206896552
Lift: 0.5482656901637677

Rule : frozenset('33') — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('34") —> frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('35") —> frozenset('1")
Support: 0.003339517625231911
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Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('36') — frozenset('1")
Support: 0.0025974025974025974
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('38') —> frozenset('1")
Support: 0.015213358070500928
Confidence: 0.9318181818181818
Lift: 1.058259587020649

Rule : frozenset('39") —> frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('4’) — frozenset('1")
Support: 0.01818181818181818
Confidence: 0.9074074074074073
Lift: 1.0305364361411558

Rule : frozenset('40’) —> frozenset('1")
Support: 0.0025974025974025974
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('41") — frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('42') —> frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('43') —> frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332
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Rule : frozenset('44’) —> frozenset('1")
Support: 0.0018552875695732839
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('45") —> frozenset('1")
Support: 0.0022263450834879408
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('46’) —> frozenset('1")
Support: 0.001484230055658627
Confidence: 0.7999999999999999
Lift: 0.9085545722713864

Rule : frozenset('47") — frozenset('1’)
Support: 0.0007421150278293135
Confidence: 0.5
Lift: 0.5678466076696166

Rule : frozenset('48") — frozenset('1’)
Support: 0.0022263450834879408
Confidence: 0.6666666666666666
Lift: 0.7571288102261553

Rule : frozenset('49") —> frozenset('1")
Support: 0.003339517625231911
Confidence: 0.6428571428571429
Lift: 0.7300884955752214

Rule : frozenset('5’) — frozenset('1’)
Support: 0.03525046382189239
Confidence: 0.6418918918918918
Lift: 0.728992266602886

Rule : frozenset('50') —> frozenset('1")
Support: 0.0025974025974025974
Confidence: 0.5833333333333333
Lift: 0.6624877089478859

Rule : frozenset('51") —> frozenset('1")
Support: 0.005936920222634508
Confidence: 1.0
Lift: 1.1356932153392332
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Rule : frozenset('52') —> frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('53") — frozenset('1’)
Support: 0.0037105751391465678
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('54") — frozenset('1’)
Support: 0.004081632653061225
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('55") —> frozenset('1")
Support: 0.0025974025974025974
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('56') —> frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('57") — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('58') —> frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('59") — frozenset('1’)
Support: 0.001484230055658627
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('6’) —> frozenset('1")
Support: 0.001484230055658627
Confidence: 1.0
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Lift: 1.1356932153392332

Rule : frozenset('60") —> frozenset('1")
Support: 0.0007421150278293135
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('7") — frozenset('1")
Support: 0.02857142857142857
Confidence: 0.927710843373494
Lift: 1.053594910615915

Rule : frozenset('8') — frozenset('1")
Support: 0.0011131725417439704
Confidence: 1.0
Lift: 1.1356932153392332

Rule : frozenset('9") —> frozenset('1")
Support: 0.048608534322820036
Confidence: 0.8791946308724832
Lift: 0.9984953772445606

Rule : frozenset('31") — frozenset('2")
Support: 0.001484230055658627
Confidence: 0.30769230769230765
Lift: 0.7920064653589007

Rule : frozenset('32") —> frozenset('2")
Support: 0.003339517625231911
Confidence: 0.3103448275862069
Lift: 0.79883410730165

Rule : frozenset('37") —> frozenset('2")
Support: 0.0022263450834879408
Confidence: 0.8571428571428572
Lift: 2.206303724928367

Rule : frozenset('47') —> frozenset('2")
Support: 0.0007421150278293135
Confidence: 0.5
Lift: 1.287010506208214

Rule : frozenset('48') —> frozenset('2")
Support: 0.0011131725417439704

51



A.1. Presentation av apriori resultat

Confidence: 0.3333333333333333
Lift: 0.8580070041388093

Rule : frozenset('49") — frozenset('2")
Support: 0.0018552875695732839
Confidence: 0.35714285714285715
Lift: 0.9192932187201528

Rule : frozenset('5") — frozenset('2")
Support: 0.019666048237476808
Confidence: 0.35810810810810806
Lift: 0.9217777949869639

Rule : frozenset('32") — frozenset('3")
Support: 0.0022263450834879408
Confidence: 0.20689655172413796
Lift: 2.787931034482759

Rule : frozenset('50") —> frozenset(’3")
Support: 0.001484230055658627
Confidence: 0.3333333333333333
Lift: 4.491666666666666

A.1.2 Tidsdelen

Rule : frozenset() —> frozenset('1)
Support: 0.968503937007874
Confidence: 0.968503937007874
Lift: 1.0

Rule : frozenset() —> frozenset('13’)
Support: 0.2204724409448819
Confidence: 0.2204724409448819
Lift: 1.0

Rule : frozenset() —> frozenset('9")
Support: 0.28346456692913385
Confidence: 0.28346456692913385
Lift: 1.0

Rule : frozenset('0') — frozenset('1")
Support: 0.015748031496062992
Confidence: 1.0
Lift: 1.032520325203252
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Rule : frozenset('1") — frozenset('13')
Support: 0.2204724409448819
Confidence: 0.22764227642276424
Lift: 1.0325203252032522

Rule : frozenset('14") — frozenset('1’)
Support: 0.023622047244094488
Confidence: 1.0
Lift: 1.032520325203252

Rule : frozenset('2") — frozenset('1")
Support: 0.03937007874015748
Confidence: 0.7142857142857143
Lift: 0.7375145180023229

Rule : frozenset('3") — frozenset('1")
Support: 0.09448818897637795
Confidence: 0.9230769230769231
Lift: 0.953095684803002

Rule : frozenset('38') —> frozenset('1")
Support: 0.16535433070866143
Confidence: 1.0
Lift: 1.032520325203252

Rule : frozenset('45") — frozenset('1")
Support: 0.007874015748031496
Confidence: 1.0
Lift: 1.032520325203252

Rule : frozenset('5') — frozenset('1")
Support: 0.11811023622047244
Confidence: 1.0
Lift: 1.032520325203252

Rule : frozenset("1") —> frozenset('9")
Support: 0.28346456692913385
Confidence: 0.29268292682926833
Lift: 1.0325203252032522

Rule : frozenset('12") — frozenset('3’)
Support: 0.007874015748031496
Confidence: 0.5
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A.1. Presentation av apriori resultat

Lift: 4.884615384615385

Rule : frozenset('12') —> frozenset('4")
Support: 0.007874015748031496
Confidence: 0.5
Lift: 63.5
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